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摘　 要： 波动率在金融投资和风险管理中扮演着至关重要的角色，能够反映金融资产的收益和风险水平，为构建期权量化投

资策略和决策以及风险控制提供重要参考指标。 然而，波动率具有非线性和长期依赖性问题，如每日变化趋势不稳定，未来

变化趋势与历史数据相关等。 为解决这些问题，本文基于改进的 Ｔｒａｎｓｆｏｒｍｅｒ 构建了波动率预测模型 ＴＧＣ－ＦｉｎＴｒａｎｓ（ＴＣＮ－
ＢｉＧＲＵ－ＣＮＮ Ｆｉｎａｎｃｅ Ｔｒａｎｓｆｏｒｍｅｒ）。 实验结果表明，该模型在预测金融数据波动率方面优于其他基线方法，能够更加准确地

预测波动率并捕捉金融市场的复杂变化，为投资者提供更为精准的决策参考。
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中图分类号： ＴＰ３１１ 文献标志码： Ａ 文章编号： ２０９５－２１６３（２０２４）０７－００７９－０６

Ｒｅｓｅａｒｃｈ ａｎｄ ａｐｐｌｉｃａｔｉｏｎ ｏｆ ｆｉｎａｎｃｉａｌ ｍａｒｋｅｔ ｖｏｌａｔｉｌｉｔｙ ｐｒｅｄｉｃｔｉｏｎ
ｂａｓｅｄ ｏｎ ｄｅｅｐ ｌｅａｒｎｉｎｇ

ＬＩ Ｗｅｎｙｉｎｇ１， ＰＡＮ Ｑｉａｏ１， ＹＡＮ Ｘｉｐｉｎｇ２

（１ Ｓｃｈｏｏｌ ｏｆ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ． Ｄｏｎｇｈｕａ Ｕｎｉｖｅｒｓｉｔｙ， Ｓｈａｎｇｈａｉ ２０１６２０， Ｃｈｉｎａ；
２ Ｓｈａｎｇｈａｉ Ｚｈａｏｑｉａｎ Ｉｎｖｅｓｔｍｅｎｔ Ｃｏ．， Ｌｔｄ， Ｓｈａｎｇｈａｉ ２０１１０７， Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ： Ｖｏｌａｔｉｌｉｔｙ ｐｌａｙｓ ａ ｃｒｕｃｉａｌ ｒｏｌｅ ｉｎ ｆｉｎａｎｃｉａｌ ｉｎｖｅｓｔｍｅｎｔ ａｎｄ ｒｉｓｋ ｍａｎａｇｅｍｅｎｔ， ａｓ ｉｔ ｃａｎ ｒｅｆｌｅｃｔ ｔｈｅ ｒｅｔｕｒｎ ａｎｄ ｒｉｓｋ ｌｅｖｅｌ ｏｆ
ｆｉｎａｎｃｉａｌ ａｓｓｅｔｓ， ａｎｄ ｐｒｏｖｉｄｅ ａｎ ｉｍｐｏｒｔａｎｔ ｒｅｆｅｒｅｎｃｅ ｉｎｄｉｃａｔｏｒ ｆｏｒ ｃｏｎｓｔｒｕｃｔｉｎｇ ｑｕａｎｔｉｔａｔｉｖｅ ｉｎｖｅｓｔｍｅｎｔ ｓｔｒａｔｅｇｉｅｓ ａｎｄ ｄｅｃｉｓｉｏｎｓ ｏｎ
ｏｐｔｉｏｎｓ ａｎｄ ｒｉｓｋ ｃｏｎｔｒｏｌ． Ｈｏｗｅｖｅｒ， ｖｏｌａｔｉｌｉｔｙ ｈａｓ ｔｈｅ ｐｒｏｂｌｅｍｓ ｏｆ ｎｏｎｌｉｎｅａｒｉｔｙ ａｎｄ ｌｏｎｇ－ｔｅｒｍ ｄｅｐｅｎｄｅｎｃｅ， ｓｕｃｈ ａｓ ｔｈｅ ｕｎｓｔａｂｌｅ ｔｒｅｎｄ
ｏｆ ｄａｉｌｙ ｃｈａｎｇｅｓ ａｎｄ ｔｈｅ ｃｏｒｒｅｌａｔｉｏｎ ｏｆ ｆｕｔｕｒｅ ｔｒｅｎｄｓ ｗｉｔｈ ｈｉｓｔｏｒｉｃａｌ ｄａｔａ． Ｔｏ ｓｏｌｖｅ ｔｈｅｓｅ ｐｒｏｂｌｅｍｓ， ｔｈｉｓ ｐａｐｅｒ ｃｏｎｓｔｒｕｃｔｓ ａ ｖｏｌａｔｉｌｉｔｙ
ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ＴＧＣ－ＦｉｎＴｒａｎｓ （ＴＣＮ－ＢｉＧＲＵ－ＣＮＮ Ｆｉｎａｎｃｅ Ｔｒａｎｓｆｏｒｍｅｒ） ｂａｓｅｄ ｏｎ ａｎ ｉｍｐｒｏｖｅｄ Ｔｒａｎｓｆｏｒｍｅｒ． Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ
ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｍｏｄｅｌ ｏｕｔｐｅｒｆｏｒｍｓ ｏｔｈｅｒ ｂａｓｅｌｉｎｅ ｍｏｄｅｌｓ ｉｎ ｐｒｅｄｉｃｔｉｎｇ ｔｈｅ ｖｏｌａｔｉｌｉｔｙ ｏｆ ｆｉｎａｎｃｉａｌ ｄａｔａ ａｎｄ ｈａｓ ｓｉｇｎｉｆｉｃａｎｔ
ａｄｖａｎｔａｇｅｓ ｉｎ ｐｒｅｄｉｃｔｉｎｇ ｖｏｌａｔｉｌｉｔｙ ｍｏｒｅ ａｃｃｕｒａｔｅｌｙ ａｎｄ ｃａｐｔｕｒｉｎｇ ｔｈｅ ｃｏｍｐｌｅｘ ｃｈａｎｇｅｓ ｉｎ ｔｈｅ ｆｉｎａｎｃｉａｌ ｍａｒｋｅｔ， ｐｒｏｖｉｄｉｎｇ ｉｎｖｅｓｔｏｒｓ
ｗｉｔｈ ｍｏｒｅ ａｃｃｕｒａｔｅ ｄｅｃｉｓｉｏｎ－ｍａｋｉｎｇ ｒｅｆｅｒｅｎｃｅｓ．
Ｋｅｙ ｗｏｒｄｓ： ｖｏｌａｔｉｌｉｔｙ ｆｏｒｅｃａｓｔｉｎｇ； Ｔｔｒａｎｓｆｏｒｍｅｒ； ＴＣＮ； ＢｉＧＲＵ； ＣＮＮ

�哈尔滨工业大学主办 系统开发与应用

作者简介： 李文颖（１９９８－），女，硕士研究生，主要研究方向：智慧金融； 阎希平（１９７８－），女，硕士，工程师，主要研究方向：金融大数据。

通讯作者： 潘　 乔（１９７７－），男，博士，副教授，主要研究方向：大数据，人工智能。 Ｅｍａｉｌ： ｐａｎｑｉａｏ＠ ｄｈｕ．ｅｄｕ．ｃｎ

收稿日期： ２０２３－０５－０３

０　 引　 言

波动率是金融分析的关键指标之一，用于评估

未来风险、资产价格波动幅度，反映资产收益率的不

确定性［１］。 波动率在金融投资和风险管理中应用

广泛，是投资者决策和风险控制的重要参考指标；同
时，波动率对价格具有重要影响，也是构建期权量化

投资策略的关键基础［２－３］。 因此，分析和预测金融

数据的波动率对于金融投资者来说具有重要意

义［４］。
目前金融交易市场主要使用传统的金融波动率

模 型， 例 如 ＡＲＭＡ （ Ａｕｔｏ － Ｒｅｇｒｅｓｓｉｖｅ Ｍｏｖｉｎｇ
Ａｖｅｒａｇｅｌ） 模型、ＧＡＲＣＨ （Ｇｅｎｅｒａｌｉｚｅｄ Ａｕｔｏ － Ｒｅｓｓｉｖｅ
Ｃｏｎｄｉｔｉｏｎａｌ Ｈｅｔｅｒｏｓｋｅｄａｓｔｉｃｉｔｙ）模型和 ＳＶ（Ｓｔｏｃｈａｓｔｉｃ
Ｖｏｌａｔｉｋｉｔｙ）模型来预测波动率，其基于当前和滞后的

波动率之间的关系，利用条件方差公式和历史波动

率来推导当前波动率的行为特征，并进行预测。 张

永东等［５］发现常用的 ＧＡＲＣＨ（１，１）模型对于上海

股市波动性的预测效果并不理想；针对上证指数的

研究中，张胜杰［６］使用 ＧＡＲＣＨ 族模型预测沪深 ３００
指数波动率时，选择样本内最优模型并不能保证获

得最佳的预测结果。



结合以上调研发现这些传统金融模型只能处理

时序中的线性关系，对于时序中的非线性关系处理

能力有限。 此外，这些方法对于多变量协同预测需

要人工处理，主要适用于小规模单变量的时序预测

问题［７］。
随着金融市场的复杂化，越来越多的研究人员

开始探索深度学习在波动率预测中的应用。 Ｌｉｎ
等［８］提出一种基于支持向量机的波动率预测方法，
在台湾股市数据集上的表现优于传统方法，具有更

好的泛化性能和更高的命中率；Ｚｈａｏ 等［９］ 在 ＬＳＴＭ
（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ）神经网络中引入时间加

权函数，效果比其他模型更优秀；魏何平［１０］ 提出

ＦＮＮ－ＡＥ－ＬＳＴＭ－ＲＶ－ｍｖ 模型，综合考虑上证 ５０ＥＴＦ
波动率因素，使用全连接神经网络和长短时记忆神

经网络来进行预测研究。
上述深度学习方法对波动率预测由于时间序列

数据的非线性和长期依赖性，很难有效捕捉到关键

的时间序列特征。 此外，由于梯度消失的问题，这些

模型无法充分利用过去的信息进行预测，导致模型

的预测能力下降。
基于以上问题，旨在解决传统深度学习模型在

捕捉时间序列数据的非线性和长期依赖性方面效果

不佳、容易出现梯度消失等问题，本文提出了新的基

于深度学习的金融市场波动率预测模型，该模型构

建了基于改进 Ｔｒａｎｓｆｏｒｍｅｒ 的波动率预测模型 ＴＧＣ
ＦｉｎＴｒａｎｓ（ＴＣＮ－ＧＲＵ－ＣＮＮ Ｆｉｎａｎｃｅ Ｔｒａｎｓｆｏｒｍｅｒ），并
在上证 ５０ＥＴＦ 基金数据上进行实验验证。

１　 模型

１．１　 ＴＧＣ ＦｉｎＴｒａｎｓ 搭建

ＴＧＣ－ＦｉｎＴｒａｎｓ 模型的整体框架图如图 １ 所示，
模型在 Ｔｒａｎｓｆｏｒｍｅｒ 的基础上进行改进，增加了稳定

性增强模块 ＴＣＮ（Ｔｅｍｐｏｒａｌ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ）、长
期依赖性捕捉模块 ＢｉＧＲＵ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ ＧＲＵ）和非线

性表达增强模块 ＣＮＮ（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）
模块，使其更加满足金融时间序列预测要求。
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图 １　 ＴＧＣ－ＦｉｎＴｒａｎｓ整体框架图

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＴＧＣ－ＦｉｎＴｒａｎｓ

　 　 ＴＧＣ－ＦｉｎＴｒａｎｓ 模型包含多个编码器和解码器。
编码器中输入的 Ｘ１，Ｘ２，Ｘ３，…，Ｘ ｔ 表示 ｔ 天内的历史

金融数据依次经过词嵌入（Ｗｏｒｄ Ｅｍｂｅｄｄｉｎｇ）、稳定

性增强模块（ＴＣＮ）、多头注意力机制（Ｍｕｌｉｔ Ｈｅａｄ－
Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ）、残差连接和层归一化模块

（Ａｄｄ＆Ｎｏｒｍ）、长期依赖性捕捉模块（ＢｉＧＲＵ）、非线

性表达增强模块（ＣＮＮ）和残差连接和层归一化模

块处理，得到 Ｘｅｎｃｏｄｅｒ； 解码器中，输入的 Ｘ１，Ｘ２，Ｘ３，

…，Ｘ ｔ 历史金融数据依次经过词嵌入、多头注意力

机制、残差连接和层归一化模块、长期依赖性捕捉模

块、多头注意力机制、残差连接和层归一化模块、
ＣＮＮ 和残差连接和层归一化模块处理。 编码器的

输出向量 Ｘｅｎｃｏｄｅｒ 通过解码器的第二个多头注意力机

制进行交互，最后经过线性层生成预测值。
针对上证 ５０ＥＴＦ 基金波动率预测任务，将金融

数据特征集统一表示为 Ｘ， 目标值为上证 ５０ＥＴＦ 基
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金波动率 ｙ。 在该任务中需要使用滑动窗口来标记

初始数据，即对于每个时间步，从数据集中选择大小

为 ｗ 的窗口获取金融数据点序列，作为输入金融数

据集输出 Ｘ， 并从相应时间步后 ｗ 处的值来获取波

动率值作为输出 ｙ。 使用数据分割部分生成的 Ｘ 和

ｙ 列表来训练 ＴＧＣ－ＦｉｎＴｒａｎｓ 模型，以预测目标波动

率值 ｙｐｒｅｄ。 该模型将输入序列 Ｘ 传递给 ＴＧＣ －
ＦｉｎＴｒａｎｓ 模型， 以获取隐藏表示 ｈ（Ｘ）， 然后将这个

隐藏表示传递到全连接层 ｆｃ 中，以获取预测的目标

波动率值 ｙｐｒｅｄ。 在训练过程中，使用均方误差作为

损失函数来计算预测值和实际目标波动率值之间的

误差，并使用 Ａｄａｍ 优化器来反向传播误差并更新

模型权重，模型输出预测出来的波动率 ｙｐｒｅｄ。
ＴＧＣ－ＦｉｎＴｒａｎｓ 的完整预测算法如算法 １ 所示。
算法 １　 ＴＧＣ－ＦｉｎＴｒａｎｓ 的完整预测算法

＃数据集划分

Ｉｎｐｕｔ　 金融数据集 ｄａｔａ ，波动率数值 ｔａｒｇｅｔ
Ｏｕｔｐｕｔ　 具有滑动窗口的金融数据集 Ｘ， 具有

滑动窗口的波动率数值 ｙ
１　 Ｘ ＝ ［］， ｙ ＝ ［］， ｎ是时间序列的长度， ｗ是

滑动窗口的大小

２　 ｆｏｒ ａｌｌ ｉ ∈ ［１，ｎ － ｗ］ ｄｏ：
３　 　 Ｘ＿ｗｉｎｄｏｗ ← ｄａｔａ［ ｉ：ｉ ＋ ｗ］　 ／ ／ 获取数

据集中大小为 ｗ 的窗口

４　 　 ｙ＿ｗｉｎｄｏｗ ← ｔａｒｇｅｔ［ ｉ ＋ ｗ］　 ／ ／ 获取相应

时间步后 ｗ 处的波动率值

５　 　 Ｘ ← Ｘ＿ｗｉｎｄｏｗ　 ／ ／ 将 Ｘ＿ｗｉｎｄｏｗ 添加到

Ｘ 列表中

６　 　 ｙ ← ｙ＿ｗｉｎｄｏｗ　 ／ ／ 将 ｙ＿ｗｉｎｄｏｗ 添加到 ｙ
列表中

７　 ｅｎｄ ｆｏｒ
８　 ｒｅｔｕｒｎ Ｘ，ｙ
＃预测

Ｉｎｐｕｔ　 具有滑动窗口的金融数据集 Ｘ， 具有滑

动窗口的波动率数值 ｙ
Ｏｕｔｐｕｔ　 目标值为 ｙｐｒｅｄ

１　 Ｅｍｂｅｄｄｉｎｇ ａｎｄ ｎｏｒｍａｌｉｚａｔｉｏｎ ｐｒｏｃｅｓｓｉｎｇ　 ／ ／
对输入序列 Ｘ 进行嵌入和归一化处理

２　 ｆｏｒ ｅ ＝ １ ｔｏ ｅｐｏｃｈ ｄｏ：
３　 　 ｈ（Ｘ）⇐ ＴＧＣ－ＦｉｎＴｒａｎｓ （Ｘ） 　 ／ ／将 Ｘ 传

递给 ＴＧＣ－ＦｉｎＴｒａｎｓ 网络，获取隐藏表示 ｈ（Ｘ）
４　 　 ｙｐｒｅｄ⇐ｆｃ（ｈ（Ｘ））　 ／ ／ 将隐藏表示 ｈ（Ｘ）

传递给全连接层 ｆｃ，获取预测的目标波动率值ｙｐｒｅｄ

５　 　 Ｌｏｓｓ ＝ ｌｏｓｓ（ ｙ，ｙｐｒｅｄ）　 ／ ／ 使用均方误差

作为损失函数，计算预测值 ｙ＿ｐｒｅｄ 和实际目标波动

率值 ｙ 之间的误差

６　 　 ｆｅｅｄ Ｌｏｓｓ ｔｏ ｔｒａｉｎ ｔｈｅ ｍｏｄｅｌ ｂｙ ｐｒｏｃｅｓｓｉｎｇ
ｔｈｅ Ａｄａｍ　 ／ ／使用 Ａｄａｍ 优化器反向传播误差

７　 　 ｂａｃｋｐｒｏｐａｇａｔｅ ａｎｄ ｕｐｄａｔｅ　 ／ ／更新模型权

重

８　 ｅｎｄ ｆｏｒ
９　 ｒｅｔｕｒｎ ｙｐｒｅｄ 　 ／ ／返回预测的目标波动率值

ｙｐｒｅｄ

１．２　 稳定性增强模块

本文中采用时间卷积层（Ｔｅｍｐｏｒａｌ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｔｗｏｒｋ，ＴＣＮ）对时间序列进行整体处理。 ＴＣＮ 由

因果扩张卷积和残差块组成，具有稳定的梯度，扩张

卷积具有增大感受野的作用，残差连接有效避免特

征提取过程中的梯度消失等问题，与循环架构不同，
ＴＣＮ 的反向传播路径与序列的时间方向不同。 因

此，ＴＣＮ 避免了梯度爆炸和消失的问题［１１－１２］。
金融数据集 Ｘ 是形状为（ ｂａｔｃｈ＿ｓｉｚｅ，ｗｉｎｄｏｗ＿

ｓｉｚｅ，ｉｎｐｕｔ＿ｄｉｍ）的三维张量，其中 ｂａｔｃｈ＿ｓｉｚｅ 表示输

入金融数据的批次大小，ｗｉｎｄｏｗ＿ｓｉｚｅ 表示输入的时

间步，ｉｎｐｕｔ＿ｄｉｍ 表示输入数据中每个时间步的特征

数量。 首先对原始特征进行嵌入操作得到 Ｘｅｍｂｅｄｄｉｎｇ，
公式（１）；其次，通过位置编码器对 Ｘｅｍｂｅｄｄｉｎｇ 进行标

记，得到编码序列 Ｘｐｏｓ， 公式（２）；最后，通过把其叠

加到原来的特征嵌入上得到新的嵌入，公式（３）：
Ｘｅｍｂｅｄｄｉｎｇ ＝ Ｅｍｂｅｄｄｉｎｇ（Ｘ） （１）

Ｘｐｏｓ ＝ ＰＥ Ｘｅｍｂｅｄｄｉｎｇ( ) （２）
Ｘｅｍｂｅｄｄｉｎｇ ＝ Ｘｅｍｂｅｄｄｉｎｇ ＋ Ｘｐｏｓ （３）

　 　 Ｘｅｍｂｅｄｄｉｎｇ 再传输到 ＴＣＮ 网络层，ＴＣＮ 使用因果

卷积处理序列数据，因果卷积操作如式（４）所示：

Ｘｃａｕｓａｌ－ｃｏｎｖ ＝ ∑
Ｋ

ｋ ＝ １
ｆｋ ｘｔ －Ｋ＋ｋ （４）

　 　 其中， ｆｋ 是一个由 Ｋ个滤波器组成的集合，序列

ｘｔ 是一个长度为 ｔ 的金融时间序列，每个时间步的

维度是输入数据的维度（ ｉｍｐｕｔ＿ｄｉｍ）， ｘｔ －Ｋ＋ｋ 表示输

入序列 Ｘ 在时间步 ｔ － Ｋ ＋ ｋ 的值， Ｋ 的取值范围是

［１，ｔ］， 卷积核在时间上不包含未来信息，只能使用

当前及过去的信息进行卷积操作，保证了模型的稳

定性。
传统卷积增加池化层扩大感受野会丢失信息，

ＴＣＮ 采用空洞卷积，超参数指定间隔数量，空洞卷

积可以增加感受野并保留更多信息。 空洞卷积操作

如式（５）所示：
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Ｘｄｉｌａｔｅｄ－ｃｏｎｖ ＝ ∑
Ｋ

ｋ ＝ １
ｆｋ ｘｔ －（Ｋ＋ｋ）ｄ （５）

　 　 其中， 卷积核长度为 ｋ，ｄ 为使用固定大小的卷

积核。
进行卷积计算， 空洞卷积的感受野大小为（Ｋ －

１）ｄ ＋ １，所以增大 Ｋ 或 ｄ 都可以增加感受野。 通过

增大感受野可以更大范围的金融特征提取，并且可

以在不增加计算量的情况下，提高卷积层的感受野，
进而提升模型的性能。

经过空洞卷积之后，将 Ｘｄｉｌａｔｅｄ－ｃｏｎｖ 进行残差连接

和权重归一化处理如图 ２ 所示，同时在卷积层添加

ＲｅＬＵ 激活函数引入非线性；每个卷积层都应用权重

归一化（ＷｅｉｇｈｔＮｏｒｍ），并在残差块中引入正则化

Ｄｒｏｕｇｈｔ，以避免过拟合。 具体操作如式（６）所示：
Ｘｒｅｓ ＝ Ｘｄｉｌａｔｅｄ－ｃｏｎｖ ＋ Ｆ（Ｘｄｉｌａｔｅｄ－ｃｏｎｖ） （６）

　 　 其中， Ｆ（·） 表示通过卷积层和激活函数的深

度神经网络。
由于 Ｘｄｉｌａｔｅｄ－ｃｏｎｖ 和 Ｆ（Ｘｄｉｌａｔｅｄ－ｃｏｎｖ） 之间的通道数

不一样，需要一个 １×１ 的 Ｃｏｎｖ 来对 Ｘｄｉｌａｔｅｄ－ｃｏｎｖ 做一

个 简 单 的 变 换， 使 得 变 换 后 Ｘｄｉｌａｔｅｄ－ｃｏｎｖ 和

Ｆ（Ｘｄｉｌａｔｅｄ－ｃｏｎｖ） 可以相加。 残差连接能够让网络更好

地传递梯度和避免梯度消失的问题，从而使得网络

更容易训练和收敛。

Residualblock

DilatedCausalConv

WeightNorm

ReLU

Dropout

DilatedCausalConv

Dropout

ReLU

WeightNorm

Conv
1?1

图 ２　 ＴＣＮ 中的残差连接部分

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｃｏｎｎｅｃｔｉｏｎ ｐａｒｔ ｉｎ ＴＣＮ

１．３　 长期依赖性捕捉模块

ＬＳＴＭ 参数多，结构复杂，容易出现过拟合问

题，ＧＲＵ 结构简单，参数少，更适合放到 Ｔｒａｎｓｆｏｒｍｅｒ
的后续层中捕捉序列中的时间信息［１３］。 双向 ＧＲＵ
可以分别从当前时间步之前的时间步和之后的时间

步获取信息，从而更好地捕捉序列中的长期依赖关

系，避免时间信息的丢失。
金融特征经过 ＴＣＮ 层得到的表达 Ｘｒｅｓ ＝ （ ｘ０ ，

ｘ１，…，ｘｔ），经过 Ｔｒａｎｓｆｏｒｍｅｒ 的多头注意力机制后得

到经过注意力机制处理后的金融时序数据的区域信

息 ＸＡｔｔｅｎ。 Ｔｒａｎｓｆｏｒｍｅｒ 的注意力机制将有限的注意

力集中在重要的局部区域，从而获得有用金融因子

的信息。 Ｖａｓｗａｎｉ 等［１４］提出的 Ｔｒａｎｓｆｏｒｍｅｒ 的注意力

机制定义如式（７）所示：

ＸＡｔｔｅｎ ＝ ｓｏｆｔｍａｘ
Ｑ ＫＴ

　 ｄｋ

æ

è
ç

ö

ø
÷·Ｖ （７）

　 　 其中， ｄｋ 为维度，长度为 ｎ；Ｑ∈ Ｒｎ×ｋ， Ｋ∈ Ｒｎ×ｋ

和 Ｖ ∈ Ｒｎ×ｖ 分别是每个嵌入的查询矩阵、键矩阵和

值矩阵，其是具有相同输入的 ３ 个不同线性层的输

出。
在自我注意力机制中每个输入向量都会与其他

输入向量进行比较，以确定各向量之间的关系。 这

种比较是基于向量之间的点积计算得出的，由于点

积计算是排列不变的，因此自我注意力机制也是排

列不变的，即无论输入向量的顺序如何，都会得到相

同的输出，虽然 Ｔｒａｎｓｆｏｒｍｅｒ 使用位置编码来保留时

间信息，但也只是在输入层添加位置信息。 因此为

了更好地提取有序连续时间点之间的时间关系，通
过添加双向 ＧＲＵ 来更好地捕捉序列中的长期依赖

关系。
输出 ＸＡｔｔｅｎ 的形状为［ｂａｔｃｈ＿ｓｉｚｅ， ｗｉｎｄｏｗ＿ｓｉｚｅ，

ｈｉｄｄｅｎ＿ｄｉｍ］，将输入张量沿着时间步的维度 （即

ｗｉｎｄｏｗ＿ ｓｉｚｅ 维度） 进行切片， 得到一个长度为

ｗｉｎｄｏｗ＿ ｓｉｚｅ 的列表，列表中的每个元素形状为

［ｗｉｎｄｏｗ＿ｓｉｚｅ， ｈｉｄｄｅｎ＿ｄｉｍ］。 将每个元素输入双向

ＧＲＵ 中进行处理，双向 ＧＲＵ 由两个单向 ＧＲＵ 层组

成，如图 ３ 所示。 一个按正向顺序处理输入序列，另
一个按反向顺序处理序列，如公式（８）和公式（９）；
两个单向 ＧＲＵ 层的输出会被拼接起来作为双向

ＧＲＵ 层的最终输出，公式（１０）：

Ｈｔ
→ ＝ ＧＲＵ→ ｘｔ，Ｈｔ ＋１

→
( ) （８）

Ｈｔ
← ＝ ＧＲＵ← ｘｔ，Ｈｔ －１

←
( ) （９）

ＸｂｉＧＲＵ ＝ Ｈｔ
→􀱇 Ｈｔ

← （１０）
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　 　 其中， Ｈｔ
→

表示前向隐藏层状态； Ｈｔ
←

表示向后隐

藏层状态； 􀱇 表示拼接操作。
得到的最终数据 ＸｂｉＧＲＵ 的输出形状为［ ｂａｔｃｈ＿

ｓｉｚｅ， ｗｉｎｄｏｗ＿ｓｉｚｅ， ｈｉｄｄｅｎ＿ｄｉｍ］，作为前馈神经网络

层的输入，由于数据 ＸＡｔｔｅｎ 通过双向 ＧＲＵ 层，双向

ＧＲＵ 允许模型从正向和反向两个方向同时观察数

据，能够更好地捕捉数据中的上下文信息，因此可以

更好地捕捉序列数据中的长期依赖性。

y(t-1) y(t) y(t+1)

正向

反向

GRU GRU GRU

GRU GRU GRU

X(t-1) X(t) X(t+1)

图 ３　 双向 ＧＲＵ 模型

Ｆｉｇ． ３　 Ｂｉｄｉｒｅｃｔｉｏｎａｌ ＧＲＵ ｍｏｄｅｌ

１．４　 非线性表达增强模块

前馈神经网络 ＦＦＮ 层（Ｆｅｅｄ ｆｏｒｗａｒｄ 层）通过线

性变换和激活函数将输入向量映射到高维空间，再
通过线性层映射到低维空间得到输出向量。 卷积神

经网络能够共享卷积核，对于输入的不同位置，使用

相同的卷积核进行特征提取，从而减少模型的复杂

度，并提高模型的泛化能力。 在金融时间序列处理

中，卷积核可以捕捉时间序列数据中的局部模式，因
此可以考虑将 ＦＦＮ 层替换为卷积层来处理金融时

间序列，如式（１１）所示：
ＸＦＦＮ ＝ ＲＥＬＵ（ｃｏｎｖ（ｃｏｎｖ（ＸｂｉＧＲＵ））） （１１）

　 　 其中，ｃｏｎｖ 表示卷积计算， ＲＥＬＵ 为激活函数。

２　 实　 验

２．１　 数据集介绍

本文使用 ＷＩＮＤ 数据库中的上证 ５０ 指数、上证

５０ＥＴＦ 基金和上证 ５０ＥＴＦ 期权 ３ 个市场的日度交易

数据，时间跨度为 ２０１５ 年 ２ 月 ９ 日至 ２０２１ 年 １２ 月

２２ 日期间，共 １ ６５３ 个交易日。 预测目标是上证

５０ＥＴＦ 基金波动率，选取 １１ 个金融特征数据作为实

验指标，包括期权隐含波动率、基金 ＡＤ、股票收盘

价、期权最高价、基金成交量加权平均价格、基金收

盘价、期权收盘价、期权在值程度、基金均价、基金最

高价和期权无风险利率［１５－１６］。
２．２　 评价指标

本文研究的上证 ５０ＥＴＦ 基金波动率预测任务，

本质是一个回归任务。 因此使用回归任务中的 ４ 种

常用评价指标， 即均方误差（ＭＳＥ）， 均方根误差

（ＲＭＳＥ），平均绝对误差（ＭＡＥ） 以及平均绝对百分

比误差（ＭＡＰＥ），如式（１２） ～ （１５） 所示：

ＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙｉ － ｙｐｒｅｄ

ｉ( ) ２ （１２）

ＲＭＳＥ ＝
　

１
ｎ∑

ｎ

ｉ ＝ １
ｙｉ － ｙｐｒｅｄ

ｉ( ) ２ （１３）

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ ｙｐｒｅｄ

ｉ － ｙｉ ｜ （１４）

ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜
ｙｐｒｅｄ
ｉ － ｙｉ

ｙ
｜ （１５）

２．３　 实验结果

为了验证本文所提模型（ＴＧＣ－ＦｉｎＴｒａｎｓ）对上

证 ５０ＥＴＦ 基金波动率预测任务的有效性，本文通过

模型消融实验和综合实验进行对比分析，从而更好

地评估 ＴＧＣ－ＦｉｎＴｒａｎｓ 在波动率预测任务中的性能

表现。
１）消融实验

为了验证增加了 ＴＣＮ、ＢｉＧＲＵ 和 ＣＮＮ 模型后对

于 Ｔｒａｎｓｆｏｒｍｅｒ 模型性能的影响，本文进行了消融实

验，并与本文提出的模型（ ＴＧＣ －ＦｉｎＴｒａｎｓ）进行对

比，旨在评估不同模块对模型预测的影响程度和重

要性。 通过逐步去除或替换这些模块，分析其在模

型性能中的贡献，并进一步了解这些模块对于模型

整体性能的关键作用，有助于深入理解模型的结构

和设计，以优化和改进波动率预测任务的性能。 实

验结果见表 １。
由表 １ 可见，加入 ＴＣＮ、ＢｉＧＲＵ 和 ＣＮＮ 替换

Ｔｒａｎｓｆｏｒｍｅｒ 的前馈神经网络都能适度降低模型的误

差指标；将其结合起来的 ＴＧＣ－ＦｉｎＴｒａｎｓ 模型在所有

模型中表现最佳，误差最小，其ＭＳＥ、ＲＭＳＥ、ＭＡＥ和

ＭＡＰＥ 分 别 降 低 了 ０．０００ ５、 ０．０１０ １、 ０．０１０ １ 和

２．０１％。
表 １　 消融实验结果

Ｔａｂｌｅ １　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

模型 ＭＳＥ ＲＭＳＥ ＭＡＥ ＭＡＰＥ ／ ％

Ｔｒａｎｓｆｏｒｍｅｒ ０．００１ ０ ０．０３３ ５ ０．０２７ ５ ２２．３１

Ｔｒａｎｓｆｏｒｍｅｒ ＋ＴＣＮ ０．０００ ７ ０．０２７ ０ ０．０２３ ３ ２１．４３

Ｔｒａｎｓｆｏｒｍｅｒ ＋ＢｉＧＲＵ ０．０００ ６ ０．０２５ ５ ０．０２２ ８ ２１．３１

Ｔｒａｎｓｆｏｒｍｅｒ ＋ＣＮＮ ０．０００ ７ ０．０２６ ２ ０．０２３ ６ ２１．５８

Ｔｒａｎｓｆｏｒｍｅｒ＋ＴＣＮ＋ＢｉＧＲＵ＋

ＣＮＮ（ＴＧＣ－ＦｉｎＴｒａｎｓ）
０．０００ ５ ０．０２３ ４ ０．０１７ ４ ２０．３０

３８第 ７ 期 李文颖， 等： 基于深度学习的金融市场波动率预测模型



　 　 ２）综合实验

为了验证本文所提模型对于上证 ５０ＥＴＦ 基金

波动率预测任务的有效性，选取了常见的金融预测

模型：ＴＣＮ（时间卷积神经网络［１１］，ＡＲＩＭＡ（自回归

移动平均模型） ［１７］，ＳＶＲ（支持向量回归模型） ［１８］，
ＲＮＮ（循环神经网络模型） ［１９］，ＬＳＴＭ－ａｔｔｅｎｔｉｏｎ［２０］，
ＬＳＴＮｅｔ［２１］，ＴＣＮ，Ｔｒａｎｓｆｏｒｍｅｒ，与本文所提出的 ＴＧＣ－
ＦｉｎＴｒａｎｓ 模型实现上证 ５０ＥＴＦ 基金波动率预测任

务，实验结果见表 ２。
表 ２　 综合实验结果

Ｔａｂｌｅ ２　 Ｒｅｓｕｌｔｓ ｏｆ ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｅｘｐｅｒｉｍｅｎｔ

模型 ＭＳＥ ＲＭＳＥ ＭＡＥ ＭＡＰＥ ／ ％

ＡＲＩＭＡ ０．００３ ６ ０．０５９ ６ ０．０５０ １ ３０．９６

ＳＶＲ ０．００５ ８ ０．０７６ １ ０．０６９ ２ ３７．７６

ＲＮＮ ０．００１ ９ ０．０４３ １ ０．０３７ ２ ２７．００

ＬＳＴＭ－ａｔｔｅｎｔｉｏｎ ０．００１ １ ０．０３５ ４ ０．０２８ ８ ２２．７８

ＬＳＴＮｅｔ ０．００１ ３ ０．０３５ ６ ０．０２８ ６ ２２．８１

ＴＣＮ ０．００１ ０ ０．０３４ ０ ０．０２７ ７ ２２．７６

Ｔｒａｎｓｆｏｒｍｅｒ ０．００１ ０ ０．０３３ ５ ０．０２７ ５ ２２．３１

ＴＧＣ－ＦｉｎＴｒａｎｓ ０．０００ ５ ０．０２３ ４ ０．０１７ ４ ２０．３０

　 　 实验结果表明，ＴＧＣ－ＦｉｎＴｒａｎｓ 模型在波动率预

测任务中表现优于其他模型，证明其在金融数据中应

用的可靠性和有效性，该模型在各个评估指标上误差

最小， ＭＳＥ、ＲＭＳＥ、ＭＡＥ 和 ＭＡＰＥ 分别为 ０．０００ ５、
０．０２３ ４、０．０１７ ４ 和 ２０．３０％，显示了其优越性能。

３　 结束语

本文 提 出 了 一 种 波 动 率 预 测 模 型 ＴＧＣ －
ＦｉｎＴｒａｎｓ。 基于改进的 Ｔｒａｎｓｆｏｒｍｅｒ 结构，通过引入

ＴＣＮ 解决梯度消失的问题，引入双向 ＧＲＵ 更好地捕

捉金融时间序列中的长期依赖性；使用卷积神经网

络替代 Ｔｒａｎｓｆｏｒｍｅｒ 的前馈神经网络，增强了模型的

非线性能力。 ＴＧＣ－ＦｉｎＴｒａｎｓ 模型在波动率预测任

务上表现出色。
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