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基于 ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 机制的短期电力负荷预测
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摘　 要： 为了提升短期电力负荷预测精度，本文提出一种基于变分模态分解法（ＶＭＤ）并结合时间卷积网络（ＴＣＮ）嵌入注意

力机制（Ａｔｔｅｎｔｉｏｎ）的预测框架（ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ）。 首先，应用 ＶＭＤ 分解法分解原始电力负荷序列，将分解的子序列与

气象数据等相关特征组合为预测模型的输入序列；其次，选择 ＴＣＮ 为预测模型并嵌入 Ａｔｔｅｎｔｉｏｎ 机制；最后，通过实例和多种

对比预测模型对 ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模型的有效性进行验证。 仿真结果表明，相比较于其他传统预测模型，本文所提

ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 机制预测模型有着较高的预测精度。
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０　 引　 言

随着电网规模的日益扩大，分布式电源和新型

微电网大量接入电力系统以及电力需求侧的变化，
使得对电力负荷预测的难度越来越大，未能准确预

测电力负荷会对国民经济和财政产生负面影

响［１－２］。 准确高效的电力负荷预测有助于电网及时

对电力分配计划和电力资源进行调节和分配，同时

也是电力市场化改革的要求，也是保证电力系统稳

定、安全、高效运行的前提与保障。 因此现代电力系

统对负荷预测的要求越来越高，找到一种更加准确

的负荷预测方法尤为重要。
目前主要分为 ３ 类方法：第一类为传统的基于

统计模型的预测方法，主要包括时间序列分析方法

和回归预测方法［３］。 传统的预测方法对于平稳负

荷拥有良好的预测性能，但随着电网的发展，智能检

测设备和电力电子设备的引入使得电网数据越来越

大，分布式电源的接入使得电力负荷呈现出非平稳

高频特性。 传统的基于统计模型的方法在学习输入

和输出变量之间复杂的非线性相互作用方面存在局

限性，因此难以获得精度较高的结果［４］。 第二类为

基于人工智能的预测方法，可细分为传统机器学习



方法和神经网络方法。 传统的机器学习方法包括支

持向量机（ＳＶＭ）、决策树及集成随机森林算法（ＲＦ）
等；神经网络算法有循环神经网络（ＲＮＮ）及变体长

短期记忆神经网络（ＬＳＴＭ）、门控神经网络（ＧＲＵ），
卷积神经网络（ＣＮＮ）和深度置信网络（ＤＢＮ）。 随

着负荷特征越来越复杂，单一的机器学习方法存在

误差率高、计算复杂度高、计算效率低等缺点，很难

达到较高的预测精度。 第三类为组合预测方法，分
为一般组合方法和分解组合方法［５］。 一般组合方

法需要使用多种算法进行预测，将不同算法的预测

结果通过分配不同的权重加权组合成最终的预测结

果。 文献［６－７］基于 ＳＶＭ 建立了预测模型，通过对

负荷序列进行分解或对 ＳＶＭ 进行改进，取得了较好

的预测结果；文献［８］通过提取综合相似度小的历

史数据训练改进决策树模型，得到了较好的预测结

果；文献［９］通过灰色投影对随机森林算法进行改

进，构建了预测性能良好的预测模型；文献［１０］通

过改进 ＰＳＯ 优化算法优化 ＲＮＮ 网络结点权值参

数，提高了 ＲＮＮ 网络的预测精度；文献［１１－１３］分
别使用各种分解方法分解原始负荷序列并应用

ＬＳＴＭ 进行预测，得到了较好的预测结果；文献［１４］
基于 ＣＮＮ 与双向长短期记忆神经网络（ＢｉＬＳＴＭ）并
通过误差修正构建预测模型，并证明了此模型的有

效性；文献［１５］构建了互补集合经验模态分解法

（ＣＥＥＭＤ）和模拟退火（ＳＡ）优化后的 ＤＢＮ 光伏发

电出力日期预测模型，并通过算例验证了模型的有

效性；文献［１６］分别使用 Ｐｒｏｐｈｅｔ 加法模型和长短

期记忆（ＬＳＴＭ）网络对负荷进行预测，采用最小二

乘法对两种方法取不同的权重组合，得到新的模型。
一般组合方法能够获得较高的预测精度，但延展性

不足，往往只适用于单一研究对象或系统。 文献

［１７］提出一种经验模式分解（ＥＭＤ）和堆栈式长短

期记忆（ＳＬＳＴＭ）的组合预测模型，预测家庭短期负

荷并证明了模型在家庭短期负荷预测方面的有效

性；文献［１８］构建了集合经验模态分解（ＥＥＭＤ）以
及门控循环单元神经网络（ＧＲＵ）和多元线性回归

（ＭＬＲ）组合而成的预测方法，通过 ＭＬＲ 对低频分

量进行预测，ＧＲＵ 对高频分量进行预测，改进了传

统方法因电网负荷随机性较强导致的预测精度不高

的问题；文献［１９］提出一种基于自适应噪声完备集

合经验模态分解（ＣＥＥＭＤＡＮ）和样本熵（ＳＥ）的负荷

分解方法，通过 ＢＰ 神经网络与 Ｔｒａｎｓｆｏｒｍｅｒ 模型进

行预测，得到了较好的预测结果。 组合预测方法通

过将单一方法相结合能够减小预测模型的错误率，

提高预测精度［２０］。 上述文献多采用 ＥＭＤ 方法进行

负荷序列的分解，容易造成“模态混叠”现象；ＥＥＭＤ
和互补集合经验模态分解法（ＣＥＥＭＤ）虽然解决了

ＥＭＤ 的“模态混叠”现象，但由于主动引入了白噪

声，会对结果产生人为影响和误差。
针对电力负荷具有随机性强且传统方法预测精

度较低的问题， 本文提出一种基于 ＶＭＤ 方法对输

入负荷序列进行分解，并搭建 ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模

型对电力负荷进行预测。 首先，通过 ＶＭＤ 分解法，
减少了分解子序列的时间复杂度，从根本上解决

ＥＭＤ 的“模态混叠”现象，并提高了预测模型的训练

效率和预测精度；其次，采用 ＴＣＮ 预测模型，更好的

对时间序列进行处理，具有并行计算的能力，提高模

型的训练速度和预测效率；最后，将 ＴＣＮ 嵌入

Ａｔｔｅｎｔｉｏｎ 机制中，使 ＴＣＮ 网络对不同输入序列分配

不同权重，进一步提高模型的训练效率和预测精度。
选取某地区实际电力负荷数据集对本文提出模型的

有效性和准确性进行验证。

１　 相关理论

１．１　 变分模态分解法

随着电网的发展，大量分布式能源接入系统和

用户侧用电需求的变化，导致电网的负荷特征越来

越呈现出高频非平稳的特征，使电力负荷的特征提

取越来越难，为了解决负荷特征提取困难的问题，提
高预测精度，本文采用 ＶＭＤ 将原始负荷序列分解

成指定个数负荷子序列，每个负荷子序列拥有各自

的中心频率 Ｗ 和有限带宽的子模态 Ｕ。 其分解的

主要过程如下：
（１）对子模态进行希尔伯特变换，得到解析信

号的单边频谱，式（１）：

δ（ ｔ） ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ ｕｎ（ ｔ） （１）

　 　 其中， δ（ ｔ） 为单位脉冲信号； ｊ 为虚数的单位；
ｕｎ（ ｔ） 为 ｎ 阶模态分解的集合； ｎ 为分解后的第 ｎ 个

模态分量。
（２）将频谱变换到乘以指数信号估计的中心频

率的基带上，式（２）：

δ（ ｔ） ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ ｕｎ（ ｔ）

æ

è
ç

ö

ø
÷ ｅ － ｊωｎｔ （２）

　 　 其中， ωｎ 为模态的中心频率。
（３）通过解调信号 Ｈ１ 高斯平滑估计带宽，可表

达其约束变分问题为式（３）：

５９第 ７ 期 耿冠晨， 等： 基于 ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 机制的短期电力负荷预测



ｍｉｎ
ｕｎ ， ωｎ

＝ ∑
Ｎ

ｎ ＝ １
‖∂ｔ δ（ｔ） ＋ ｊ

πｔ
æ

è
ç

ö

ø
÷ ｕｎ（ｔ）

é

ë
êê

ù

û
úú ｅ－ｊωｎｔ‖２

２{ }

∑
Ｎ

ｎ ＝ １
ｕｎ（ ｔ） ＝ ｆ（ ｔ）

ì

î

í

ï
ï

ï
ï

（３）
其中， Ｎ 为分解的总个数； ∂ｔ 为偏导运算符；

ｆ（ ｔ） 为未分解主信号。
（４）通过引入二次惩罚因子 α 和 Ｌａｇｒａｎｇｅ 乘子

λ（ｔ）， 将其变为非约束性的变分问题进行求解，式
（４）：

Ｌ ｕｎ ， ωｎ ，λ( ) ＝

α∑
Ｎ

ｎ ＝ １
∂ｔ δ（ ｔ） ＋ ｊ

πｔ
æ

è
ç

ö

ø
÷ 􀱋 ｕｎ（ ｔ）

é

ë
êê

ù

û
úú ｅ － ｊωｎｔ

２

２
＋

（ｔ） － ∑
Ｎ

ｎ ＝ １
ｕｎ（ｔ）

２

２
＋ 〈λ（ｔ）， ｆ（ｔ） － ∑

Ｎ

ｎ ＝ １
ｕｎ（ｔ）〉 （４）

其中： 􀱋 为卷积算子。
（５）通过交替方向乘子法不断迭代更新 ｕｎ， ωｎ

的值，见式（５）和式（６）：

ｕｋ＋１
ｎ （ω） ＝

ｆ^（ω） － ∑
Ｎ

ｎ ＝ １
ｕ^ｎ（ω） ＋ λ^

２
１ ＋ ２α ω － ωｎ( ) ２ （５）

ωｋ＋１
ｎ ＝

∫¥

０
ω ｕ^ｎ（ω） ２ｄω

∫¥

０
ｕ^ｎ（ω） ２ｄω

（６）

　 　 其中， ｆ^（ω）、ｕ^ｎ（ω）、λ^分别为 ｆ（ ｔ）、ｕｎ（ ｔ）、 λ（ ｔ）
的傅里叶变换， ｋ 为迭代次数。

ＶＭＤ 分解法作为一种非递归信号处理方法，能
将原始信号分解过程转变为变分问题，相较于 ＥＭＤ
及其变体分解方法，对非平稳非线性信号的处理效

果更好，非常适合解决目前电力负荷呈现出的非线

性非平稳特性导致的特征难以提取的问题。
１．２　 时间卷积网络（ＴＣＮ）

时间卷积网络（ＴＣＮ）是一种融合扩张卷积、因
果卷积（Ｄｉｌａｔｅｄ Ｃａｕｓａｌ Ｃｏｎｖｏｌｕｔｉｏｎ，ＤＣＣ）和残差连

接（Ｒｅｓｉｄｕａｌ Ｃｏｎｎｅｃｔｉｏｎｓ，ＲＣ）的神经网络，可用于对

时间序列进行预测，网络架构如图 １ 所示。
　 　 因果卷积无法看到未来数据，只能依赖于下层

当前及之前时刻的值输出本层当前时刻的值，即单

向结构，具有因果关系，是一种严格的时间约束模

型，使用因果卷积不会造成数据泄露。
但因果卷积仍然存在传统神经网络模型的问

题，即受限于卷积核的大小，很难捕捉较长时间尺度

的特征，因此，ＴＣＮ 引入扩张卷积对卷积时的输入

间隔采样以获得更大的感受野。 扩张卷积运算公式

如式（７）所示：

Ｆ（ ｔ） ＝ ∑
ｕ－１

ｖ ＝ ０
ｆ（ｖ） Ｘ ｔ －ｄｖ （７）

　 　 其中， Ｆ（ ｔ） 表示在 Ｘ ｔ 处的卷积结果； ｄ 为扩张

系数； ｕ 为卷积核尺寸； Ｘ ｔ －ｄｖ 表示对历史负荷数据

进行卷积计算； ｆ 表示 ＴＣＮ 滤波器系数。

TCN
残差块

TCN
残差块

TCN
残差块

TCN网络

Dropout

ReLU

权重归一化

扩张因果卷积
(DCC）

Dropout

ReLU

权重归一化

扩张因果卷积
(DCC）

1?1卷积层

图 １　 ＴＣＮ 网络结构

Ｆｉｇ． １　 ＴＣＮ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 ＴＣＮ 使用残差连接使网络以跨层的方式传递

信息，防止较深的网络结构可能出现的梯度消失问

题。
ＴＣＮ 可以对大规模数据进行并行处理，通过增

加层数，改变膨胀系数和滤波器的大小扩大其感受

野，提取历史信息的长短更加灵活，并且一定程度上

避免了传统 ＲＮＮ 网络中梯度消失和梯度爆炸问题，
因此本文选用 ＴＣＮ 来对负荷数据进行预测。
１．３　 Ａｔｔｅｎｔｉｏｎ 机制

Ａｔｔｅｎｔｉｏｎ 机制是一种能对输入序列自动分配不

同权重的模型，模仿人眼认识事物，会选择性的关注

重要信息而忽视不重要的信息。 在 ＲＮＮ 中，给定隐

藏状态向量 Ｈ ＝ ｛ｈ１，ｈ２，…，ｈｔ －１｝ 并从中提取上下

文向量 ｖｔ，ｖｔ 是 Ｈ 中每一列 ｈｉ 的加权和，表示与当

前时间步长相关的信息， ｖｔ 进一步与当前状态 ｈｔ 相

结合，对负荷进行预测。 Ａｔｔｅｎｔｉｏｎ 的机制如图 ２ 所

示，使用式（８）和式（９）来计算上下文向量 ｖｔ。
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ｅｘｐ（ ｆ（ｈｉ，ｈｔ））

∑
ｔ －１

ｊ ＝ １
ｅｘｐ（ ｆ（ｈ ｊ，ｈｔ））

（８）

ｖｔ ＝ ∑
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ｉ ＝ １
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图 ２　 Ａｔｔｅｎｔｉｏｎ 机制

Ｆｉｇ． ２　 Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 ｆ 为打分函数，用来表征先前 ｉ 时刻的状态向量

ｈｉ 与当前时刻状态向量 ｈｔ 之间的相关性；接下来使

用 ｓｏｆｔｍａｘ 函数对这些分数进行归一化，得到各个先

前状态向量 ｈｉ 在当前时刻 ｈｔ 上的注意力分布 α ｉ，
最后根据这些注意力分布有选择性地从输入选择信

息，即注意力分布对输入信息进行加权求和得到上

下文向量 ｖｔ， 其表征模型当前应该关注的内容。 注

意力机制可以同时考虑全局联系和局部联系，进一

步提高负荷预测的准确性和实时性［２１］。

２　 预测模型的构建

首先，将原始负荷序列应用 ＶＭＤ 分解法分解

为若干子序列，将各个子序列融合气象数据等特征

向量形成新的输入序列；
其次，因 ＴＣＮ 具有良好的处理时间负荷序列的

能力及并行计算能力，故在 ＴＣＮ 的基础上，将 ＴＣＮ
嵌入 Ａｔｔｅｎｔｉｏｎ 机制，对输入 ＴＣＮ 模型的历史负荷数

据分配不同的权重，进一步提高 ＴＣＮ 模型对历史负

荷数据特征挖掘能力和并行计算的能力，提高整体

模型的预测精度；
最后，将各个子序列的预测结果叠加得到最终

的负荷预测结果。
因此本文采用 ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模型对 ＶＭＤ

分解的各个子序列进行预测，ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 模型结

构图如图 ３ 所示。

a0 a1 a2 at

h0 h1 h2 ht

hi

x0 x1 x2 xt

TCN

输出

图 ３　 ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模型网络结构

Ｆｉｇ． ３　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＴＣＮ－Ａｔｔｅｎｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ

　 　 本文所提 ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 模型网络结构

如图 ４ 所示。

将各序列预测结果叠加得到最终预测结果

TCN-Attention预测模型

IMF1 IMF2 IMFn

气象数据

电力负荷数据

历史负荷数据

VMD分解法

图 ４　 ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模型网络结构

Ｆｉｇ． ４　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＴＣＮ－Ａｔｔｅｎｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ

３　 实验

３．１　 算例介绍

为验证 ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模型的可行

性，选取某地区中的电力负荷数据集，数据采样间隔

为 １ ｈ，共 ８ ９５２ 条数据，对所有数据进行预处理。
预测任务：短期电力负荷预测，预测步长为 １ ｈ。

数据集的划分方式：２０１９ 年 ５ 月 １ 日 ０ 点至 ２０２０ 年

４ 月 ３０ 日 ２３ 点的数据为训练集，用来训练模型，

７９第 ７ 期 耿冠晨， 等： 基于 ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 机制的短期电力负荷预测



２０２０ 年 ５ 月 １ 日至 ２０２０ 年 ５ 月 ７ 日的数据为测试

集，用来对模型进行测试和评价，训练集有８ ７８４样
本，测试集有 １６８ 样本。
３．２　 数据预处理及模型评价指标

在本案例中没有异常值和缺失值，故直接对数

据进行归一化处理，如式（１０）所示：

ｘｎｏｒｍ
ｉ，ｓ ＝

ｘｉ，ｓ － ｘｍｉｎ
ｓ

ｘｍａｘ
ｓ － ｘｍｉｎ

ｓ

（１０）

　 　 其中， ｘｎｏｒｍ
ｉ，ｓ 表示第 ｉ个样本特征向量第 ｓ个分量

归一化后的值； ｘｉ，ｓ 为其归一化前的值； ｘｍａｘ
ｓ 和 ｘｍｉｎ

ｓ

分别表示特征向量第 ｓ 个分量的最大值和最小值。
本文使用的评价指标包括均方根误差（Ｒｏｏｔ Ｍｅａｎ

Ｓｑｕａｒｅｄ Ｅｒｒｏｒ， ＲＭＳＥ）ｅＲＭＳＥ、 均方误差（Ｍｅａｎ －Ｓｑｕａｒｅ
Ｅｒｒｏｒ，ＭＳＥ）ｅＭＳＥ、平均绝对误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ，
ＭＡＥ）ｅＭＡＥ、 平均绝对百分比误差 （Ｍｅａｎ Ａｂｓｏｌｕｔｅ
Ｐｅｒｃｅｎｔａｇｅ Ｅｒｒｏｒ， ＭＡＰＥ）ｅＭＡＰＥ， 计算如式（１１） ～ 式

（１４）所示。 上述指标值越小，表明模型预测值与真实

值误差越小，模型的预测精度越高。

ｅＲＭＳＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １
ｙ－ ｔ － ｙ^ｔ( ) ２ （１１）

ｅＭＳＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １
ｙ－ ｔ － ｙ^ｔ( ) ２ （１２）

ｅＭＡＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １
ｙ－ ｔ － ｙ^ｔ （１３）

ｅＭＡＰＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １

ｙ－ ｔ － ｙ^ｔ

ｙ－ ｔ
× １００％ （１４）

　 　 其中， ｎ 为样本总数； ｙ－ ｔ 为真实值； ｙ^ｔ 为预测

值。
３．３　 预测模型参数设置

使用 ＶＭＤ 对训练集的电力负荷数据进行分解

需要设置参数，本文设参数分解序列个数 （Ｋ） 为 ４，
带宽限制（Ａｌｐｈａ）为 ６ ０００。

ＶＭＤ 分解各子序列曲线如图 ５ 所示。
　 　 ＴＣＮ 网络中需要设置神经元的个数 Ｎ 为 １２８
个，设置一个全连接层，激活函数为 Ｒｅｌｕ，使用

Ａｄａｍ 算法优化，训练批次大小设置为 ６４，迭代次数

为 １００。
具体模型参数设置见表 １。

表 １　 ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 模型参数设置

Ｔａｂｌｅ １　 ＴＣＮ－Ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

神经元个数 激活函数 优化算法 训练批次 迭代次数

１２８ Ｒｅｌｕ Ａｄａｍ ６４ １００

9.3

0

-9.3

-18.6

34

17

0

-17

160

80

0

-80

1440

1280

1120

960
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图 ５　 ＶＭＤ 分解各子序列曲线图

Ｆｉｇ． ５　 Ｃｕｒｖｅｓ ｏｆ ｅａｃｈ ｓｕｂｓｅｑｕｅｎｃｅ ｏｆ ＶＭＤ ｄｅｃｏｍｐｏｓｉｔｉｏｎ

３．４　 结果分析

在进行短期电力负荷预测时，对比模型采用长

短期记忆神经网络（ＬＳＴＭ）、门控神经网络（ＧＲＵ）、
ＴＣＮ 和 ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模型。 本文所提 ＶＭＤ－
ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 模型与对比模型的评价指标见表 ２，
预测结果如图 ６ 所示，选取 ２０２０ 年 ５ 月 １ 日至 ２０２０
年 ５ 月 ２ 日时间段（４８ ｈ）的预测结果进行展示，如
图 ７ 所示。

表 ２　 ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 与对比模型评价指标

Ｔａｂｌｅ ２ 　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘｅｓ ｏｆ ＶＭＤ － ＴＣＮ － Ａｔｔｅｎｔｉｏｎ ａｎｄ
ｃｏｍｐａｒｉｓｏｎ ｍｏｄｅｌｓ

模型 ＲＭＳＥ ＭＳＥ ＭＡＥ ＭＡＰＥ

ＬＳＴＭ ９５．１９０ ９ ０６１．２０６ ８３．６３４ ０．０７５
ＧＲＵ ９６．０３１ ９ ２２２．０４８ ８２．８６１ ０．０７４
ＴＣＮ ６５．６０７ ４ ３０４．２５０ ５７．２５２ ０．０５３
ＴＣＮ－Ａｔｔｅｎｔｉｏｎ ５０．５１６ ２ ５５１．８３７ ３９．６１５ ０．０３６
本文模型 ３５．５６１ １ ２６４．５７５ ２７．７５９ ０．０２６
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图 ６　 预测结果曲线

Ｆｉｇ． ６　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｃｕｒｖｅ
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图 ７　 ４８ ｈ 预测结果曲线

Ｆｉｇ． ７　 ４８ ｈ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｃｕｒｖｅ

　 　 从图 ７ 中可以看出，５ 月 １ 号当天的负荷波动较

大，ＴＣＮ 相较于 ＬＳＴＭ 和 ＧＲＵ 能够很好的学习现代

电力系统非线性非平稳负荷特征并有更高的预测精

度，同时 ＴＣＮ 嵌入 Ａｔｔｅｎｔｉｏｎ 机制后，对于突然的负荷

变化也更加接近实际负荷，说明 Ａｔｔｅｎｔｉｏｎ 机制对电力

负荷影响较大的特征赋予了更高的权重，从而提高了

ＴＣＮ 模型的预测精 度。 本 文 所 提 ＶＭＤ － ＴＣＮ －
Ａｔｔｅｎｔｉｏｎ 预测模型曲线最接近真实值，证明了本文所

提方法的有效性同时证明了 ＶＭＤ 分解法能够提高模

型的特征提取能力，进而有效提高模型的预测精度。
由表 ２ 可知，本文所提预测模型在短期电力负

荷预测中有更高的预测精度，充分证明了 ＶＭＤ－
ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模型的有效性和准确性。 相比

于传统的预测模型，本文所提模型对于非线性非平

稳的负荷能更有效地提取相关特征并能准确高效地

预测，解决了目前对电力负荷特征难以提取和预测

精度不高的问题。

４　 结束语

为了解决现代电力负荷特征难以提取和预测精

度不高的问题，本文从负荷序列分解的角度出发，提
出了一种基于 ＶＭＤ 分解法， ＴＣＮ 网络和 Ａｔｔｅｎｔｉｏｎ
机制的 ＶＭＤ－ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 的短期电力负荷预测

模型，并通过算例验证了本文所提预测模型的有效

性，并得出以下结论。
（１）使用 ＶＭＤ 分解法对负荷进行分解，得到复

杂度较小的负荷分量，有利于预测模型对负荷特征

的学习和提取，能有效地提高模型的预测精度；
（２）通过实例验证了 ＴＣＮ－Ａｔｔｅｎｔｉｏｎ 预测模型

有较高的预测精度，其预测能力的提高取决于 ＶＭＤ
分解后的负荷序列的构建、ＴＣＮ 对负荷特征的高效

学习和准确的预测能力以及 Ａｔｔｅｎｔｉｏｎ 机制对输入

序列的权重分配；
通过两者紧密结合，解决了电力负荷特征难以

提取的问题，提高了模型的预测精度，得到了更高精

度的预测结果。
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