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摘　 要： 由于小样本学习（Ｆｅｗ－Ｓｈｏｔ Ｌｅａｒｎｉｎｇ， ＦＳＬ）中标记样本数量有限，为了避免过拟合，主干网络通常只能选择深度较

浅、宽度较窄的轻量级网络，然而轻量级主干网络只能对图像进行浅层特征提取，特征提取的充分性并不足够。 因此，本文提

出了两种通过丰富特征提取的多样性来进行特征增强的方法：方法一，时域特征分析和频域特征分析相结合的特征分析方

法；方法二，利用监督学习和无监督学习并存的学习方法。 本文提出的这两种特征增强方法在小样本学习中的 ５－ｗａｙ １－ｓｈｏｔ
设置下，分类准确率分别提高了 ０．２７％和 １．４１％；在 ５－ｗａｙ ５－ｓｈｏｔ 设置下，分类准确率分别提高了 ５．７２％和 ５．０２％。
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０　 引　 言

随着深度学习技术和硬件能力不断提高，人工

智能在很多领域都取得了显著的成就，如：在农业领

域，深度学习技术可以实现智能化种植和病虫害监

测，提高农业生产效率，减少农药的使用量［１］；在金

融领域，深度学习技术可以实现风险管理、信用评估

和欺诈检测，保障金融交易的安全和可靠［２］；在无

人驾驶领域，深度学习技术能够实现自主导航和安

全驾驶［３］。 然而，随着深度学习的广泛使用，其缺

点也逐渐暴露出来，即一个优秀的模型在很大程度

上需要海量的训练数据作为支撑，但在有些领域中，
由于数据获取涉及到安全、伦理、资源和成本等原

因，获取标记数据的成本昂贵、困难，甚至不可能获

得足够的标记数据样本［４－６］。 基于少量样本训练大

型模型时，通常会出现严重的过拟合问题，导致训练

策略精度高，测试策略精度却低，在这种情况下，传
统的深度学习算法失去了神奇的性能［７］。 相比于

需要大量训练数据的深度学习网络，少量样本便足

以让人类快速识别新物体，如：孩童只需学习一些图



片就可以认识“折耳猫”和“狸花猫”。 因此，研究人

员模仿人类快速学习的能力，提出了小样本学习。
与传统网络不同，小样本学习模型通过输入的

一张或几张标记图像就能训练出性能良好的分类

器，以训练时采样 ５ 个类别，每个类别 １ 个样本（５－
ｗａｙ １－ｓｈｏｔ）设置下的小样本学习为例如图 １ 所示，
模型通过学习支持集中给定的 ５ 个类别，分别是鸟、
蛙、鹤、船、望远镜，每个类别有 １ 个样本，总共 ５ 个

样本，就能判断出查询集中给出的不同于支持集中

样本的新样本的类别，模型将新样本分别预测为鸟

和船，与事实相符。

图 １　 小样本学习示例（５－ｗａｙ １－ｓｈｏｔ）
Ｆｉｇ． １　 Ｅｘａｍｐｌｅ ｏｆ ｆｅｗ－ｓｈｏｔ ｌｅａｒｎｉｎｇ ａｓ ａｎ ｅｘａｍｐｌｅ（５－ｗａｙ １－ｓｈｏｔ）

　 　 小样本学习的出现，成功地将人工智能带入了

小样本学习的时代，深度学习任务不再依赖于大量

的数据集，大大降低了数据获取和训练的开销［８］。
本文主要针对小样本图像分类中的特征增强方

法进行了一系列研究，对小样本学习中存在的特征

提 取 不 充 分 问 题， 在 基 线 ＤＰＧＮ （ Ｄｉｓｔｒｉｂｕｔｉｏｎ
Ｐｒｏｐａｇａｔｉｏｎ Ｇｒａｐｈ Ｎｅｔｗｏｒｋ）上进行了以下两个方面

的改进：增加特征提取的广度，丰富特征提取的方

式，并在 ＣＵＢ－２００－２０１１ 数据集上进行模型性能测

试。

１　 算法描述

１．１　 基于离散小波变换的频域特征提取

在图像处理和计算机视觉中，常常使用时域和

频域表示法进行图像处理和特征提取，例如：在时域

中，使用图像卷积进行边缘检测和特征提取；在频域

中，使用傅里叶变换或小波变换进行频域滤波和频

域特征提取。 频域分析法是从频率的角度分析图

像，能揭示时域角度忽略的问题，优点是可以把时域

信号拆分为不同频率的分量，从而深入挖掘信号的

本质，了解信号的组成成分，以更好地利用信号［９］；
其次，可以去噪或选择重要的频率分量。

常见的频域变换方法包括傅里叶变换、小波变

换等。 傅里叶变换可以将时域信号分解成一系列正

弦和余弦函数的和，这些函数代表不同的频率成分，
这些频率成分的振幅和相位可以描述信号在频域上

的特性，如频率成分的大小、频率的分布等［１０］。 小

波变换可以用于将图像分解成不同尺度的小波基函

数的线性组合，通过将原始图像分解成不同的分辨

率和频率来描述其特征的一种方法，因此可以用于

提取信号或图像的特征，例如边缘、纹理等［１１－１２］。
与传统的傅里叶分析相比，小波变换能够将图

像分解为不同尺度的小波系数，这种多分辨率分析

能够更好地捕捉图像的局部特征和全局特征［１３］；而
傅里叶分析使用固定的正弦和余弦基函数，只能提

供频域上的全局特征，不能对图像进行多尺度分

析［１４］。 同时，小波变换对于图像中的局部噪声和干

扰具有较好的鲁棒性，而傅里叶分析则对于这些干

扰容易出现频谱泄漏现象，从而影响分析结果的精

度［１５］。 小波变换算法的计算量比傅里叶分析算法

小，具有较高的计算效率。
小波变换的意义在于可以提供一种多分辨率的

分析方法，能够捕捉图像的局部特征和全局特征，并
且具有较好的局部性和可变性［１６］。 因此，本文采用

基于离散小波变换的频域分析方法来提取图像的频

谱特征，如图 ２ 所示。
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图 ２　 本文中的二维离散小波变换方法示例图

Ｆｉｇ． ２　 ２Ｄ ｄｉｓｃｒｅｔｅ ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍ ｍｅｔｈｏｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ

　 　 对图像的处理流程如下：
（１）对图像进行一次按行低通滤波和一次按行

高通滤波，即一维小波变换。 低通滤波允许低频信

息通过，生成低频信息，低频信息对应于图像的平滑

区域，包含图像的大致形状和轮廓，可以通过求均值

来得到；高通滤波允许高频信息通过，生成高频信

息，高频信息对应于图像的细节区域，包含了图像的

局部特征和变化，可以通过求差值得到；
（２）对图像进行二维小波变换，对低频和高频

信息分别做一次按列低通滤波和一次按列高通滤

波，共得到 ４ 个子带：水平低频，垂直低频（ＬＬ）、水
平低频，垂直高频（ＬＨ）、水平高频，垂直低频（ＨＬ）、
水平高频，垂直高频（ＨＨ）。 其中，ＬＬ 频带保留了原

始图像的低频信息和内容信息，ＬＨ 频带和 ＨＬ 频带

分别保留了图像水平方向和竖直方向的高频信息，
而 ＨＨ 频带则保留了图像对角线方向的高频信息；

（３）为了利用不同子带中的信息，如纹理、颜
色、结构、形状等进行频域特征分析，本文将小波变

换得到的 ４ 个大小为原图 １ ／ ４ 的子带按图 ２ 所示顺
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序进行拼接，拼接后的图片为原图大小。
在深度学习中，有时会利用辅助训练分支来提

升 分 类 精 度， 如 ＥＰＮｅｔ （ Ｅｍｂｅｄｄｉｎｇ Ｐｒｏｐａｇａｔｉｏｎ
Ｎｅｔｗｏｒｋ）网络。 ＥＰＮｅｔ 在小样本分类主路之外，还
添加了旋转预测辅助训练分支如图 ３ 所示，该旋转

预测分支，在 ５－ｗａｙ １－ｓｈｏｔ 设置下将模型的分类准

确率提高了 ０．５％。 因此，本文提出增加一条基于离

散小波变换的频域特征分析辅助训练分支（简称为

“频域分支”），离散小波变换频域分析的模型如图 ４
（ｂ）所示频域分支与时域分支，即基线提出的实例

传播所在支路是并联的关系，首先通过二维离散小

波变换得到离散小波变换图像数据，并将其输入主

干网络，得到图像的频谱特征，进而进行分类辅助训

练。 在添加频域分支之后，模型的分类准确率在 ５－
ｗａｙ １－ｓｈｏｔ 设置下提高了 ０．２７％，在 ５－ｗａｙ ５－ｓｈｏｔ
设置下提高了 ５．７２％。
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图 ３　 ＥＰＮｅｔ 中的旋转预测辅助训练分支示意图［１２］

Ｆｉｇ． ３　 Ｒｏｔａｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ａｕｘｉｌｉａｒｙ ｔｒａｉｎｉｎｇ ｂｒａｎｃｈ ｉｎ ＥＰＮｅｔ ［１２］
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(b)基线+频域分析
图 ４　 添加了离散小波变换频域分析的模型与基线

Ｆｉｇ． ４　 Ｃｏｍｐａｒｅｓ ｔｈｅ ｂａｓｅｌｉｎｅ＋ｆｒｅｑｕｅｎｃｙ－ｄｏｍａｉｎ－ａｎａｌｙｓｉｓ ｍｏｄｅｌ

ｗｉｔｈ ｂａｓｅｌｉｎｅ

１．２　 基于 ｋ－ｍｅａｎｓ 聚类无监督学习

无监督 ｋ－ｍｅａｎｓ 聚类算法是一种常见的基于

距离度量的算法，其无需图像标签，而是直接从数据

中提取信息，通过度量样本间相似性，将数据聚集成

给定量的簇，利用簇中心代表该簇的特征，并使簇内

样本相似度最高且簇间样本相似度最低，来实现对

特征向量的聚类［１７］。 使用 ｋ－ｍｅａｎｓ 聚类算法不仅

可以实现数据降维，还可以减少数据中的噪声和冗

余信息，提取出对于分类任务最为关键的特征，进一

步提高模型训练的效率。 本文实现 ｋ－ｍｅａｎｓ 聚类

步骤如下：
（１）设置聚类数目 ｋ ＝ ５，即需要将数据分为 ５

类；
（２）使用 Ａｒｔｈｕｒ 和 Ｖａｓｓｉｌｖｉｔｓｋｉｉ 提出的 ｋｍｅａｎｓ＋

＋中心初始化方法，初始化 ５ 个聚类中心［１８］；
（３）计算每个样本到每个聚类中心的欧几里得

距离；
（４）将每个样本分配到距离其最近的聚类中心

所在的簇；
（５）对于每个簇，取该簇内所有样本的平均值

作为新的聚类中心；
（６）重复执行步骤（３）至（５），直到达到预设迭

代循环次数 １０ 次，或者精确度即两次簇中心的误差

的差值 ｅｐｓｉｌｏｎ ＝ １．０ 为止；
（７）ｋ－ｍｅａｎｓ 聚类的最终结果是得到 ５ 个簇，每

个簇代表一个类别，一个簇内的样本被预测为同一

类别。
本文在基线的后处理中添加了一条基于 ｋ －

ｍｅａｎｓ 聚类的无监督学习分支（简称为“无监督分

支”）如图 ５ 所示，模型在基线提出的监督分布传播

支路中依次通过实例传播和分布传播，利用图像标

签进行监督学习，在无监督分支中通过无监督学习，
挖掘图像数据内在的结构，并有效增加了特征提取

方式的多样化。 在添加无监督分支后，模型的分类

准确率在 ５－ｗａｙ １－ｓｈｏｔ 设置下提高了 １．４１％，在 ５－
ｗａｙ ５－ｓｈｏｔ 设置下提高了 ５．０２％。

数据值 主干网络 实例传播 分布传播 预测结果

（ａ） 　 基线

数据集 主干网络

实例传播 分布传播 预测结果1

预测结果2k-means聚类

（ｂ） 基线＋无监督学习

图 ５　 添加无监督 ｋ－ｍｅａｎｓ聚类的基线模型与基线的对比

Ｆｉｇ． ５　 Ｃｏｍｐａｒｅｓ ｔｈｅ ｂａｓｅｌｉｎｅ＋ｕｎｓｕｐｅｒｖｉｓｅｄ－ｌｅａｒｎｉｎｇ ｍｏｄｅｌ ｗｉｔｈ
ｂａｓｅｌｉｎｅ

１．３　 目标函数设计

１．３．１　 频域损失

在频域分支中，测试样本的预测类别概率计算，
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在频 域 分 支 中 模 型 将 ｘｉ 预 测 为 ｙ ｊ 的 概 率

Ｐｄｗｔ ｙ ｊ ｜ ｘｉ( ) ， 公式（１）：

Ｐｄｗｔ ｙ ｊ ｜ ｘｉ( ) ＝ Ｓｏｆｔｍａｘ（∑
ＫＮ

ｊ ＝ １
ｄｗｔ（ｘｉ）·ｏｎｅｔｏｔ（ｙ ｊ））

（１）
其中， ｘｉ 是测试样本； ｙ ｊ 是支持集中第 ｊ 个样本

的标签； Ｋ 是类别数量； Ｎ 是每个类别的样本数量；
ｄｗｔ（ｘｉ） 表示频域分支中模型对第 ｉ 个查询样本的

预测标签。
频域分支中的频域损失计算，公式（２）：

Ｌｄｗｔ ＝ ＬＣＥ Ｐｄｗｔ ｙ ｊ ｜ ｘｉ( ) ，ｙ ｊ( ) （２）
　 　 其中， ＬＣＥ 为交叉熵损失函数。
１．３．２　 无监督损失

无监督分支中的无监督损失计算，公式（３）：

Ｌｋｍｅａｎｓ ＝ ∑
ＫＮ

ｊ ＝ １
（１ － ｅｑｕａｌ（ｋｍｅａｎｓ（ｘｉ），ｙ ｊ）） （３）

　 　 其中， ｅｑｕａｌ（·） 表示判断两个元素是否相等，
当 ｋｍｅａｎｓ（ｘｉ） ＝ ｙ ｊ 时输出 １，否则输出 ０。

２　 实验设计

标准的小样本图像分类任务中有两个数据集：
训练集 Ｄｂａｓｅ ＝ ｛ ｘｉ，ｙｉ( ) ，ｙｉ ∈ Ｃｂａｓｅ｝ 和测试集 Ｄｎｏｖｅｌ ＝
｛ ｘｉ，ｙｉ( ) ，ｙｉ ∈Ｃｎｏｖｅｌ｝，其中 Ｃｂａｓｅ 和 Ｃｎｏｖｅｌ 分别代表训

练类别和测试类别，两者不重叠即 Ｃｂａｓｅ ∩ Ｃｎｏｖｅｌ ＝
Ø。 小样本图像分类的训练和测试是由很多个小任

务（ｅｐｉｓｏｄｅ）构成的，每个 ｅｐｉｓｏｄｅ 都由随机采样的 Ｋ
个类别组成，每个类别由 Ｎ 个标记图像和 Ｕ 个未标

记图像组成，即 Ｋ － ｗａｙ Ｎ － ｓｈｏｔ任务。 标记图像组

成支持集 Ｓ ＝ ｛（ｘｉ，ｙｉ）｝ ＫＮ
ｊ ＝ １， 未标记图像组成查询集

Ｑ ＝ ｛（ｘｉ，ｙｉ）｝ ＫＵ
ｊ ＝ １ ，两者不重叠即 Ｓ ∩ Ｑ ＝ Ø。

以 ５－ｗａｙ １－ｓｈｏｔ（即 Ｋ ＝ ５，Ｎ ＝ １） 任务为例：
（１）按类别划分训练集 Ｄｂａｓｅ 和测试集 Ｄｎｏｖｅｌ；
（２）训练集 Ｄｂａｓｅ 采样 ５ 个类别，每个类别采样 １

个样本作为标记图像，组成支持集 Ｓ； 这 ５ 个类别再

采样 Ｕ 个样本作为未标记图像，组成查询集 Ｑ （其
中 Ｕ 可按自己的需求设置，如 １ 或 １５ 等，在本文取

Ｕ ＝ １）；
模型学习支持集 Ｓ 和查询集 Ｑ 中图像的特征，

并预测查询集 Ｑ 中图像的类别标签，将预测标签和

真实标签进行损失计算并将损失反向传播。
（３）重复步骤（２），直至设定的 ｅｐｉｓｏｄｅ 数；
（４）测试集 Ｄｎｏｖｅｌ 采样 ５ 个类别，每个类别采样

１ 个样本作为标记图像，组成支持集 Ｓ′； 这 ５ 个类别

再采样 Ｕ′ 个样本作为未标记图像，组成查询集 Ｑ′，

用于测试模型对查询样本类别的预测准确率

（ａｃｃｕｒａｃｙ， Ａｃｃ） （其中 Ｕ′ 可按自己的需求设置，如
１ 或 １５ 等，在本文中取 Ｕ′ ＝ １）。

（５）重复步骤（４）直至设定的 ｅｐｉｓｏｄｅ ′ 数；
（６）重复步骤（２） ～ （５），直至设定的 ｅｐｏｃｈ 数。
为了保证本文提出的小样本分类算法与基线的

小样本分类算法有可比性，本文中的数据集和实验

参数的设置与基线保持一致。
２．１　 数据集

ＣＵＢ－２００－２０１１ 数据集是一个标准的小样本图

像分类的数据集，相比于其他常见的图像分类数据

集如 ＩｍａｇｅＮｅｔ，ＣＵＢ－２００－２０１１ 数据集中每个类别

的样本数量都非常少，使得成为了研究小样本学习

问题的经典数据集之一。 该数据集划分为 １００ 个基

类，其中验证类有 ５０ 个类别，５ ９９４ 张图像，测试类

同样有 ５０ 个类别，５ ７９４ 张图像，总共 １１ ７８８ 张图

像。 此外，ＣＵＢ－２００－２０１１ 数据集涵盖了 ２００ 种不

同的鸟类，每个种类有大约 ６０ 张不同角度和姿态下

的图片，这些图片是由世界各地的观鸟爱好者和专

业摄影师拍摄的，因此包含了多种背景和光线条件

下的鸟类图像。 在 ＣＵＢ－２００－２０１１ 数据集中，每个

图像都被注释了鸟类名称、位置、轮廓和部分标记，
本文使用了鸟类名称和轮廓标记信息。
２．２　 主干网络

采用 ＲｅｓＮｅｔ１２ 作为主干网络。 主干网络的最

后一个特征通过全局平均池化处理后，经过带有批

归一化的全连接层，得到一个 １２８ 维的实例特征作

为主干网络的最终输出。
２．３　 评价指标

以准确率 Ａｃｃ 作为评价指标。 在小样本学习标

准数据集 ＣＵＢ－２００－２０１１ 上，随机抽取 １０ ０００ 个任

务分别对 ５－ｗａｙ １－ｓｈｏｔ 和 ５－ｗａｙ ５－ｓｈｏｔ 设置计算

Ａｃｃ。

３　 实验设计

３．１　 基于离散小波变换的频域特征提取

为了证明基于离散小波变换频域特征分析方法

的有效性，本文基于基线进行了消融实验，实验结果

见表 １。 由表 １ 中，可以看出添加小波分析后的模

型的准确率比不添加时的有提升，在 ５－ｗａｙ １－ｓｈｏｔ
设置下有 ０．２７％的提升，在 ５－ｗａｙ ５－ｓｈｏｔ 设置下有

５．７２％的提升，证明通过添加频域特征辅助训练，可
以获得更高的准确率，当给定训练样本数量更多时，
提升更为显著。

０４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



表 １　 频域分析对模型准确率的影响

Ｔａｂｌｅ １　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｆｒｅｑｕｅｎｃｙ ｄｏｍａｉｎ ａｎａｌｙｓｉｓ ｏｎ ａｃｃｕｒａｃｙ ％

模型
ＣＵＢ－２００－２０１１

５－ｗａｙ １－ｓｈｏｔ ５－ｗａｙ ５－ｓｈｏｔ

基线 ７５．７１ ８３．２１∗

基线＋ｄｗｔ ７５．９８ ８８．９３

　 　 注：∗表示是基于论文源码复现的结果。

３．２　 基于 ｋ－ｍｅａｎｓ 聚类无监督学习

为了证明基于无监督 ｋ－ｍｅａｎｓ 聚类方法的有

效性，本文以 ５－ｗａｙ １－ｓｈｏｔ 和 ５－ｗａｙ ５－ｓｈｏｔ 两种设

置在 ＣＵＢ－２００－２０１１ 数据集上进行了消融实验，实
验结果见表 ２，可以看出添加 ｋ－ｍｅａｎｓ 聚类后的模

型的准确率优于不添加的准确率，在 ５－ｗａｙ １－ｓｈｏｔ
设置下有 １．４１％的提升，在 ５－ｗａｙ ５－ｓｈｏｔ 设置下有

５．０２％的提升。 由于在 ５－ｗａｙ ５－ｓｈｏｔ 设置下的训练

样本是 ５－ｗａｙ １－ｓｈｏｔ 的 ５ 倍，聚类算法能够获得更

多的数据信息，通过更全面的计算得到更优的聚类

中心，从而在分类准确率上得到了更明显的提升，所
以 ５－ｗａｙ ５－ｓｈｏｔ 设置下模型精度的提高是 ５－ｗａｙ １
－ｓｈｏｔ 设置下的 ３．５ 倍。

表 ２　 无监督学习对模型的准确率的影响

Ｔａｂｌｅ ２　 Ｉｍｐａｃｔ ｏｆ ｕｎｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ ｏｎ ａｃｃｕｒａｃｙ ％

模型
ＣＵＢ－２００－２０１１

５－ｗａｙ １－ｓｈｏｔ ５－ｗａｙ ５－ｓｈｏｔ

基线 ７５．７１ ８３．２１∗

基线＋Ｋ－ｍｅａｎｓ ７７．１２ ８８．２３

　 　 ∗表示是基于论文源码复现的结果。

４　 结束语

４．１　 工作总结

作为机器学习领域中的一个里程碑，深度学习

在诸多任务上都取得了惊人的成就。 但深度神经网

络模型的参数较多，在训练时需要大量的有标签数

据，在很多情况下是不现实的。 因此，利用少量带标

签的数据来训练高效的深度学习模型，对于学术界

和工业界而言是非常重要的。 在这种情况下，小样

本学习成为了一个备受关注的研究领域。 小样本学

习旨在通过仅使用极少量的有标签数据，训练出具

有良好泛化能力的深度学习模型［１９］。 目前有许多

有效的小样本学习方法和技术，包括基于元学习的

方法、迁移学习、生成模型等［２０］。 本文在基线的基

础上，提出了具有针对性的特征增强的算法改进技

巧，并在小样本学习问题的经典数据集 ＣＵＢ－２００－
２０１１ 上，对所提出的技巧的有效性进行了实验验

证。
本文主要针对特征提取的广度以及特征提取的

方式，提出了以下两点技巧：
（１）为了扩大特征提取的广度，本文提出了基

于离散小波变换的频域特征提取方法。 本文通过对

图像进行二维离散小波变换，得到 ４ 个子带，通过分

析这 ４ 个子带来获得图像的频域特征。 在 ５－ｗａｙ
１－ｓｈｏｔ设置下， 此方法将模型的准确率提高了

０．２７％，在 ５－ｗａｙ ５－ｓｈｏｔ 设置下，模型的准确率提高

了 ５．７２％。
（２）为了丰富特征提取的方式，本文提出同时

利用监督分类学习和无监督聚类学习，增加特征提

取方式的多样性。 监督学习中通过训练数据的标签

信息来指导网络的学习，让神经网络有明确的学习

目标；无监督学习中通过 ｋ－ｍｅａｎｓ 聚类对数据本身

的学习来发现数据中的模式和结构，发掘数据中更

多的信息，提高泛化能力。 在 ５－ｗａｙ １－ｓｈｏｔ 设置下，
此方法将模型的准确率提高了 １．４１％，在 ５－ｗａｙ ５－
ｓｈｏｔ 设置下，模型的准确率提高了 ５．０２％。
４．２　 未来展望

虽然本文提出的算法改进技巧使模型在基线上

得到了一定的提升，但仍然存在一些不足，例如特征

增强后不可避免地增加了模型的参数量和计算量。
此外，本文仅基于单个基线对所提出方法进行验证，
对于算法的泛化能力和适用性需进一步的检验和探

究，对于未来的研究可以从以下两个方面展开：
（１）利用更简单的模型去逼近复杂模型的性

能，如利用模型剪枝、知识蒸馏等方法。 在对分类准

确率没有较大影响的情况下，有效降低模型参数量，
减轻硬件计算量，提高模型的效率和可用性，使得算

法更易于在实际应用中落地；
（２）在更多的模型上验证本文提出的算法，更

全面地评估算法的性能和泛化能力，有助于发现算

法的局限性和改进方向。
在未来的研究中不断发现新的研究方向，提出

更多的改进，以推动小样本分类领域的发展，推进小

样本分类方法的落地。
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