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基于 ＲｏＢＥＲＴａ 模型的在线用户评论细粒度情感分析

黄山山

（上海理工大学 管理学院， 上海 ２０００９３）

摘　 要： 本论文研究了基于 ＲｏＢＥＲＴａ 的在线用户评论的细粒度情感分析模型。 结合数据增强、模型微调、多任务学习和注意

力机制等技术和方法，提升模型性能。 本文使用了 Ｓｅｍｅｖａｌ２０１４ 数据集，其中包含了各种情感类别的评论，如积极、消极和中

性。 实验结果显示，本文的方法在细粒度情感分析任务中，与传统方法相比取得了明显的性能提升，本文提出的模型能更好

地识别评论中的情感极性。
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０　 引　 言

在线评论通常定义为电子商务或者第三方网站

上消费者发表的产品评价，主要表现形式为星级打

分（１～５ 颗星）和开放式评论文本［１］。 与传统的线

下评论相比，在线评论具有速度快、范围广、信息量

大、可存储、可测量性等特点，因此也成为了消费者

购买决策过程中最具影响力的信息来源之一［２］。
随着互联网的日渐普及和各大电商平台的飞速发

展，网络购物成交量逐年上升，电商平台上的产品评

论数量也与日俱增。 消费者在购物决策之时，除了

关注商品的价格、销量外都会特别关注商品的评论，
而商家也可以通过商品的评论来知晓消费者对该商

品的感受，通过评论来强调目标商品的优点，改进商

品的缺点。 这些评论包含了各种情感，从积极的评

价到消极的抱怨，以及中性的观点。 因此，情感分析

成为了一个重要的研发课题，帮助企业了解用户对

其产品和服务的感受，以及改善用户体验。 细粒度

情感分析进一步细化了情感分类，这就有利于更好

地理解用户的情感。
在当下信息爆炸的网络环境中，用户和商家想

要精准获取所需信息是十分困难的，很容易就迷失

在海量的评论信息中，消费者及商家均已不再满足

于对评论信息进行简单的好评或差评分类，而是需

要了解目标商品的特征及情感。 消费者渴望依据评

论中对商品的某一特征的褒贬度选择中意的商品，
而商家希望了解消费者对商品的各个特征的评价来

做出后续精准的改进，这就需要对大量的评论进行

整理分析，且在线评论中包含着大量的非结构化和

半结构化的数据，所以如何高效且精准地对在线评



论进行情感分析成了当下研究热点。

１　 相关工作

目前，国内外有很多在线评论相关的研究工作。
这些研究获取社交媒体的评论文本数据，包括在线

论坛数据、电商平台用户评论数据等，将从产品属性

发现任务形式化为文本分类问题。 但多是使用传统

的粗粒度情感分析，如此就会影响其特定评价目标

的情感判断，且整体情感并不能反映人们对意见目

标的细粒度的情感表达，可能会在现实应用中传达

出不准确信息。
情感分类是细粒度情感分析研究的另一重要方

向。 Ｍｕｎｉｋａｒ 等学者［３］ 使用了预先训练好的 ＢＥＲＴ
模型，并将其用于 ＳＳＴ 数据集上的细粒度情感分类

任务，该模型能够超越复杂的架构、如递归和卷积神

经网络，有更高的准确性。 Ｔａｎ 等学者［４］ 为了解决

随着用户评论数量的增加而带来的情感分析方法高

成本和高错误率的问题，提出了一种基于依赖树和

图神经网络的细粒度情感分析方法。 经数据验证，
该模型优于大多数基线模型，能更好地编码语义关

系信息，在捕获情感分析的重要语法结构方面的有

效性得到显著提高。 Ｂａｌｉｋａｓ 等学者［５］提出传统的情

感分析方法。 通过分别学习任务来解决三元和细粒

度分类等问题，认为这种分类任务是相关的，并提出

了一种基于递归神经网络的多任务方法（Ｂｉ－ＬＳＴＭ＋
Ｍｕｌｔｉｔａｓｋ），改进了在细粒度情感分类问题中的分类

结果，从而为详尽分析多语言和不同情感粒度级别

的长短不一的评论提供了可能。 侯艳辉等学者［６］

将词频逆文档频率（ＴＦ－ＩＤＦ）和 ＴｅｘｔＲａｎｋ 算法用于

中文影评的特征词提取上，并将 Ｂｉ－ＬＳＴＭ 和鲁契克

多维度情感模型进行融合，实现了基于特征层面的

情感强度的八分类。 曹雪［７］ 采用加权平均和门控

单元机制对词语级、短语级和句子级三种粒度情感

强度进行结合，进一步提升了情感分类的准确性。
万岩等［８］通过建立微博领域的情感词典及情感分

析模型，提高了细粒度情感分类的准确率。 Ｄｏｎｇ
等［９］针对细粒度情感分类问题，根据语境和句法结

构学习将词的情感传播给评价目标。 Ｃｈｅ 等［１０］ 利

用文本的句法结构和语义特征训练一组分类器来完

成细粒度情感分析任务。

２　 数据集和预处理

实 验 主 要 使 用 ＳｅｍＥｖａｌ － ２０１４ Ｔａｓｋ４ 中

Ｒｅｓｔａｕｒａｎｔ 和 Ｌａｐｔｏｐ 两个领域的评论数据集，每条

数据包含评论语句、评论语句中的评价对象以及评

价对象的情感极性。 这些数据集的标签有 ３ 个，分
别是： Ｐｏｓｉｔｉｖｅ、 Ｎｅｇａｔｉｖｅ 和 Ｎｅｕｔｒａｌ。 表 １ 中是这 ３
个数据集的训练集和测试集的一些统计情况。 首

先，进行数据预处理，包括分词、移除停用词和标点

符号，并将评论转化为 ＲｏＢＥＲＴａ 可接受的格式。
表 １　 数据集统计情况

Ｔａｂｌｅ １　 Ｔｈｅ ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｈｅ ｄａｔａ ｓｅｔｓ

Ｄａｔａｓｅｔｓ
Ｐｏｓｉｔｉｖｅ

Ｔｒａｉｎ Ｔｅｓｔ

Ｎｅｇａｔｉｖｅ

Ｔｒａｉｎ Ｔｅｓｔ

Ｎｅｕｔｒａｌ

Ｔｒａｉｎ Ｔｅｓｔ

Ｒｅｓｔａｕｒａｎｔ ２ １６４ ７２８ ８０７ １９６ ６３７ １９６

Ｌａｐｔｏｐ ９９４ ３４１ ８７０ １２８ ４６４ １６９

３　 模型架构

ＲｏＢＥＲＴａ 模 型 使 用 了 动 态 掩 码 （ Ｄｙｎａｍｉｃ
Ｍａｓｋｉｎｇ），即每次向模型输入一个序列时都会生成

新的掩码模式，而不是像原始的 ＢＥＲＴ 那样在数据

预处理期间执行一次掩码，得到一个静态掩码。 使

得模型可以适应不同的掩码策码，学习不同的语言

表征。
ＲｏＢＥＲＴａ 去掉了下一句预测（ＮＳＰ）的任务，只

保留了掩码语言模型（ＭＬＭ）的任务。 实验表明，在
部分任务中 ＮＳＰ 并不是必要的，而且可能会损害模

型的性能。
ＲｏＢＥＲＴａ 改变了文本编码方式，使用了字节级

的 ＢＰＥ（Ｂｙｔｅ Ｐａｉｒ Ｅｎｃｏｄｉｎｇ）词汇表，大小为５０ Ｋ，而
不是原始的 ＢＥＲＴ 使用的字符级的 ＢＰＥ 词汇表，大
小为３０ Ｋ。模型可以处理更多的词汇，而不需要对输

入进行额外的预处理或分词。
ＲｏＢＥＲＴａ 的模型架构是基于 Ｔｒａｎｓｆｏｒｍｅｒ 的，由

多个层叠的自注意力层（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ Ｌａｙｅｒｓ）和前

馈神经网络（Ｆｅｅｄ－Ｆｏｒｗａｒｄ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ）组成。
在细粒度情感分析任务中，本文将使用 ＲｏＢＥＲＴａ 的

预训练权重，然后对其进行微调以适应特定任务。
ＲｏＢＥＲＴａ 的自注意力层是核心组成部分，用于

捕捉输入序列中不同位置的关联性，有助于理解文

本的上下文信息。 每个自注意力层包括以下组件。
（１ ） 自 注 意 力 机 制 （ Ｓｅｌｆ － Ａｔｔｅｎｔｉｏｎ ）： 这 是

ＲｏＢＥＲＴａ 的关键部分，用于计算每个输入标记与其

他标记之间的相关性权重。 自注意力机制通过学习

权重，使模型能够关注输入序列中不同位置的信息。
同时允许模型在处理每个标记时考虑其他标记的上

下文信息。 自注意力机制的计算公式如下：
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Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ Ｓｏｆｔｍａｘ
ＱＫＴ

　 ｄｋ

æ

è
ç

ö

ø
÷ Ｖ （１）

　 　 其中， Ｑ、Ｋ 和 Ｖ 分别表示查询 （Ｑｕｅｒｙ）、键
（Ｋｅｙ）和值（Ｖａｌｕｅ）的矩阵； ｄｋ 表示查询和键的维

度；Ｓｏｆｔｍａｘ 函数将计算结果归一化。
（２ ） 前 馈 神 经 网 络 （ Ｆｅｅｄ － Ｆｏｒｗａｒｄ Ｎｅｕｒａｌ

Ｎｅｔｗｏｒｋ）：在自注意力机制之后，每个位置的表示会

通过一个前馈神经网络进行变换和非线性映射。
（３）残差连接（Ｒｅｓｉｄｕａｌ Ｃｏｎｎｅｃｔｉｏｎ）和层归一化

（Ｌａｙｅｒ Ｎｏｒｍａｌｉｚａｔｉｏｎ）：这些组件有助于减轻梯度消

失问题，使模型更容易训练。
ＲｏＢＥＲＴａ 模 型 在 预 训 练 阶 段 通 过 多 层

Ｔｒａｎｓｆｏｒｍｅｒ 编码器堆叠，学习文本的双向表示。 然

后，在微调阶段，模型通过添加一个分类层来适应特

定任务。 分类层的公式如下：
Ｐ（ｙ ∣ ｘ） ＝ Ｓｏｆｔｍａｘ Ｗｏ ｈ０( ) （２）

　 　 其中， Ｐ（ｙ ∣ ｘ） 表示给定输入 ｘ 预测标签 ｙ 的

概率分布； Ｗｏ 表示分类层的权重矩阵； ｈ０ 表示模型

的输出表示。
３．１　 模型微调

ＢＥＲＴ 模型在微调阶段针对细粒度情感分析任

务进行适应。 微调的关键是调整分类层的参数，以
便将模型的输出映射到情感标签。 微调的损失函数

采用交叉熵损失函数，公式如下：

Ｌ（θ） ＝ － ∑
Ｎ

ｉ ＝ １
∑
Ｃ

ｊ ＝ １
ｙｉｊ ｌｏｇ Ｐ ｙ ｊ∣ｘｉ( )( ) （３）

　 　 其中， Ｌ（θ） 表示损失函数； Ｎ 表示训练样本数

量； Ｃ 表示情感类别数； ｙｉｊ 表示样本 ｉ 的真实标签；
Ｐ ｙ ｊ∣ｘｉ( ) 表示模型的预测概率。

模型的参数 θ 将通过反向传播算法进行优化，以
最小化损失函数。 采用梯度下降法进行参数更新。
３．２　 数据增强

数据增强通过对原始数据进行变换或扩充来生

成更多的训练样本，以帮助模型更好地泛化到不同

的情感表达方式。 在本文细粒度情感分析任务中，
数据增强采用以下方法。

（１）同义词替换：对于输入评论中的一些关键词

或短语，可以将其替换为同义词或相似词汇。 这有助

于模型更好地理解不同方式表达相同情感的评论。
（２）随机插入：在评论中随机插入一些新词汇

或短语，以模拟用户的表达方式的多样性。 这有助

于模型更好地处理未见过的情感表达。
（３）随机删除：随机删除评论中的一些词汇或

短语，则可使模型更具鲁棒性，能够处理信息不完整

的评论。
（４）句法变换：对评论进行句法结构的变换，如

句子重新排列、短语重组等，以增加数据的多样性。
（５）生成式方法：使用生成式模型（如 ＧＡＮ 或

Ｓｅｑ２Ｓｅｑ 模型）来生成新的评论样本，以丰富数据集。
数据增强的目标是增加训练数据的多样性，从

而提高模型对不同情感表达方式的识别能力。
３．３　 多任务学习

多任务学习是一种技术，通过将细粒度情感分

析任务与其他相关任务结合，使模型能够更好地理

解和处理文本。 在这里，将细粒度情感分析任务与

情感极性分类任务和领域分类任务相结合。
（１）情感极性分类任务：情感极性分类是情感

分析的一个常见子任务，可将文本分类为积极、中性

或消极。 通过与细粒度情感分析任务结合，模型可

以更好地理解情感的整体情感趋势，从而更准确地

预测细粒度情感。
（２）领域分类任务：领域分类任务旨在将文本

分类为不同的领域或主题。 通过与细粒度情感分析

任务结合，模型可以更好地理解评论的背景信息，从
而更准确地识别情感。

多任务学习的关键是共享模型的层，以便同时

处理多个任务。 在训练时，可以使用多任务学习的

损失函数，同时考虑多个任务的损失，就可优化共享

模型的参数。 这有助于模型在不同任务之间共享知

识和特征，提高了模型的性能。 本文将细粒度情感

分析任务与情感极性分类任务相结合，以提高模型

的性能。 同时，本文还引入了领域分类任务，帮助模

型更好地理解评论的背景信息。
总之，数据增强和多任务学习是提高基于

ＲｏＢＥＲＴａ 模型的细粒度情感分析性能的关键技术。
可以增加数据多样性，提高模型的泛化能力，同时帮

助模型更好地理解文本和情感的关系。 结合这 ２ 个

技术可以显著提升模型的性能。

４　 评价指标

评价指标是判断训练出来的模型好坏的标准，
将测试数据集送入训练好的模型中进行测试，按照

评价指标高低确定模型参数的好坏。 自然语言处理

任务作为人工智能领域的一个重要研究方向，如果

采用单一衡量指标会存在片面的情况。 因此，本节

主要介绍论文研究中所采用的评价指标，即在测试

模型性能时用到的评价指标准确率 （Ｐｒｅｃｉｓｉｏｎ） 和

Ｆ１ 值（Ｆ１ － ｓｃｏｒｅ），通过表 ２ 的混淆矩阵进行计算。
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表 ２　 混淆矩阵

Ｔａｂｌｅ ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

类别 预测正例 预测负例

真实正例 ＴＰ ＴＮ

真实负例 ＦＰ ＦＮ

　 　 （１）准确度 （Ｐｒｅｃｉｓｉｏｎ）： 准确度是最常用的模

型性能评估指标，表示模型在所有样本中正确分类

的比例。 准确度可以用于衡量模型的整体分类能

力。 具体计算公式为

Ｐｒｅｓｉｃｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（４）

　 　 （２）召回率 （Ｒｅｃａｌｌ）： 用于衡量模型对正例样

本的识别能力，表示模型正确预测的正例样本数量

占实际正例样本数量的比例。 召回率较高，表明模

型能够较好地捕捉到真实正例。 具体计算公式为

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（５）

　 　 （３） Ｆ１ 分数（Ｆ１ － Ｓｃｏｒｅ）：Ｆ１ 分数是准确度和

召回率的综合指标，综合考虑了模型的预测精准性

和召回率。 Ｆ１ 分数通常会被用作二分类任务中模

型效果的重要评估指标。 具体计算公式为

Ｆ１ ＝ ２·Ｐｒｅｓｉｃｉｏｎ·Ｒｅｃａｌｌ
Ｐｒｅｓｉｃｉｏｎ ＋ Ｒｅｃａｌｌ

（６）

５　 实验结果

本文在 Ｓｅｍｅｖａｌ２０１４ 数据集上进行了一系列实

验，并与传统方法进行了比较。 实验对比结果见

表 ３。实验结果表明，本文的模型在细粒度情感分析

任务中表现出色，相比于传统方法，准确率、召回率

和 Ｆ１ 值都有明显提升。
表 ３　 实验结果对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

Ｍｏｄｅｌ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＲｏＢＥＲＴａ ０．８３１ ０．７７１ ０．８００
ＢＥＲＴ ０．８０８ ０．７５８ ０．７８２
ＣＮＮ ０．７６５ ０．６８５ ０．７２３
ＬＳＴＭ ０．７４９ ０．６９９ ０．７２３

ＴＦ－ＩＤＦ ０．７１２ ０．６５２ ０．６８０
ＣＲＦ ０．６８５ ０．６３５ ０．６５９

　 　 从表 ３ 中可以看出，ＲｏＢＥＲＴａ 模型在细粒度情感

分析任务上的表现最好，其次是 ＢＥＲＴ 模型，而 ＣＲＦ 模

型的表现最差。 这说明了基于预训练语言模型的方法

在捕捉文本的语义和情感方面有着明显的优势，而传

统的特征提取和序列标注方法则相对较弱。
ＣＮＮ 和 ＬＳＴＭ 对于 ＲｏＢＥＲＴａ 模型表现较差，其

准确度、召回率和 Ｆ１ 分数都较低。 这可能是因为

受到了序列长度和结构的限制，难以捕捉文本中的

长距离依赖关系，即使得识别评论中的复杂语义的

效果较差。

６　 结束语

本论文探讨了基于 ＲｏＢＥＲＴａ 模型的在线用户

评论细粒度情感分析，并引入了数据增强、多任务学

习和注意力机制等技术来提升模型性能。 实验结果

表明，本文的方法在细粒度情感分析任务中表现出

色，有望在实际应用中提供更好的情感分析。
但在实际的在线评论中，消费者对商家产品及

相应服务的评论反馈不仅体现在在线文字评论上，
还包括商家评分、图片评论等。 未来的研究可以继

续探讨多模态综合分析，以进一步提升细粒度情感

分析任务的效果。
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