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摘　 要： 运动目标跟踪因对实时输入信息的处理、跟踪模型的性能有较高要求，使得对应用性较强的目标跟踪模型的构建仍

然是较为活跃的研究重点。 针对单目标跟踪问题，基于果蝇视觉信息处理机制及目标跟踪具有的固有特征，本文提出不同于

现有目标跟踪模型的新型模型。 模型设计中，基于果蝇视觉信息处理机制建立改进型前馈果蝇视觉神经网络，进而借助其输

出的运动方向量矩阵及运动目标的固有运动特性，构建运动目标的运动方向检测以及位置、速度、偏航角估计模型，由此获得

计算复杂度由输入图像的分辨率确定的前馈果蝇视觉目标跟踪模型。 比较性的实验表明，相较于经典的和基于深度学习的

目标跟踪模型，所获新型目标跟踪模型在多种指标下具有实时处理能力强、跟踪效果好且有较好应用潜力的优点，为目标跟

踪研究提供了又一新的解决方案。
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０　 引　 言

运动目标跟踪是一种依据目标位置和速度进行

跟踪的研究分支，涉及的经典跟踪模型或算法可概

括为两种类型，即生成式模型与判别式模型。 生成

式模型首先通过 Ｈａｒｒｉｓ 角点检测或 ＳＵＲＦ（Ｓｐｅｅｄ Ｕｐ
Ｒｏｂｕｓｔ Ｆｅａｔｕｒｅｓ）算法提取运动目标的特征，然后在

跟踪过程中通过特征匹配获取当前运动目标；陈薇

等［１］针对 Ｍｅａｎｓｈｉｆｔ 算法在干扰场景下目标跟踪难

的问题，将 ＭｅａｎＳｈｉｆｔ 与自适应卡尔曼滤波结合，获



得自适应卡尔曼滤波模型，进而利用三帧差分法确

定目标所在区域以及利用候选目标的概率密度函数

估计目标的位置；夏斯维等［２］ 针对传统目标跟踪算

法因目标遮挡导致跟踪精度低的问题，借助跟踪失

败判别机制及运动目标在图像中每个像素点处的光

流与图像的平均光流之差检测目标跟踪成功与否，
提出一种基于光流法与分块思想的目标跟踪模型。
尽管生成式模型具有设计原理简单且不依赖于先验

知识，但跟踪效果差和环境自适应能力弱。 判别式

模型主要有相关滤波跟踪法和深度学习算法，其中

相关滤波跟踪法是一种借助图像处理方法提取目标

与背景信息的分类模型，其将运动目标与背景分离，
把训练后的分类器用于下一帧中寻找最优预测区

域，实现目标定位。 首先，在第一帧图像的跟踪区域

内利用循环移位等方式提取用于训练相关滤波器的

特征；其次，通过后续帧与前一帧作相关运算，获得

最大相应点和预测目标的像素点。 高帅华等［３］ 针

对尺度变化及遮挡问题， 融合 ＫＣＦ （ Ｋｅｒｎｅｌｉｚｅｄ
Ｃｏｒｒｅｌａｔｉｏｎ Ｆｉｌｔｅｒｓ）、彩色空间特征与梯度直方图，引
入尺度池与卡尔曼滤波器，获得能提升运动目标表

征能力以及能抵抗部分遮挡的改进型 ＫＣＦ 模型。
尽管相关滤波法的目标跟踪精度高和跟踪速度快，
但因其模型中特征提取与跟踪器的训练是单独处理

的，导致模块的输出与期望输出的偏差较大，模型的

训练效果难以满足期望的要求。 随着深度学习的兴

起，越来越多的网络框架在计算机视觉领域已得到

应用，使得目标跟踪的研究已上升到新的高度［４］。
Ｂｅｒｔｉｎｅｔｏ 等［５］通过离线训练得到相似度匹配模型，
在跟踪过程中寻找运动目标的最大响应位置，首次

获得一种基于孪生网络的目标跟踪模型 ＳｉａｍＦＣ
（Ｓｉａｍｅｓｅ Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ）。 随后，多种基于深度

学习的目标跟踪模型陆续被报道，针对目标跟踪中

目标尺度变化导致目标跟踪失败的问题，Ｌｉ 等［６］ 将

ＳｉａｍＦＣ 与区域候选网络 ＲＰＮ 结合，提出适用于多

尺度 目 标 的 ＳｉａｍＲＰＮ （ Ｓｉａｍｅｓｅ Ｒｅｇｉｏｎ Ｐｒｏｐｏｓａｌ
Ｎｅｔｗｏｒｋ）； Ｌｉ 等［７］ 基于 ＳｉａｍＲＰＮ，引入空间感知采

样策略提出 ＳｉａｍＲＰＮ＋＋；Ｇｕｏ 等［８］ 将跟踪任务分解

为像素类别的分类与该像素处的边界框回归两个子

问题， 提出 ＳｉａｍＣＡＲ （ Ｓｉａｍｅｓｅ Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｎｄ Ｒｅｇｒｅｓｓｉｏｎ）；Ｚｈａｎｇ 等［９］ 利用对象

感知无锚框网络，以无锚框的方式直接预测目标的

位置和尺度，提出新的跟踪器 Ｏｃｅａｎ。 尽管这些模

型的运行效率高、目标跟踪效果好、实时性强，但模

型训练需有标记的数据集，模型结构复杂，硬件与软

件资源消耗大，且目标跟踪效果极大依赖于已训练

的模型，可扩展能力弱。
自然界中，生物视觉系统是生物连接外界的重

要纽带，经由视觉神经信息处理机制感知外部环境

的光信号强度，产生能刻画外在环境变化的行为量，
进而对环境中运动目标的运动方向、位置、速度、轮
廓与尺度等特征的变化作出响应，这为构建能解决

如目标跟踪问题的前馈神经网络提供了重要的生物

启发。 随着神经生理学理论的快速发展，前馈视觉、
视脑神经网络已得到足够重视，Ｒｅｉｃｈａｒｄｔ 等［１０］基于

甲壳虫视觉特性，提出一种对运动方向进行检测的

模型 ＥＭＤ（Ｅｌｅｍｅｎｔａｒｙ Ｍｏｔｉｏｎ Ｄｅｔｅｃｔｏｒ）；英国莱斯特

大学的 Ｙｕｅ 教授等［１１］ 基于蝗虫视觉神经系统中小

叶巨型运动检测器的响应特性，提出一系列解决小

车运动碰撞检测的蝗虫视觉神经网络；姜真［１２］ 基于

蛙眼的视觉信息处理机制，借助 ４ 种视神经节细胞

对环境明暗的敏感性，提出一种运动目标检测与跟

踪模型；崔光照［１３］ 基于鹰视觉系统的生理特点，依
据视网膜的分层结构与高级神经中枢的分层投射，
构建一种基于鹰视觉响应特性的弱小运动目标检测

模型；余翔［１４］受人类的生物视觉系统启发，基于人

类视知觉系统的长短时程突触互补特性，提出一种

边缘检测方法。 果蝇作为一种经典模式生物，因体

积小、结构简单和响应敏捷，其视脑神经响应特性已

初步应用于运动目标的检测，Ｊｏｅｓｃｈ 等［１５］ 对果蝇的

运动视觉进行研究，证明了感光信号在果蝇的视觉神

经中分离为 ＯＮ 通道与 ＯＦＦ 通道。 特别地，Ｍｉｓｓｌｅｒ
等［１６］基于果蝇视觉处理机制及 ＥＭＤ，获得仅能解决

黑白背景下小目标运动检测与跟踪神经结构模型

ＡＮＮＦＰＴ（Ａ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ ｆｏｒ Ｐｕｒｓｕｉｔ Ｔｒａｃｋｉｎｇ），但
模型的设计复杂，较难应用于非黑白噪声环境下运动

目标的位置、速度与姿态估计；Ｅｉｃｈｎｅｒ 等［１７］ 基于

ＥＭＤ 以及果蝇视觉神经层的 ＯＮ、ＯＦＦ 通道的特性，
提出一种四象限的运动方向检测器 ４ＱＭＤ （４ －
Ｑｕａｄｒａｎｔ－Ｍｏｔｉｏｎ－Ｄｅｔｅｃｔｏｒ）；Ｓｈｅｎ 等［１８］针对弱小目标

的运动检测问题，基于果蝇视野神经纤维网中 ＯＮ 和

ＯＦＦ 通道及小目标运动检测神经元 ＬＣ１１，提出一种

小目标运动检测与跟踪模型。 另外，Ｚｈａｎｇ 等［１９］ 在

Ｍｉｓｓｌｅｒ 等的研究基础上，于 ２０１５ 年提出一种适用于

碰撞检测的前馈人工果蝇视觉神经网络 （Ａｒｔｉｆｉｃｉａｌ
Ｆｌｙ Ｖｉｓｕａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＡＦＶＮＮ）。 这些为本文的

目标跟踪研究已奠定较好基础。
综上，鉴于经典目标跟踪模型与深度学习方法

在目标跟踪中的研究与应用现状，克服传统目标跟
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踪方法的建模难及基于深度学习的模型训练代价大

的问题，探寻新型目标跟踪模型与算法仍属于目标

检测与跟踪研究面临的科技难题。 为此，本文在已

有研究基础上，基于果蝇视觉神经的信息处理机制，
提出一种响应速度快、运动目标检测与跟踪能力强

且具有较好应用潜力的前馈果蝇视觉目标跟踪神经

网络（Ｆｅｅｄｆｏｒｗａｒｄ Ｆｌｙ Ｖｉｓｕａｌ Ｔａｒｇｅｔ Ｔｒａｃｋｉｎｇ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ， ＦＶＴＴＮＮ）。

１　 果蝇视觉神经信息处理与神经网络

果蝇有两只复眼，每只复眼由约 ３ ５００ 个晶状体

小眼组成，每个小眼包含 ８ 个光感受器（Ｒ１－Ｒ８）。 其

视觉信息处理主要依次经由感光（Ｐｈｏｔｏｒｅｃｅｐｔｏｒ）、视
网膜（Ｒｅｔｉｎａ）、薄膜 （Ｌａｍｉｎａ）、髓质（Ｍｅｄｕｌｌａ）、小叶

板（Ｌｏｂｕｌａ）５ 个神经层完成，各层之间的信息处理机

制有显著差异，但又紧密相连，如图 １ 所示［２０］。 光感

受器接收外界环境的亮度信息后，将信息传递给后续

神经层，经信息处理后，视觉信息变成由视觉神经元

输出的膜电位。

LaminamedullaLobulaplate

Lobula

Retina

图 １　 果蝇视觉神经的信息处理结构图

Ｆｉｇ． １　 Ｔｈｅ ｆｌｙ ｖｉｓｕａｌ ｓｙｓｔｅｍ＇ｓ ｉｎｆｏｒｍａｔｉｏｎ－ ｐｒｏｃｅｓｓｉｎｇ ｄｉａｇｒａｍ

　 　 感光层中感光细胞接收来自外界环境中的光强

度信息，并将视觉信息转化为视神经信号；视网膜层

从感光层中接收视神经信号，对同一光轴接收的视

神经信号作极化处理，消除冗余噪声；薄膜层由两个

子层构成，第一子层为墨盒节点（Ｃａｒｔｒｉｄｇｅ，ｃａｒｔ）层，
其每个节点接收来自视网膜层中相应节点及其邻近

节点的输入，通过投影或滤波处理产生输出行为量；
第二子层为开关节点（Ｏｎ－Ｏｆｆ，ｏｏ）层，接收 ｃａｒｔ 层中

对应节点的输出信号，并经由侧抑制或分流抑制得到

输出行为量；髓质层由 ｍ１ 和ｍ２ 节点子层构成，ｍ１ 节

点层接收来自 ｏｏ 层中对应节点及其邻近节点输出的

信息，产生运动目标的局部运动方向量，而 ｍ２ 节点层

中的节点则接收并整合 ｍ１ 节点层中对应节点处邻近

节点的输出行为量，产生该节点在水平与竖直方向上

的局部运动方向行为量；小叶板层中小叶板切向细胞

（Ｌｏｂｕｌａ Ｐｌａｔｅ Ｔａｎｇｅｎｔｉａｌ Ｃｅｌｌｓ， ＬＰＴＣｓ）接收 ｍ２ 节点

输出的运动方向量，产生刻画视觉场景中运动目标运

动变化状态的全局运动方向量。
基于以上果蝇的视觉响应特性和视觉神经生理

学理论，张著洪等于 ２０１５ 年获得适用于碰撞检测问

题的果蝇视觉神经网络（Ａｒｔｉｆｉｃｉａｌ Ｆｌｙ Ｖｉｓｕａｌ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ， ＡＦＶＮＮ）的拓扑结构示意图如图 ２ 所示。

Retina

Lamina
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Lobula

图 ２　 ＡＦＶＮＮ 拓扑结构示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ａｒｃｈｉｔｅｃｔｕｒｅ ｉｌｌｕｓｔｒａｔｉｏｎ ｏｎ ＡＦＶＮＮ

　 　 其各层的设计简要描述如下：
（１）Ｒｅｔｉｎａ 层：由 Ｍ × Ｎ 个节点按矩阵排列表

示，Ｍ ｜ ８，Ｎ ｜ ８；将此矩阵均匀划分为 ｍ × ｎ 个 ８ × ８

子块Ａｐｑ， １≤ ｐ≤ｍ，１≤ ｑ≤ ｎ，ｍ ＝ Ｍ
８
，ｎ ＝ Ｎ

８
；在此，

每个节点（ ｉ， ｊ） 接收当前输入图像 Ｌ 中对应像素点

（ ｉ， ｊ） 处的灰度值Ｌｉｊ，并经由式（１） 对灰度值作平滑

处理，消除噪声信号，由此获得子块（ｐ， ｑ） 的输出

行为量矩阵Ａｐｑ。

ｐｉｊ ＝
１
２

Ｌｉｊ ＋ ｇ（Ｌｉｊ）( ) ， １≤ ｉ ≤Ｍ， １≤ ｊ ≤Ｎ （１）

其中， ｇ（·） 为一帧延时函数。
（２）Ｌａｍｉｎａ 层：由 ｃａｒｔ、ｏｏ 节点子层构成，ｃａｒｔ 节

点子层由 ｍ × ｎ 个子块按顺序排列而成，其子块（ｐ，
ｑ） 与 Ｒｅｔｉｎａ 层中子块（ｐ， ｌ） 对应， 经由式（２）卷积

产生大小为 ６ × ６ 的行为量矩阵 Ｂｐｑ：
Ｂｐｑ ＝ Ａｐｑ × Ｗ，１ ≤ ｐ ≤ ｍ，１ ≤ ｑ ≤ ｎ （２）

　 　 其中， Ｗ 为如下 ３×３ 的高斯卷积核：

Ｗ ＝ １
１６

１ ２ １
２ ４ ２
１ ２ １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

　 　 所有行为量矩阵按顺序排列后形成矩阵 Ｂ，Ｂ ＝
ｂｒｓ( ) ６ｍ×６ｎ。

ｏｏ 节点子层由 ６ｍ × ６ｎ 个节点构成。 对 ｃａｒｔ 节
点子层作扩边处理后， 每个节点（ ｒ， ｓ） 首先接收矩
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阵 Ｂ 中对应位置（ ｒ， ｓ） 处的值ｂｒｓ， 然后经由分流抑

制产生兴奋或抑制量 ｘｒｓ， 如式（３）所示：
ｘ̇ ｒｓ ＝ － Ａｌ ｘｒｓ ＋ Ｂ ｌ － ｘｒｓ( ) ｅｒｓ，０ ≤ ｒ ＜ ６ｍ，０ ≤ ｓ ＜ ６ｎ

（３）
　 　 其中， Ａｌ 是正的衰减系数； Ｂ ｌ 是给定的最大兴

奋量； ｅｒｓ 为 ｃａｒｔ 节点层中节点 （ ｉ， ｊ） 的行为偏差

量，如公式（４）所示：

ｅｒｓ ＝ ｂｒｓ －
１
８ ∑

－１≤ｕ，ｖ≤１ｇ
ｂｒ＋ｕ，ｓ＋ｖ( ) ， （ｕ，ｖ） ≠ （０，０） （４）

　 　 （３）Ｍｅｄｕｌｌａ 层：由 ２ｍ × ２ｎ 个节点按矩阵形式

排列而成，在将 ｏｏ 节点子层按大小为 ３ × ３ 均匀划

分为 ２ｍ × ２ｎ 个子块后， 节点 （ｐ， ｑ） 接收子块

（ｐ， ｑ） 中各节点输出的行为量， 进而借助熟知的运

动检测器 ＥＭＤ，获局部运动方向行为量 Ｍｐｑ， 如式

（５）所示：

Ｍｐｑ ＝
１

１ ＋ ｅｘｐ（ － ｍｐｑ）
－ ０．５，０ ≤ ｐ ＜２ｍ， ０ ≤ ｑ ＜２

（５）
　 　 其中，
　 ｍｐｑ ＝ （ｘ（３ｐ ＋ １，３ｑ ＋ １）ｆ（ｘ（３ｐ ＋ １，３ｑ ＋ １） － ｘ（３ｐ ＋

ｕ，３ｑ ＋ ｖ）ｆ（ｘ（３ｐ ＋ １，３ｑ ＋ １）））２ （６）
（４）ＬＰＴＣ 层：收集 Ｍｅｄｕｌｌａ 中 ２ｍ × ２ｎ 个节点

的输出行为量，并经由式（７）产生输出行为量：

　 　 Ｙ
˙

ｌｏｂ ＝ － Ａｌ Ｙｌｏｂ ＋ Ｂ ｌ － Ｙｌｏｂ( )· ∑
２ｍ－１

ｐ ＝ ０
∑
２ｎ－１

ｑ ＝ ０
Ｍｐｑ －(

ｆ ∑
２ｍ－１

ｐ ＝ ０
∑
２ｎ－１

ｑ ＝ ０
Ｍｐｑ( ) ) （７）

ＡＦＶＮＮ 是依据果蝇视觉信息处理机制而设计，
能实时检测运动目标的变化行为，且适用于刻画运

动目标的逼近行为。 其与碰撞检测方案结合，可解

决复杂背景下的碰撞检测问题。 为了使其能适应于

目标跟踪问题的求解，对其网络结构、各神经层的设

计加以修改和扩展，提出刻画视觉场景中单个运动

目标的运动方向变化状态的改进型前馈果蝇视觉神

经 网 络 （ Ｉｍｐｒｏｖｅｄ Ａｒｔｉｆｉｃｉａｌ Ｆｌｙ Ｖｉｓｕａｌ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＩＡＦＶＮＮ）。

２　 改进型人工果蝇视觉神经网络

基于果蝇视觉信息处理的神经层结构关系，
ＩＡＦＶＮＮ 仍由 Ｒｅｔｉｎａ 层、 Ｌａｍｉｎａ 层、 Ｍｅｄｕｌｌａ 层和

Ｌｏｂｕｌａ 层顺次连接而成，如图 ３ 所示。 Ｒｅｔｉｎａ 层、
Ｌａｍｉｎａ 层与 Ｍｅｄｕｌｌａ 层均由 Ｍ × Ｎ 个节点构成；
Ｒｅｔｉｎａ 层是信号接收及信号平滑处理层；Ｌａｍｉｎａ 层

由 ｃａｒｔ、ｏｏ 节点子层构成，每个子层均由 Ｍ × Ｎ 节点

矩阵表示，接收来自 Ｒｅｔｉｎａ 的输出信号后，经卷积

滤波进行平滑处理以及利用分流抑制模型产生输出

行为量；Ｍｅｄｕｌｌａ 层由 ｍ１、ｍ２ 节点子层构成，每个子

层也由 Ｍ × Ｎ 个节点构成，经由四象限运动检测器

模型 ４ＱＭＤ 获取方向偏差量，进而经由投影产生在

水平与竖直方向的方向量。 另外，Ｌｏｂｕｌａ 由 ｍ × ｎ
个小叶板切向细胞（ Ｌｏｂｕｌａ Ｐｌａｔｅ Ｔａｎｇｅｎｔｉａｌ Ｃｅｌｌｓ，
ＬＰＴＣｓ）按顺序排列形成的矩阵表示， ｍ ＝ Ｍ ／ ２， ｎ ＝
Ｎ ／ ２； 每个 ＬＰＴＣ 被视为一个节点，每个节点汇聚

Ｍｅｄｕｌｌａ 中特定区域内节点的输出，经侧抑制机制产

生运动目标的运动方向行为量。
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图 ３　 ＩＡＦＶＮＮ 拓扑结构示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ａｒｃｈｉｔｅｃｔｕｒｅ ｉｌｌｕｓｔｒａｔｉｏｎ ｏｎ ＩＡＦＶＮＮ

　 　 各神经层的设计如下：
１）Ｒｅｔｉｎａ 层：与 ＡＦＶＮＮ 中 Ｒｅｔｉｎａ 层的设计相

同，每个节点输出行为量 ｐｉｊ。
２）Ｌａｍｉｎａ 层：由 ｃａｒｔ、ｏｏ 节点子层构成，经由滤

波处理滤除 Ｒｅｔｉｎａ 层中节点输出的噪声信息且增

强有用信息。 具体设计如下：
（１） ｃａｒｔ 节点子层：对 Ｒｅｔｉｎａ 层作扩边处理后，

每个 ｃａｒｔ 节点接收 Ｒｅｔｉｎａ 层中对应节点处 ３×３ 个

节点的输出行为量，通过滑动窗口大小为 ３×３、移动

步长为 １ 的方式进行卷积滤波。 为使运动目标提取

过程中边缘信息不受滤波的影响，利用双边滤波对

Ｒｅｔｉｎａ 层输出的行为量进行平滑处理， ｃａｒｔ 节点

（ ｉ， ｊ） 的输出行为量由式（８） 计算：

ｘｃａｒｔ（ ｉ，ｊ） ＝ １

∑
２

ｕ，ｖ ＝ ０
ｗｕｖ（ ｉ， ｊ）

∑
２

ｕ，ｖ ＝ ０
ｗｕｖ（ ｉ，ｊ） ｐｉ ＋ｕ－１，ｊ ＋ｖ－１ （８）

其中， １ ≤ ｉ ≤ Ｍ，１ ≤ ｊ ≤ Ｎ，ｗｕｖ（ ｉ， ｊ） 是在 ｃａｒｔ
节点 （ ｉ， ｊ） 处 ３ × ３ 动态权重矩阵 Ｗ（ ｉ， ｊ） 中位置

（ｕ，ｖ） 处的元素，如式（９）所示：
ｗｕｖ（ ｉ， ｊ） ＝ ｗｄ，ｕｖ（ ｉ， ｊ） × ｗｒ，ｕｖ（ ｉ， ｊ） （９）
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　 　 ｗｄ，ｕｖ（ ｉ， ｊ） 是以 ｃａｒｔ 节点 （ ｉ， ｊ） 为中心的空间

域高斯核函数在 （ｕ，ｖ） 处的值，如式（１０）所示：

　 ｗｄ，ｕｖ（ ｉ， ｊ） ＝ ｅｘｐ － （ｕ － ｉ ） ２ ＋ （ｖ － ｊ） ２

２σ ２
ｄ

æ

è
ç

ö

ø
÷ （１０）

　 　 其中， σ ｄ 是空间域标准差。
类似地， ｗｒ，ｕｖ（ ｉ， ｊ） 是以 ｃａｒｔ 节点 （ ｉ， ｊ） 为中

心，在 （ｕ，ｖ） 处的值域高斯核函数值，其经由式

（１１）计算：

ｗｒ，ｕｖ（ ｉ， ｊ） ＝ ｅｘｐ －
Ｌｉ ＋ｕ－１，ｊ ＋ｖ－１ － Ｌｉｊ

２

２ σ ２
ｒ

æ

è
ç

ö

ø
÷ （１１）

其中， σ ｒ 是值域标准差。
以上 ｃａｒｔ 节点子层的模型设计中，利用非线性

的滤波模型对图像的空间邻近度与像素值相似度进

行折中处理，结合图像的空域位置与灰度信息，在滤

除噪声的同时，保留图像的边缘信息。
（２） ｏｏ 节点层：每个节点 （ ｉ， ｊ） 接收 ｃａｒｔ 节点

层中对应节点处输出的行为量，进而由式（１２）计算

其兴奋或抑制行为量：
ｘ̇ ｏｏ（ ｉ， ｊ） ＝ － Ａｌ ｘｏｏ（ ｉ， ｊ） ＋

Ｅｃａｒｔ（ ｉ， ｊ） Ｂ ｌ － ｘｏｏ（ ｉ， ｊ）( )[ ] ＋ ＋
Ｅｃａｒｔ（ ｉ， ｊ） Ｂ ｌ ＋ ｘｏｏ（ ｉ， ｊ）( )[ ] － （１２）

其中， １ ≤ ｉ≤Ｍ，１ ≤ ｊ≤ Ｎ，Ａｌ 为式（３）中对应

的符号， Ｂ ｌ 为当前所有 ｃａｒｔ 节点输出的值中的最大

值， ［ｎ ］ ＋ ＝ ｍａｘ（０，ｎ），［ｎ ］ － ＝ ｍｉｎ（０，ｎ）； 式（１２）
被用于模拟果蝇视觉神经的兴奋与抑制的响应特

性；当 ｘｏｏ（ ｉ， ｊ） 较大时， ｏｏ 节点（ ｉ， ｊ） 处于兴奋状

态，此暗示视觉场景中相应像素点处含有运动目标

信息；反之，则无运动目标。 另外， Ｅｃａｒｔ（ ｉ， ｊ） 为 ｃａｒｔ
节点层中节点 （ ｉ， ｊ） 的行为偏差量，如式（１３）所

示：
Ｅｃａｒｔ（ ｉ， ｊ） ＝ ｘｃａｒｔ（ ｉ， ｊ） － ｇ ｘｃａｒｔ（ ｉ， ｊ）( ) （１３）

　 　 ３）Ｍｅｄｕｌｌａ 层：由 ｍ１、ｍ２ 两个子层构成，检测运

动目标的局部运动方向以及产生运动目标在水平、
垂直方向的局部运动方向量。

（１） ｍ１ 节点子层：４ＱＭＤ 是一种受生物视觉启

发的四象限运动检测器模型，由 ４ 个关联检测器模

型构成，如图 ４ 所示。 每一个关联检测器由两个相

同的 ＥＭＤ 对称排列而成，通过检测相邻两个感光细

胞接收的亮度信号对两点间的运动方向进行判断，
能检测运动目标的局部运动方向并抑制静止图像的

响应；通过设置一个并行的信号时延与乘法结构，提
取运动目标的局部运动信息。 图 ４ 中， ｏｏｃ、ｏｏａ 分别

表示中心与邻近 ｏｏ节点； 从左至右的 ４ 个关联检测

器依次对应 ｏｎ－ｏｎ、ｏｎ－ｏｆｆ、ｏｆｆ－ｏｎ、ｏｆｆ－ｏｆｆ 通道；由汇

集 ４ 个并行通道的信息， 获取ｍ１ 节点的输出行为

量，即方向偏差量。

ooc ooa

on off on off

on-on on-off off-on off-off

图 ４　 四象限运动检测器模型

Ｆｉｇ． ４　 ４－Ｑｕａｄｒａｎｔ－Ｄｅｔｅｃｔｏｒ ｍｏｄｅｌ

　 　 每个 ｍ１ 节点接收 ｏｏ 节点层中对应节点的输出

行为量后， 经由半波整流将此行为量分解为 ＯＮ 和

ＯＦＦ 通道的分量，由以上 ４ 条并行通道产生 ４ 种行

为量；随后，４ＱＭＤ 汇集如此 ４ 种行为量，获得 ｍ１ 节

点的输出行为量，其计算过程描述如下：
对 ｏｏ 节点子层作扩边处理后， ｍ１ 节点 （ ｉ， ｊ）

首先接收 ｏｏ 节点子层中对应节点输出的行为量

ｘｏｏ（ ｉ， ｊ） 及其 ３×３ 邻域内其余 ８ 个节点输出的行为

量 ｘｏｏ（ ｉ ＋ ｋ， ｊ ＋ ｌ）， － １≤ ｋ，ｌ≤１，（ｋ，ｌ） ≠ （０，０）；
当（ｋ， ｌ） 依次取 － ２ ～ ２时，此 ８个节点的编号依次

记为 １ ～ ８。 于是，对于节点（ ｉ， ｊ） 及第 １个节点，即
节点（ ｉ － １， ｊ － １），经由 ｏｎ － ｏｎ通道及式（１４） 获得

行为量：
ｍｏｎ－ｏｎ

１１ （ｉ， ｊ） ＝ ［ｆ（ｘｏｏ（ｉ ＋ ｋ， ｊ ＋ ｌ））］ ＋ ［ｘｏｏ（ｉ， ｊ）］ ＋ －
　 　 ［ ｆ（ｘｏｏ（ ｉ， ｊ））］ ＋ ［ｘｏｏ（ ｉ ＋ ｋ， ｊ ＋ ｌ）］ ＋ （１４）

类似地，经由 ｏｎ－ｏｆｆ、ｏｆｆ－ｏｎ、ｏｆｆ－ｏｆｆ 通道可获得

如下行为量：
ｍｏｎ－ｏｆｆ

１１ （ｉ， ｊ） ＝ ［ｆ（ｘｏｏ（ｉ ＋ ｋ， ｊ ＋ ｌ））］ ＋ ［－ ｘｏｏ（ｉ， ｊ）］ ＋ －
　 　 ［ｆ（ｘｏｏ（ｉ， ｊ））］ ＋ ［－ ｘｏｏ（ｉ ＋ ｋ， ｊ ＋ ｌ）］ ＋ （１５）
ｍｏｆｆ－ｏｎ

１１ （ｉ， ｊ） ＝ ［－ ｆ（ｘｏｏ（ｉ ＋ ｋ， ｊ ＋ ｌ））］ ＋ ［ｘｏｏ（ｉ， ｊ）］ ＋ －
　 　 ［－ ｆ（ｘｏｏ（ｉ， ｊ））］ ＋ ［ｘｏｏ（ｉ ＋ ｋ， ｊ ＋ ｌ）］ ＋ （１６）
ｍｏｆｆ－ｏｆｆ

１１ （ｉ， ｊ）＝ ［－ ｆ（ｘｏｏ（ｉ ＋ ｋ， ｊ ＋ ｌ））］＋ ［－ ｘｏｏ（ｉ， ｊ）］
＋ －

　 　 ［－ ｆ（ｘｏｏ（ｉ， ｊ））］
＋ ［－ ｘｏｏ（ｉ ＋ ｋ， ｊ ＋ ｌ）］＋ （１７）

经以上四象限运动检测器可获 ｍ１ 节点（ ｉ， ｊ）
与第 １ 个节点确定的运动方向行为量，如式（１８） 所

示：

　 ｍ^１１（ｉ， ｊ）＝ ｍｏｎ－ｏｎ
１１ （ｉ， ｊ） ＋ ｍｏｆｆ－ｏｆｆ

１１ （ｉ， ｊ） － ｍｏｎ－ｏｆｆ
１１ （ｉ， ｊ） －

ｍｏｆｆ－ｏｎ
１１ （ｉ， ｊ） （１８）

类似地可获 ｏｏ 节点 （ ｉ， ｊ） 与邻近的其余 ７ 个
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节点产生的行为量 ｍ^１ｒ，２ ≤ ｒ ≤ ８。
（２） ｍ２ 节点子层：每个 ｍ２ 节点（ ｉ， ｊ） 接收ｍ１ 节

点子层中对应节点处产生的 ８ 个按图 ５ 所示排列的

输出行为量 ｘ^ｍ１ｋ
（ ｉ， ｊ），１ ≤ ｋ ≤ ８， 由式（１９）和式

（２０）计算其在水平、竖直方向的局部运动方向量：

ｘｍ２ｈ
（ ｉ，ｊ） ＝ ｘ^ｍ１１

（ ｉ，ｊ） － ｘ^ｍ１３
（ ｉ，ｊ） ＋ ｘ^ｍ１８

（ ｉ， ｊ） －

ｘ^ｍ１４
（ｉ， ｊ） ＋ ｘ^ｍ１７

（ｉ， ｊ） － ｘ^ｍ１５
（ｉ， ｊ） （１９）

ｘｍ２ｖ
（ ｉ， ｊ） ＝ ｘ^ｍ１１

（ ｉ， ｊ） － ｘ^ｍ１７
（ ｉ， ｊ） ＋ ｘ^ｍ１２

（ ｉ， ｊ） －

ｘ^ｍ１６
（ｉ， ｊ） ＋ ｘ^ｍ１３

（ｉ， ｊ） － ｘ^ｍ１５
（ｉ， ｊ） （２０）

m11̂ m12̂ m13̂

m18̂ m2ĥ m14̂

m17̂ m16̂ m15̂

m11̂ m12̂ m13̂

m18̂ m2v̂ m14̂

m17̂ m16̂ m15̂

（ａ） 水平方向　 　 　 　 　 　 　 　 　 （ｂ） 竖直方向

图 ５　 ｍ２节点的结构

Ｆｉｇ． ５　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｍ２ ｎｏｄｅ

　 　 ４）Ｌｏｂｕｌａ 层：由 ｍ × ｎ 个神经元按矩阵排列，每个

神经元被视为一个节点；将 ｍ２ 节点子层按 ２×２ 划分为

ｍ × ｎ 个子块，Ｌｏｂｕｌａ 中节点 （ｒ， ｓ） 接收对应子块 Ｍｒｓ

中各节点在水平、竖直方向的行为量，由式（２１） ～式

（２２）可获 Ｌｏｂｕｌａ 层中 ｍ × ｎ 个节点在水平、竖直方向

的行为量，用于检测视觉场景中运动目标的运动方向

变化状况。
ｘ˙ｈ（ｒ，ｓ） ＝ － Ａｌ ｘｈ（ｒ，ｓ） ＋ ［（Ｂｌ － ｘｈ（ｒ，ｓ）） Ｍｈ，ｒ］

＋

＋ ［（Ｂｐ ＋ ｘｈ（ｒ，ｓ））Ｍｈ，ｒ］
－ （２１）

ｘ˙ｖ（ｒ，ｓ）＝ － Ａｌ ｘｖ（ｒ，ｓ） ＋ ［（Ｂｌ － ｘｖ（ｒ，ｓ））Ｍｖ，ｒ］
＋ ＋

［（Ｂｐ ＋ ｘｖ（ｒ，ｓ））Ｍｖ，ｒ］
－ （２２）

其中， １ ≤ ｒ≤ｍ，１≤ ｓ≤ ｎ，Ｍｈ，ｒ 和Ｍｖ，ｒ 分别是子

块Ｍｒｓ 中各节点在水平、竖直方向上的行为量之和。
当视觉场景中没有运动目标时，节点在水平、竖

直方向的行为量均为 ０，反之则视觉场景中存在运动

目标。

３　 运动目标跟踪模型与算法

ＡＦＶＮＮ 作为一种前馈视觉神经网络，借助

Ｌｏｂｕｌａ 层实时获知视觉场景中单运动目标的运动方

向，但不能获知运动目标的整体运动状态。 以下给

出单运动目标的运动位置、速度和偏航角估计模型。
３．１　 目标检测模型

ＩＡＦＶＮＮ 中输出层（ Ｌｏｂｕｌａ）的各节点在水平、
竖直方向的方向量被用于计算该节点处的运动方向

量， 节点（ ｒ， ｓ） 处的运动方向量用式（２３） 计算：

ｘ^ｇ（ｒ，ｓ） ＝
１

１ ＋ ｅｘｐ（ －｜ ｘｈ（ｒ，ｓ） ＋ ｘｖ（ｒ，ｓ） ｜ － Ｔｇ）
－ ０．５

（２３）
其中， Ｔｇ 是给定的运动量阈值。

若 ｘ^ｇ（ ｒ，ｓ） ＞ ０， 则视 Ｌｏｂｕｌａ 层中节点 （ ｒ，ｓ） 处

含有运动目标的运动信息；反之，则视此点处不存在

运动目标。 借助式（２４）得到的 ０ 或 １ 按所在位置

排列，构成 ０－１ 矩阵 Ｘｌ：

ｘｌ（ ｒ，ｓ） ＝
１，ｘ^ｇ（ ｒ，ｓ） ＞ ０

０，ｘ^ｇ（ ｒ，ｓ） ≤ ０{ （２４）

　 　 若 Ｘｌ 中值为 １ 的位置形成连通区域，则此区域

定义为运动目标所在区域，且此区域在水平、竖直方

向的最长连通长度分别取为运动目标的宽度与高度；
将由此区域所在矩形框的中心取为运动目标的重心。
由此，运动目标的全局运动向量由式（２５）计算：

ｘｄ ＝ ∑
ｍ

ｒ ＝ ０
∑

ｎ

ｓ ＝ ０
ｘｌ（ ｒ，ｓ） ｜ ｘｇ（ ｒ，ｓ） ｜ （２５）

３．２　 速度与偏航角估计模型

根据运动目标的位置信息矩阵 Ｘｌ， 确定是否存

在运动目标；若存在运动目标，则其运动速度由式

（２６）计算：

ｖ ＝
　

ｘ２ － ｘ１( ) ２ － ｙ２ － ｙ１( ) ２

Δｔ
（２６）

　 　 其中 ， ｘ１，ｙ１( ) 和 ｘ２，ｙ２( ) 分别为上一帧、当前帧

运动目标的重心位置， Δｔ 为相邻两帧的时间间隔。
另外，运动目标偏离水平方向的偏航角 α 由式

（２７）计算：

ｔａｎα ＝
∑
ｍ

ｒ ＝ ０
∑

ｎ

ｓ ＝ ０
ｘｌ（ ｒ，ｓ） ｘｖ（ ｒ，ｓ）

∑
ｍ

ｒ ＝ ０
∑

ｎ

ｓ ＝ ０
ｘｌ（ ｒ，ｓ） ｘｈ（ ｒ，ｓ）

（２７）

４　 前馈果蝇视觉目标跟踪神经网络

ＦＶＴＴＮＮ 由 ＩＡＦＶＮＮ 和目标检测、运动速度与偏

航角估计模型按顺序连接而成，实时地由 ＩＡＦＶＮＮ 中

Ｒｅｔｉｎａ 层接收视觉灰度图像，然后由 Ｌａｍｉｎａ、Ｍｅｄｕｌｌａ
神经层对视觉信息进行处理，由 Ｌｏｂｕｌａ 层输出刻画

运动目标的运动方向变化状态的运动方向量。 在此

基础上，利用目标检测模型估计运动目标的重心和运

动目标所在区域的矩形框，借助速度与偏航角估计模

型估计运动目标的运动速度和偏离航向的程度。
ＦＶＴＴＮＮ 算法流程如图 ６ 所示。
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结束

满足终止条件?
N

Y

经速度与偏航角度估计模块计算运动
目标运动快慢与偏离角度

经目标检测模块检测运动目标

经IAFVNN产生全局运动方向量

输入视频帧图像

参数设置，置F=1

开始

图 ６　 ＦＶＴＴＮＮ 的算法流程图

Ｆｉｇ． ６　 Ａｌｇｏｒｉｔｈｍ ｆｌｏｗｃｈａｒｔ ｏｎ ＦＶＴＴＮＮ

　 　 ＦＶＴＴＮＮ 的算法描述如下：
步骤 １　 参数设置：Ｍ × Ｎ，空间域标准差σｄ，值

域标准差σｒ，衰减系数Ａｌ，运动量阈值Ｔｇ

步骤 ２　 置 ｔ ← １
步骤 ３　 执行 ＩＡＦＶＮＮ
步骤 ３．１　 Ｒｅｔｉｎａ 层接收第 ｔ 帧灰度图 Ｇ ｔ

步骤 ３． ２ 　 由式（８） ～ 式（１１） 、式 （１２） ～ 式

（１３）分别计算 Ｌａｍｉｎａ 层中 ｃａｒｔ、ｏｏ 节点的行为量

ｘｃａｒｔ 和 ｘｏｏ

步骤 ３．３　 由式（１４） ～式（２０）计算 Ｍｅｄｕｌｌａ 层

中 ｍ１、ｍ２ 节点的行为量

步骤 ３．４　 由式（２１） ～式（２２）计算 Ｌｏｂｕｌａ 层中

各节点处在水平和竖直方向的行为量

步骤 ４　 由式（２３） ～式（２５）确定运动目标的位

置及所在位置的矩形框

步骤 ５　 由式（２６） ～式（２８）计算运动目标的运

动速度 ｖ 和偏航角 α
步骤 ６　 ｔ ← ｔ ＋ １
步骤 ７　 返回步骤 ３，直到目标跟踪结束

由以上算法描述可知，ＦＶＴＴＮＮ 的计算复杂度

主要由 ＩＡＦＶＮＮ 确定。 在一次循环中，ＩＡＦＶＮＮ 的

Ｒｅｔｉｎａ 层执行 ２ＭＮ 次算术运算；Ｌａｍｉｎａ 层中的 ｃａｒｔ
节点子层执行 ４６ＭＮ 次运算，ｏｎ－ｏｆｆ 节点子层执行

１１ＭＮ 次运算， Ｌａｍｉｎａ 层共执行 ５７ＭＮ 次运算；
Ｍｅｄｕｌｌａ 层的 ｍ１ 节点子层执行 ２４８ＭＮ 次运算， ｍ２

节点子层执行 １０ＭＮ 次运算，因此其共执行 ２５８ＭＮ
次运算； Ｌｏｂｕｌａ 层执行 ７ＭＮ 次运算。 由此可知，

ＦＶＴＴＮＮ 的计算复杂度为 Ｏ（３２４ＭＮ）， 即只要适当

设置 Ｍ 和 Ｎ 的取值，其执行效率能得到保障。

５　 数值实验

在配置为 Ｗｉｎｄｏｗｓ１０ ／ ＣＰＵ ／ Ｒ５－５６００Ｘ ３．７ ＧＨｚ ／
ＲＡＭ ／ １６ ＧＢ ／ Ｍａｔｌａｂ Ｒ２０１６ａ 环境下展开数值实验。
选取适用于单目标跟踪的果蝇视觉神经网络

ＡＮＮＦＰＴ，相关滤波算法 ＫＣＦ，深度学习中孪生网络

ＳｉａｍＦＣ、ＳｉａｍＲＰＮ 与 ＳｉａｍＲＰＮ＋＋参与比较，其参数

设置源于相应文献；ＦＶＴＴＮＮ 的参数设置为 Ｍ ＝
１２８，Ｎ ＝ １２８，σｄ ＝ ３，σｒ ＝ ０．１，Ａｌ ＝ １００，Ｔｇ ＝ ０．２５。 测

试事例包括实际场景下摄像机拍摄的 １ 个物体滚动

视频序列以及 ２ 个行人正常行走、奔跑情形下的基

准视频序列。
５．１　 评价指标

选取平均重叠率（Ａｖｅｒａｇｅ Ｏｖｅｒｌａｐ Ｒａｔｅ，ＡＯＲ）、
重叠阈值分别为 ０． ５ 与 ０． ７５ 时的成功率 ＳＲ０．５ 与

ＳＲ０．７５ 以及精确度 （Ｐｒｅｃｉｓｉｏｎ） 对模型的性能进行定

量分析。
重叠率是指预测框与真实框交集内像素点个数

与并集内像素点个数之比，公式（２８）：

ＩｏＵ ＝ Ｂｐｒ ∩ Ｂｇｔ

Ｂｐｒ ∪ Ｂｇｔ （２８）

　 　 其中， Ｂｐｒ 表示预测框， Ｂｇｔ 表示真实框。
进一步，获得 ｍ 帧图像的平均重叠率，用于刻

画预测框锚定目标的效果，公式（２９）：

ＡＯＲ ＝ １
ｍ∑

ｍ

ｋ ＝ １

Ｂｐｒ（ｋ） ∩ Ｂｇｔ（ｋ）
Ｂｐｒ（ｋ） ∪ Ｂｇｔ（ｋ）

（２９）

　 　 ＡＯＲ 越大，则锚定目标的效果越好；反之，则锚

定目标的效果越差。
ＳＲ０．５ 与 ＳＲ０．７５ 分别指在重叠阈值为 ０．５ 与 ０．７５

情况下的重叠率不小于给定阈值 Ｔｓ （取 ０．５，０．７５）
的帧数占总帧数的比例，用于刻画正确锚定目标程

度的高低，如式（３０）所示：

ＳＲ ＝ １
ｍ∑

ｍ

ｋ ＝ １
Ｉｋ （３０）

　 　 其中，

Ｉｋ ＝
１， ＩｏＵ（ｋ） ≥ Ｔｓ

０， ｅｌｓｅ{ （３１）

　 　 若 ＳＲ 越大，则正确锚定目标的程度越高；反
之，则越低。

精确度 （Ｐｒ） 是指真实框与预测框的重心之间

的欧氏距离不大于给定误差阈值的帧数占总帧数的

比例，用于刻画预测框与真实框之间的接近程度，由
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式（３２）计算：

Ｐｒ ＝ １
ｍ∑

ｍ

Ｆ ＝ １
Ｉｋ （３２）

其中

Ｉｋ ＝
１， ｄｋ ≤ Ｔｓ

０， ｅｌｓｅ{ （３３）

　 　 ｄｋ 为算法在第 ｋ次运行获得的预测框与真实框

的重心之间的距离；Ｐｒ 越大，则预测框越接近目标；
反之，则预测框越远离目标。
５．２　 实验结果与分析

情形 １　 行人行走

行人在最右侧位置以平均运动速度 ４．０６ ｐｉｘｅｌｓ ／ ｓ
沿水平方向向左步行移动，生成的视频经解帧后得

到由 ８４ 帧构成的图像序列，每帧的分辨率为 １２８×
１２８，如图 ７ 所示，箭头和矩形框分别为 ＦＶＴＴＮＮ 获

得的运动目标的运动方向和锚定运动目标的矩形

框。 通过 ＦＶＴＴＮＮ 获得的每帧的速度与偏航角见

表 １。 将参与比较的模型与 ＦＶＴＴＮＮ 均作用于图 ７
中的图像序列，获得各自在此图像序列下的指标

ＡＯＲ、ＳＲ０．５、ＳＲ０．７５、Ｐｒ的统计结果见表 ２；各模型获得

的成功率、精确度曲线如图 ８ 所示。
表 １　 情形 １：运动偏航角检测结果

Ｔａｂｌｅ １　 Ｙａｗ ａｎｇｌｅ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｉｎ ｃｏｎｄｉｔｉｏｎ １

帧号 １０ ２３ ３８ ４８ ６１ ７３

速度（ｐｉｘｅｌｓ·ｓ－１） ４．８ ７．６ ７．２ ７．６ ７．６ ５．４
偏航角 ／ （ °） １８１．６ １８１ １８１．９ １８１．３ １８１．３ １８０．３

表 ２　 情形 １ 各模型的性能测试比较

Ｔａｂｌｅ ２ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｍｏｄｅｌｓ’ ｐｅｒｆｏｒｍａｎｃｅ ｔｅｓｔ ｒｅｓｕｌｔｓ ｉｎ
ｃｏｎｄｉｔｉｏｎ １

方法 ＡＯＲ ／ ％ ＳＲ０．５ ／ ％ ＳＲ０．７５ ／ ％ Ｐｒ ／ ％

ＫＣＦ ７６．０ １００ ５８．３ ９４．０
ＳｉａｍＦＣ ７７．１ １００ ６４．３ １００
ＳｉａｍＲＰＮ ８１．３ １００ ７９．８ １００

ＳｉａｍＲＰＮ＋＋ ８１．４ １００ ８４．５ １００
ＡＮＮＦＰＴ ３３．９ ０ ０ ０
ＦＶＴＴＮＮ ８３．６ １００ ９７．６ １００

10 23 38 48 61 73
图 ７　 行人行走及 ＦＶＴＴＮＮ 的目标锚定与方向检测

Ｆｉｇ． ７　 ＦＶＴＴＮＮ’ｓ ｔａｒｇｅｔ ａｎｃｈｏｒｉｎｇ ａｎｄ ｄｉｒｅｃｔｉｏｎ ｄｅｔｅｃｔｉｏｎ ｉｎ ｐｅｄｅｓｔｒｉａｎ ｗａｌｋｉｎｇ ｍｏｔｉｏｎ
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　 　 （ａ） 成功率曲线　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 精确度曲线　
图 ８　 在情形 １ 下各模型获得的成功率曲线与精确度曲线比较

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｕｃｃｅｓｓ ｒａｔｅ ｃｕｒｖｅｓ ａｎｄ ａｃｃｕｒａｃｙ ｃｕｒｖｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｉｎ ｃｏｎｄｉｔｉｏｎ １

　 　 由表 ２ 可知，在行人行走场景下，ＦＶＴＴＮＮ 相较

于参与比较的模型，获得的平均重叠率 ＡＯＲ、 成功

率 ＳＲ０．５ 与 ＳＲ０．７５ 均明显较高，同时 ＡＯＲ 值说明其获

得的预测框能较好地锚定运动目标；另外， ＳＲ０．５、
ＳＲ０．７５ 及 Ｐｒ 值说明生成的预测框锚定运动目标的程

度较高且能较好地接近运动目标。 因此，ＦＶＴＴＮＮ
能很好地跟踪图像序列中的运动目标，跟踪效果与

参与比较模型获得的跟踪效果相比具有显著优势。
在参与比较的模型中，ＡＮＮＦＰＴ 的跟踪性能最差，其

获得的平均覆盖率最低，且获得关于 ＳＲ０．５、ＳＲ０．７５ 及

Ｐｒ 的值均为 ０，仅适用于黑白背景下的 ＡＮＮＦＰＴ 并

不适用于情况 １ 图像序列的目标跟踪。 表 ２ 中数值

表明 ＫＣＦ 作为一种相关滤波模型并不能有效处理

图像中行人的姿态变化，导致平均覆盖率仅有

７６％，且当阈值为 ０．７５ 时，锚定运动目标的程度较

低；其次，ＳｉａｍＦＣ、ＳｉａｍＲＰＮ 及 ＳｉａｍＲＰＮ＋＋作为深度

学习方法，得到的平均覆盖率介于 ７７％ ～８２％之间，
同时随着阈值的增大， ＳＲ０．５、ＳＲ０．７５ 值表示其不能在
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高重叠阈值情形下有效地锚定运动目标，也说明样

本的规模对其模型的训练效果有重要影响。
　 　 图 ７ 中箭头和矩形框表示 ＦＶＴＴＮＮ 不仅能跟踪

运动的运动方向，还能较为准确地跟踪运动目标的

位置。 由于行人在水平方向行走时会有微小踮脚动

作，导致在竖直方向上产生微小运动且运动幅度远

小于在水平方向上的运动幅度，因此 ＦＶＴＴＮＮ 得到

的行人运动方向与水平方向的夹角较小，此与实际

场景下行人运动方向的变化一致。 图 ８ 表明重叠阈

值低于 ０．５ 时，与 ＫＣＦ 和 ＡＮＮＦＰＴ 相比，ＦＶＴＴＮＮ 的

目标 跟 踪 成 功 率 较 高； 与 ＳｉａｍＦＣ、 ＳｉａｍＲＰＮ 及

ＳｉａｍＲＰＮ＋＋相比，有相同的成功率；当重叠阈值高于

０．５ 时，与比较的模型相比，ＦＶＴＴＮＮ 的跟踪成功率

较高，相较于其它模型能更好地锚定运动目标。
情形 ２　 行人快速奔跑

行人在最右侧位置沿着水平方向以平均运动速

度 ７．８ ｐｉｘｅｌｓ ／ ｓ 向左方向快速奔跑，由此生成的视频

解帧后得到由 ４２ 帧构成的图像序列，每帧的分辨率

为 １２８ × １２８，如图 ９ 所示。 通过 ＦＶＴＴＮＮ 获得的每

帧的速度与偏航角见表 ３；将参与比较的模型与

ＦＶＴＴＮＮ 均作用于图 ８ 中的图像序列，获得各自在

此图像序列下的统计结果见表 ４；各模型在对运动

目标跟踪过程中形成的成功率、精确度曲线如图 １０
所示。

6 15 23 27 32 40
图 ９　 行人奔跑运动及 ＦＶＴＴＮＮ 的目标锚定与方向检测

Ｆｉｇ． ９　 Ｔａｒｇｅｔ ａｎｃｈｏｒｉｎｇ ａｎｄ ｄｉｒｅｃｔｉｏｎ ｄｅｔｅｃｔｉｏｎ ｉｎ ｐｅｄｅｓｔｒｉａｎ ｒｕｎｎｉｎｇ ｍｏｔｉｏｎ
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（ａ） 成功率曲线　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 精确度曲线

图 １０　 在情形 ２ 下各模型的成功率曲线与精确度曲线比较

Ｆｉｇ． １０　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｍｏｄｅｌｓ’ ｃｕｒｖｅｓ ｏｎ ｓｕｃｃｅｓｓ ｒａｔｅ ａｎｄ ｐｒｅｃｉｓｉｏｎ ｉｎ ｃｏｎｄｉｔｉｏｎ ２
表 ３　 情形 ２：运动偏航角的检测结果

Ｔａｂｌｅ ３　 Ｙａｗ ａｎｇｌｅ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｉｎ ｃｏｎｄｉｔｉｏｎ ２

帧号 ６ １５ ２３ ２７ ３２ ４０

速度 ／ （ｐｉｘｅｌｓ·ｓ－１） ９．９ １４．０ １４．４ ７．６ １３．６ ９．９
偏航角 ／ （ °） 　 　 １８０．３ １８４．２ １８２．４ １８２．５ １８０．１ １８０．３

表 ４　 情形 ２： 各模型的性能测试比较结果

Ｔａｂｌｅ ４ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｍｏｄｅｌｓ’ ｐｅｒｆｏｒｍａｎｃｅ ｔｅｓｔ ｒｅｓｕｌｔｓ ｉｎ
ｃｏｎｄｉｔｉｏｎ ２

方法 ＡＯＲ ／ ％ ＳＲ０．５ ／ ％ ＳＲ０．７５ ／ ％ Ｐｒ ／ ％

ＫＣＦ ６４．８ ９５．２ １９．０ ５０．０
ＳｉａｍＦＣ ７２．９ ９７．６ ４２．９ ８３．３
ＳｉａｍＲＰＮ ７８．５ ９７．６ ８３．３ ９７．６
ＳｉａｍＲＰＮ＋＋ ７９．３ ９７．６ ８３．３ １００
ＡＮＮＦＰＴ ２９．７ ０ ０ ２．４
ＦＶＴＴＮＮ ８２．６ １００ ８８．１ ８３．３

　 　 由表 ４ 可知，在行人快速奔跑场景下，ＦＶＴＴＮＮ

相较于参与比较的模型，获得的平均重叠率 ＡＯＲ、
成功率 ＳＲ０．５ 与 ＳＲ０．７５ 均明显提高，这些值与 Ｐｒ 值表

明其得到的预测框锚定运动目标的程度较高且能较

好地接近运动目标，因此能很好地跟踪图像序列中

的运动目标，其跟踪效果与参与比较模型的跟踪效

果相比具有明显优势。 另外，在参与比较的模型中，
ＡＮＮＦＰＴ 的跟踪性能最差、获得的平均覆盖率最低、
得到的 ＳＲ０．５、ＳＲ０．７５ 及 Ｐｒ值均为 ０， 说明该模型不适

宜图 ８ 图像序列的目标跟踪；表 ４ 中数值表明 ＫＣＦ
作为一种相关滤波模型，并不能有效处理图像中行

人快速运动下姿态的变化，导致平均覆盖率仅有

６５％，且当阈值为 ０．７５ 时，锚定运动目标的程度较

低。 ＳｉａｍＦＣ、ＳｉａｍＲＰＮ 及 ＳｉａｍＲＰＮ＋＋作为深度学习

方法得到的平均覆盖率介于 ７２％ ～ ８０％之间，同时
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随着阈值的增大，其 ＳＲ０．５、ＳＲ０．７５ 的值表明其不能在

高重叠阈值情形下有效地锚定运动目标，但与

ＦＶＴＴＮＮ 相比，跟踪精确度较高，表明在快速运动情

形下深度学习算法获得的预测框能较好地接近运动

目标，但计算资源开销较大。
图 ９ 中箭头和矩形框表明 ＦＶＴＴＮＮ 不仅能跟踪

运动目标的运动方向，且能较为准确地跟踪运动目

标的位置。 由于行人在水平方向奔跑时会产生小幅

度的踮脚动作，导致在竖直方向上产生运动且运动

幅度小于在水平方向上的运动幅度，因此 ＦＶＴＴＮＮ
得到的行人运动方向与水平方向的夹角较小，这与

实际场景下行人的运动方向变化一致。 图 １０（ａ）表
明在所有重叠阈值区间内，ＦＶＴＴＮＮ 的跟踪成功率

相较于其它模型的成功率较高；图 １０（ｂ）表明在距

离误差阈值所在区间［２，５］内，ＦＶＴＴＮＮ 的跟踪精度

低于 ＳｉａｍＲＰＮ 与 ＳｉａｍＲＰＮ＋＋的跟踪精度，但整体跟

踪精确度较高。
情形 ３　 物体滚动

实验室环境下，一物体在工作台面板上以平均

运动速度 ５．２ ｐｉｘｅｌｓ ／ ｓ 由左向右运动，其尺度在视觉

区内发生变化，并逐渐向右上方运动，随后逐渐偏离

摄像机。 在此情形下，视频解帧后生成由 ５３ 帧构成

的图像序列如图 １１ 所示；每帧在分辨率为 １２８×１２８
下的速度与偏航角见表 ５。 参与比较的模型与

ＦＶＴＴＮＮ 的统计结果见表 ６；各模型产生的成功率、
精确度曲线如图 １２ 所示。

表 ５　 情形 ３：运动偏航角检测结果

Ｔａｂｌｅ ５　 Ｙａｗ ａｎｇｌｅ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｉｎ ｃｏｎｄｉｔｉｏｎ ３

帧号 ７ １７ ２４ ３０ ４０ ４７

速度（ｐｉｘｅｌｓ·ｓ－１） ９．６ ４．８ ７．６ ４．８ ４．８ ２．４

偏航角（°） 　 　 　 １８１．３ １８５．５ １８４．６ １８２．４ １８１．６ １８０．１

表 ６　 情形 ３：各算法的性能测试比较结果

Ｔａｂｌｅ ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍｓ’ ｐｅｒｆｏｒｍａｎｃｅ ｔｅｓｔ ｒｅｓｕｌｔｓ ｉｎ
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图 １１　 物体滚动及 ＦＶＴＴＮＮ 的目标锚定与方向检测
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图 １２　 在情形 ３ 下：各算法的成功率曲线与精确度曲线比较
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　 　 由表 ６ 可知，在物体滚动场景下，ＦＶＴＴＮＮ 相较

于参与比较的模型，获得的 ＡＯＲ、ＳＲ０．５、ＳＲ０．７５、Ｐｒ 值
均较高，获得的预测框能较好地锚定运动目标，跟踪

效果具有显著优势。 另外，在参与比较的模型中，
ＡＮＮＦＰＴ 的跟踪性能最差，获得的平均覆盖率最低，

且获得关于 ＳＲ０．５、ＳＲ０．７５ 及 Ｐｒ的值均为 ０， 说明该模

型也不适宜情形 ３ 图像序列中运动目标的跟踪，主
要原因：一方面其仅适合于跟踪黑白背景下的运动

目标，另一方面其缺乏有效的噪声处理方法，同时其

运动目标检测模型的稳健性较弱；表 ６ 中的数值表
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明 ＫＣＦ 作为一种相关滤波模型，能较好地检测做规

则运动的目标，得到的平均覆盖率为 ７８％，与其它

参与比较的模型相比，能较好地锚定运动目标。
ＳｉａｍＦＣ、ＳｉａｍＲＰＮ 及 ＳｉａｍＲＰＮ＋＋作为深度学习方法

得到的平均覆盖率介于 ７６％ ～ ７７％之间，同时随着

阈值的增大， ＳＲ０．５、ＳＲ０．７５ 值表明其不能在高重叠阈

值情况下有效地锚定运动目标，也说明样本的规模

对其模型的训练效果有重要影响。
图 １１ 中箭头和矩形框表明 ＦＶＴＴＮＮ 不仅能跟

踪运动目标的运动方向，而且得到的矩形框说明其

能较为准确地跟踪运动目标的位置；图 １２ 表明，
ＦＶＴＴＮＮ 的跟踪成功率及跟踪精度均较高。 图 １２
成功率与精确度曲线表明 ＦＶＴＴＮＮ 能更好地锚定

运动目标。 因此，在物体滚动情形下，ＦＶＴＴＮＮ 在正

常范围内不同重叠率阈值与距离误差阈值下，目标

跟踪能力较强。

６　 结束语

单目标运动检测与跟踪是一个经典且也是热点

的研究问题。 经典目标跟踪方法存在环境噪声消除

难、目标位置估计精度低、跟踪实时性差的问题，基
于深度学习的目标跟踪方法的模型训练成本高且目

标跟踪性能极大依赖于样本的容量。 为此，本文在

深入研究已有适用于碰撞检测的前馈果蝇视觉神经

网络（ＡＦＶＮＮ）基础上，构建改进型前馈果蝇视觉神

经网络并建立运动目标的位置、速度以及偏航角度

估计模型，获得前馈果蝇视觉目标跟踪神经网络，此
神经网络的计算复杂度由输入图像的分辨率决定。
比较性的实验结果表明，本文的神经网络与参与比

较的相关滤波模型、ＡＮＮＦＰＴ 和基于深度学习的模

型相比，目标跟踪性能具有明显优势，不仅能实时、
准确地确定运动目标的运动方向，而且也能通过所

获视觉神经网络有效抑制噪声对目标跟踪效果的影

响，目标跟踪效果好。
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