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摘　 要： 多跳机器阅读理解需要从相关文档中提取关键线索，并以此推理出问题的答案。 随着自然语言技术的进步，该任务

吸引了越来越多研究者的关注，但很少注重关键线索之间直接的信息交互。 因此，本文提出了一种基于多阶段推理的多跳阅

读理解模型结构，基于逐步精炼信息的思路，通过基于 ＰＬＭ 的深度学习模型，依次提取与问题有关的相关文档集、支持句集

以及最终的答案片段，并在答案预测模型中提出多级关系图卷积网络，以实现线索信息的充分交互。 在 ＨｏｔｐｏｔＱＡ 数据集上

进行的实验表明，与基准模型相比答案片段 ＥＭ （Ｅｘａｃｔ Ｍａｔｃｈ）值提升了 ２４．２６％， Ｆ１ 值提升了 ２３．８６％。
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０　 引　 言

机器阅读理解（Ｍａｃｈｉｎｅ Ｒｅａｄｉｎｇ Ｃｏｍｐｒｅｈｅｎｓｉｏｎ，
ＭＲＣ）是一项使机器能根据给定的文本信息回答人

类相关问题的技术，该技术可以帮助人类从文本数

据中快速提取重点信息，理解相关内容并进行拓展，
显著提升人类获取和处理信息的效率。 因此，如何

让机器更好地理解自然语言以提升其智能化水平问

题，吸引了不少国内外学者的关注。 随着预训练语

言 模 型 的 发 展， 模 型 在 ＳＱｕＡＤ［１－２］、 ＲＡＣＥ［３］、
ＣｏＱＡ［４］等单跳阅读理解数据集上的表现已取得显

著提升。 然而，这些模型仍缺少整合多段落中的线

索信息并进行多跳推理能力，难以处理更加复杂的

多跳阅读理解问题。
不同于只需要定位文档中的某一片段，并从中提

取与问题匹配的信息作为答案的单跳阅读理解任务，
多跳阅读理解需要模型提取多个文档中的逻辑信息，
并进行多次推理得出最终的答案。 为了获取多句子、



多段落之间的交互信息，需要更有针对性和跳跃性地

提取相关文档的逻辑推理信息。 针对非结构化文本

数据的多跳阅读理解任务，现有的方法中基于图结构

神经网络的方法是最受关注的研究框架之一。
在阅读理解任务中，图神经网络的方法主要是

通过将语义信息和推理链的逻辑关系表示成图结构

化数据，然后以迭代的方式更新图数据中的节点表

示，使得每个节点能够融合其邻居节点的信息，并逐

渐传播和聚合整个图的信息。 这种方式生成的节点

信息更具代表性，可以很好地表示多跳的推理逻辑，
还可以捕获节点间的依赖关系。 图神经网络的方法

在处理多跳阅读理解任务中取得了相当不错的效

果，如 Ｑｉｕ 等［５］提出的 ＤＦＧＮ 模型，Ｔｕ 等［６］ 提出的

ＳＡＥ 模型。 然而，这些模型却很少关注关键线索间

的信息交互，进而导致图神经网络进行推理时，存在

信息冗余和关键特征提取不充分的问题。
为解决上述图神经网络模型的不足，本文提出

了基于多阶段推理的模型结构来强化阅读理解中关

键信息之间的交互。 首先，通过两阶段的文档提取

模型，筛选出与回答问题有关的相关文档；然后通过

基于图网络的支持句选择模型，标记相关文档中的

线索支持句集；最后将相关文档和被标记的支持句

集作为输入，通过答案预测模型预测最终的答案。

１　 相关工作

随着 ＢＥＲＴ［７］、ＡｌＢＥＲＴ［８］ 等预训练语言模型

（Ｐｒｅ－Ｔｒａｉｎｅｄ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ， ＰＬＭ）的提出，自然

语言处理技术也随之进入了一个全新的时代，仅通

过微调就能满足大部分下游任务的需求。 而以

ＨｏｔｐｏｔＱＡ［９］、ＷｉｋｉＭｕｌｔｉＨｏｐＱＡ［１０］等抽取式多跳阅读

理解数据集为自然语言处理领域提供了更具挑战性

的任务。 现有针对多跳阅读理解任务的研究工作主

要有以下几种研究思路：
（１） 改进检索方法。 该方法使用信息检索

（Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ， ＩＲ）模型对开放领域语料进

行初 步 过 滤， 并 利 用 单 跳 阅 读 理 解 （ Ｒｅａｄｉｎｇ
Ｃｏｍｐｒｅｈｅｎｓｉｏｎ， ＲＣ）模型从这些相关文档中提取问

题的答案。 例如，Ｃｈｅｎ 等［１１］ 提出了维基百科问答

系统 ＲｒＱＡ，通过 ＴＦ－ＩＤＦ 的文本相识度计算，检索

出维基百科语料库中的相关文档，再从文档中筛选

出问题的答案。 Ｇｒａｉｌ 等［１２］提出了名为 ＬＱＲ－ｎｅｔ 的
潜在问题重构网络，该网络通过在潜在空间中重新

构建问题表示并积累信息，使模型能够以更有效的

方式改写问题和积累信息。 然而，这些方法为非端

到端的方法，检索阶段的结果好坏会影响到阅读阶

段，造成错误传递进而影响整个训练结果。
（２）基于问题分解的研究。 其基本思想是将复

杂问题分解为若干简单的子问题，训练模型整合子

问题的答案生成最终答案。 例如，Ｊｉａｎｇ 等［１３］ 提出

了一种可解释的、基于控制器的自组装神经模块网

络用于多跳推理。 其中的模块可以自动组装成一个

可解释的网络，以便更好地理解模型的推理过程。
Ｐｅｒｅｚ 等［１４］提出了一种无监督的问题分解方法。 该

方法使用了一个基于掩码的自编码器，该自编码器

可以将问题分解成子问题，并且可以在不使用任何

标签或人工注释的情况下进行训练。 但是，在处理

复杂问题时此类方法会出现答案类型覆盖不全、问
题无法分解等情况。

（３）通过记忆网络和注意力机制对文本信息进

行交互。 例如，Ｓｅｏ 等［１５］ 在处理阅读理解任务时采

用了一种双向注意力流 （ＢｉＤＡＦ） 网络，该网络可以

同时对问题和文本进行建模，并使用了一种新的方

法来计算注意力权重，从而更好地捕捉问题和文本

之间的交互信息。 如，朱斯琪等［１６］ 设计了一种深度

交互融合网络模型，在段落级别通过多层自注意力

机制实现不同段落间信息的交互融合，从而筛选出

与问题相关的段落，在推理阶段通过段落间的交叉

注意力对相关段落进行信息交互。 这些基于深度学

习的模型，虽然实现了对文章和问题之间信息的深

度交互，但是无法有效强化特征信息间的交互，难以

引入额外的细粒度信息。
此外，图神经网络也是处理阅读理解问题的有利

工具。 结合命名实体识别技术 Ｔｕ 等［１７］、Ｃａｏ 等［１８］、
刘啸等［１９］都通过 Ｓｐａｃｙ 或 ＳｔａｎｆｏｒｄＣｏｒｅＮＬＰ 等工具包

识别上下文命名实体并以此构建实体图，之后利用

ＧＣＮ［２０］、ＧＡＴ［２１］及其变体对实体图中的信息进行多

跳推理。 Ｈｕａｎｇ 等［２２］提出的 ＢＦＲ 模型同样是将文档

中的每个句子作为节点。 与 ＳＡＥ 模型不同的是 ＢＦＲ
模型构建的节点图中边的类型只有一种，但是同一种

边包含不同的权重关系，在图神经推理交互时信息交

互的多少根据边的权重决定。
尽管上述针对多跳阅读理解任务的模型方法取

得了不错的效果，然而在针对关键线索的提取和推

理上仍然存在着不足，很少有研究工作关注对支持

线索直接提取和其中关键特征信息的推理交互。 因

此，本文提出了基于多阶段推理的多跳阅读理解模

型，通过文本分类模型提取问题的相关文档，并通过

逐级提取信息的两阶段推理模型，解决现有模型进
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行多跳推理时存在的信息冗余，以及关键特征提取

不充分的问题。

２　 模型结构

多跳阅读理解任务首先需要从多个候选文档中

提取出与问题相关的文档，从这些相关文档中进行

推理得出问题最终的答案。 因此，本文将任务整体

划分为两个子任务：文档提取任务和阅读推理任务。
针对每个子任务的模型都包含两个阶段，共 ４ 个阶

段，如图 １ 所示。

最相关文档提取 相关文档集提取 支持句选择 答案片段预测

基于ELECTRA的两阶段文档提取模型 基于关系图卷积的两阶段多跳推理模型

一阶段 二阶段 三阶段 四阶段

文档提取任务 阅读推理任务

图 １　 多跳阅读理解任务多阶段执行流程

Ｆｉｇ． １　 Ｍｕｌｔｉ－ｈｏｐ ｒｅａｄｉｎｇ ｃｏｍｐｒｅｈｅｎｓｉｏｎ ｔａｓｋｓ ｉｎｖｏｌｖｅ ｍｕｌｔｉ－ｓｔａｇｅ ｅｘｅｃｕｔｉｏｎ ｐｒｏｃｅｓｓｅｓ

　 　 第一、二阶段的模型用于处理文档提取任务，对
应基于 ＥＬＥＣＴＲＡ 的两阶段文档提取模型，三、四阶

段的模型用于执行阅读推理任务，对应基于关系图

卷积的两阶段多跳推理模型。 第一阶段模型将提取

与问题最相关的文档；第二阶段在此基础上进一步

提取剩余文档，得到所有与问题相关的文档集合；第
三阶段将第二阶段得到相关文档集作为输入，训练

模型获取与推理问题答案相关的支持句集；第四阶

段模型将结合第三阶段得出的支持句集预测问题最

终的答案。
２．１　 文档提取

借鉴 ＦＥ２Ｈ 模型［２３］中的相关文档提取思路，本
文文档提取模型结构如图 ２ 所示。 通过对候选文档

的两阶段提取，模型可以有效地捕捉组合文档与问

题的相关关系，进一步考虑到将判断文档与问题是

否相关的二分类任务转化为预测文档组合与问题相

关程度的任务，让模型以更细粒度的角度判断文档

的组合类别，进而提高模型提取相关文档的能力。
因此，在第二阶段构建了基于文档组合与问题相关

程度的多分类任务。 任务目标是预测出与问题完全

相关的文档组合，该文档组合将作为问题最终的相

关文档集。
多分类标签生成规则为：与问题完全不相关的

文档组归为一类，标签为 ０；组合中存在某一文档与

问题相关的归为一类，标签为 １；组合中所有文档都

与问题相关的归为一类，标签为 ２。 对所有的文档

集处理后，根据总样本数据的分布通过一定策略平

衡数据样本，如按一定比例对占比高的样本进行欠

采样以及生成一部分占比低的样本。

文本多分类
模型

相关文档集

二阶段

最相关文档

一阶段

文本二分类
模型

候选文档集

问题

图 ２　 两阶段文档提取模型结构图

Ｆｉｇ． ２　 Ｔｗｏ－ｓｔａｇｅ ｄｏｃｕｍｅｎｔ ｅｘｔｒａｃｔｉｏｎ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ

２．２　 多跳推理

在文档提取任务中获取了与回答问题有关的相

关文档集，结合此文档集进行最终答案预测相关的

多跳推理，模型结构如图 ３ 所示，其中包含两个阶

段。 一阶段是支持句选择模型，目标是使模型预测

出与回答问题正确答案相关的关键支持句；二阶段

是答案预测模型，目标是结合一阶段预测的支持句

集推理出问题最终的答案。
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模
型 问题

相关文档集

词嵌入
模块

图构建
模块

交互推理模块

输出模块

一阶段 二阶段

输出模块

交互推理模块

图构建
模块

词嵌入
模块

支持句集 答案

阅读推理任务

图 ３　 两阶段多跳推理模型架构图

Ｆｉｇ． ３　 Ｔｗｏ－ｓｔａｇｅ ｍｕｌｔｉ－ｈｏｐ ｒｅａｓｏｎｉｎｇ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 为了更好地融入图结构数据中的边类型信息，
基于关系图卷积网络的两阶段多跳推理模型，在第

一阶段采用了关系图卷积网络进行多跳推理。 而为

了有效利用第一阶段模型得到支持句信息以推理问

题最终的答案，在关系图卷积网络的基础上提出了

多级关系图卷积网络来执行第二阶段的交互推理。
关系图卷积网络（Ｒｅｌａｔｉｏｎａｌ Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎ

Ｎｅｔｗｏｒｋ， ＲＧＣＮ）是 Ｓｃｈｌｉｃｈｔｋｒｕｌｌ 等［２４］在图卷积网络

基础上提出的网络模型，用以解决图卷积网络不能

融合边类型信息的问题。 关系图卷积网络模型的算

法如下：
给定图信息 Ｇ ＝ （Ｎ，Ｅ，Ｒ）， 其中 Ｎ 为节点集

合， Ｒ 为边类型集合， ｒ ∈ Ｒ，Ｅ 为边的集合， （ｎｉ，ｒ，
ｎ ｊ） ∈ Ｅ。 对于输入的图信息，每一层的节点信息根

据公式（１）的 ＲＧＣＮ 算法进行更新。

ｈ（ ｌ ＋１）
ｉ ＝ σ ∑

ｒ∈Ｒ
∑
ｊ∈Ｎｒｉ

１
ｃｉ，ｒ

Ｗ（ ｌ）
ｒ ｈ（ ｌ）

ｊ ＋ Ｗ（ ｌ）
０ ｈ（ ｌ）

ｊ
æ

è
ç

ö

ø
÷ （１）

其中， ｈｌ 为第 ｌ 层的节点表示向量； σ（·） 为激

活函数； ｃｉ，ｒ 为正则化常量； Ｎｒ
ｉ 为与节点 ｉ 为 ｒ 类型

关系的邻居节点的集合；Ｗ ｌ
０ 为第 ｌ 层自连接的训练

权重矩阵； Ｗ ｌ
ｒ 为第 ｌ 层第 ｒ 种边类型的权重矩阵。

多级关系图卷积网络在全局相关文档和问题节

点信息交互的基础上，加强了支持句节点信息的传

递。 首先，全局节点交互层通过关系图卷积网络对

全局的相关文档和问题节点信息进行交互，得到各

节点的全局表示向量 ｇｌ － ｎｏｄｅｌ
ｉ； 随后，在支持句节

点交互层基于预测支持句的图信息，对支持句的全

局表示信息再次进行关系图卷积运算，得到更新的

支持句节点 ｓｕｐ － ｎｏｄｅｌ
ｊ； 最后，通过公式（２）所示

方式对全局节点信息和支持句节点信息进行融合，
得到最终的节点表示 Ｎｏｄｅ。
Ｎｏｄｅ ＝ Ａｔｔｅｎｔｉｏｎ （Ｃｏｎｃａｔ （ｇｌ － ｎｏｄｅ， ｓｕｐ － ｎｏｄｅ））

（２）
２．２．１　 支持句选择模型

支持句选择模型包含 ４ 个模块，对于输入的相

关文档集和问题先通过图构建模块生成相应的图结

构数据，同时通过词嵌入模块对文本数据向量化，随
后通过交互推理模块对问题和文档信息进行交互，
最后通过输出模块得出支撑推理链的支持句集。 具

体框架如图 ４ 所示：

相关文档集

问题 格式化
输入

词嵌入模块

图构建模块

交互推理模块

交叉注意力

关系图卷积

ELECTRA

输出模块

支持句集

全
连
接
层

图 ４　 支持句选择模型架构图

Ｆｉｇ． ４　 Ｓｕｐｐｏｒｔｉｎｇ ｓｅｎｔｅｎｃｅ ｓｅｌｅｃｔｉｏｎ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 各模块的详细说明如下：
１）图构建模块。 该模块主要是根据文挡选择

模型得到的相关文档集通过设定的规则构建节点

图，该节点图将用于关系图卷积网络中的信息交互。

４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



节点图构建规则如下：
（１）为弱化同一文档中前后句子词信息存在距

离依赖的问题，同一文档中的句子节点之间建立一

种边的连接，生成邻接矩阵 Ｍｄ。
（２）基于文档首句往往是总结句特征这一事

实，将问题节点和每一个相关文档的首句节点相连，
建立另一种边的连接，生成领接矩阵 Ｍｑ。

２）词嵌入模块。 该模块主要是将问题 Ｑ 和根

据文挡选择模型得到的相关文档集 Ｄｒｅｌｅｖａｎｔ 转化为本

任务所需的输入格式，并通过预训练语言模型生成

文本的表示向量。 首先将问题和相关文档集拼接为

［ＣＬＳ］ ＋ Ｑ ＋ ［ＳＥＰ］ ＋ Ｄｒｅｌｅｖａｎｔ ＋ ［ＳＥＰ］ 的形式作为

输入 ｓｅｑ，接着使用 ＥＬＥＣＴＲＡ 的 Ｌａｒｇｅ 模型对 ｓｅｐ 进

行编码处理，得到公式（３）所示的向量表示 ＱＤ ∈
ＲＬ×ｄ。 其中，Ｌ 为文本输入的最大长度， ｄ 为词向量

的表示维度。
ＱＤ ＝ ＥＬＥＣＴＲＡ － Ｌａｒｇｅ（ ｓｅｑ） （３）

　 　 ３）交互推理模块。 该模块主要是根据构建好

的节点图以及向量表示 ｄ， 通过交叉注意力和图卷

积网络，对问题和相关文档信息进行交互推理。
首先，从向量表示 ＱＤ 拆分出问题表示 Ｒｑ 和文

档表示 Ｒｃ， 随后通过交叉注意力网络将问题信息融

入到文档中，计算过程如公式（４）－公式（６）所示。
Ｑ ＝ Ｒｃ ＷＱ （４）
Ｋ ＝ Ｒｑ ＷＫ （５）
Ｖ ＝ Ｒｑ ＷＶ （６）

　 　 根据公式（７）－公式（９）计算多头交叉注意力。

ｃｒｏｓｓ － Ａｔｔｅｎｔｉｏｎ Ｑ，Ｋ，Ｖ( ) ＝ Ｓｏｆｔｍａｘ
Ｑ·ＫＴ

　 ｄｋ

æ

è
ç

ö

ø
÷ Ｖ （７）

　 　 　 ｈｅａｄｉ ＝ ｃｒｏｓｓ － Ａｔｔｅｎｔｉｏｎ Ｑｉ，Ｋ ｉ，Ｖｉ( ) （８）
　 ＭＨ － ＣｒｏｓｓＡｔｔｅｎｔｉｏｎ （Ｑ，Ｋ，Ｖ） ＝ Ｃｏｎｃａｔ （ｈｅａｄ１，
　 　 　 …，ｈｅａｄｉ） Ｗｏ （９）

将多头交叉注意力的表示结果与预训练模型得

到的原始表示 ＱＤ 融合，得到更新后的整合文本表

示，如公式（１０）所示。
ＱＤ′ ＝ ＱＤ ＋ ｗ∗ＭＨ － ＣｒｏｓｓＡｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） （１０）
　 　 通过关系图卷积网络进行节点信息更新的具体

步骤如下：
步骤 １　 生成节点表示。 首先根据问题和文档

中句子的开始位置 Ｐｏｓｉｓｔａｒｔ 和结束位置 Ｐｏｓｉｅｎｄ， 得到

每个句子的矩阵表示 Ｍｉ
ｓｅｎｔ ∈ Ｒ ｌｅｎｓｅｎｔ∗ｄ。 其中， ｌｅｎｓｅｎｔ

表示最长的句子长度。 然后通过一层神经元网络层

计算句子中每个 ｔｏｋｅｎ 的注意力得分，根据注意力

得分聚合句子信息得到句子的节点表示，如公式

（１１）所示。 其中， ｆ（·） 表示包装了线性层和非线

性激活函数的神经单元网络。
Ｎｏｄｅｉ ＝ Ｍｉ

ｓｅｎｔ 􀱋 ｆ ＱＤ′ Ｐｏｓｉｓｔａｒｔ：Ｐｏｓｉｅｎｄ[ ]( ) （１１）
步骤 ２　 利用带有门控机制的关系图卷积网络

（Ｇａｔｅ－ＲＧＣＮ）更新节点表示。 首先按照公式（１２）
对节点进行关系图卷积运算，获取邻居节点的语义

信息，然后按照公式（１３）、公式（１４）的门控机制进

行节点信息流量控制，最后按照公式（１５）进行节点

图同种特征的信息融合，经过一定次数的图运算后，
得到最终的节点信息表示 Ｎｏｄｅｅｎｄ。

Ｎｏｄｅｌ＋１ｉ ＝ σ ∑
ｒ∈Ｒ

∑
ｊ∈Ｎｒｉ

Ｗ（ｌ）
ｒ Ｎｏｄｅ（ｌ）ｊ ＋ Ｗ（ｌ）

０ Ｎｏｄｅ（ｌ）ｊ( ) （１２）

　 　 ｗ ｉ ＝ σ ｆｇａｔｅ Ｃｏｎｃａｔ Ｎｏｄｅｌ ＋１ｉ ，Ｎｏｄｅｌｉ( )( )( ) （１３）
Ｎｏｄｅｌ ＋１ｉ ＝ ｗ ｉ 􀱋 ｔａｎｈ Ｎｏｄｅｌ ＋１ｉ( ) ＋ １ － ｗ ｉ( ) 􀱋 Ｎｏｄｅｌｉ

（１４）

　 　 　 　 Ｎｏｄｅｌ ＋１
ｉ ＝ ｍｅａｎ ∑

ｒ∈Ｍｄ，Ｍｑ

Ｎｏｄｅｌ ＋１ｉ( ) （１５）

　 　 其中， Ｎｏｄｅｌ ＋１ｉ 表示第 ｉ 个节点在 ｌ 次更新后的

节点表示， Ｒ 表示邻接矩阵； Ｎｒ
ｉ 表示第 ｒ 种边类型

下第 ｉ 个节点的所有邻居节点的集合； Ｗ（ ｌ）
ｒ 表示在

第 ｌ 层图运算中第 ｒ 种边类型下权重矩阵； Ｗ（ ｌ）
０ 表

示固定的初始化关系矩阵； ｆｇａｔｅ（·） 表示一层线性转

化函数； σ（·） 为 ｓｉｇｍｏｉｄ 激活函数；Ä表示哈达马

积。
４）输出模块。 该模块主要是对交互推理模块

得到的节点信息进行最后的关于问题答案的支持句

预测。 首先，按照公式（１６）通过两层全连接层网络

ｆｓｅｎｔ（·） 分别对交叉注意力层得到的整合文档表示

ＱＤ′ 和卷积网络层得到的全局节点表示 Ｎｏｄｅｅｎｄ 计

算支持句概率预测值，最后按照公式（１７）通过二分

类交叉熵损失函数（Ｂｉｎａｒｙ Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ， ＢＣＥ）计

算支持句预测的损失 Ｌｓｅｎｔ。 在预测时，选择预测概

率大于 ｔｈｒｅｓｈｏｌｄ 的句子作为最终支持句预测结果。

ｙ^ｓｅｎｔ ＝ ｆｓｅｎｔ ＱＤ′( ) ＋ ｗ·ｆｓｅｎｔ Ｎｏｄｅｅｎｄ( ) （１６）

Ｌ ＝ ＢＣＥ ｙ^ｓｅｎｔ，ｙｓｅｎｔ( ) （１７）
２．２．２　 答案预测模型

答案预测模型包含 ４ 个模块，框架如图 ５ 所示。
（１）图构建模块。 该模块除了根据文挡选择模

型得到的相关文档集通过设定的规则构建节点图之

外，还通过支持句信息构建支持句节点图。 支持句

节点图通过支持句节点之间两两相连进行构建，得
到关于相关文档的邻接矩阵 Ｍｄ、 关于问题的邻接

矩阵 Ｍｑ 以及关于支持句的邻接矩阵 Ｍｓ。
（２）词嵌入模块。 该模块是将问题 Ｑ 和相关文
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档集转化为如下格式： ［ＣＬＳ］ ＋ “ ｙｅｓ” ＋ “ ｎｏ” ＋
Ｑ ＋ ［ＳＥＰ］ ＋ Ｄｒｅｌｅｖａｎｔ ＋ ［ＳＥＰ］，接着使用 ＥＬＥＣＴＲＡ
模型对 ｓｅｐ 进行编码处理，生成整合后的文档表示

ＱＤ ∈ ＲＬ×ｄ。
（３）交互推理模块。 该模块根据上述构建好的

节点图以及向量表示 ｄ 通过交叉注意力和多级图卷

积网络，对问题和相关文档信息进行交互推理。 交

叉注意力网络的信息更新过程与支持句选择模型中

交互推理模块的交叉注意力计算过程一致，得到更

新后的整合文本表示 ＱＤ′， 然后通过多级关系图卷

积网络进行节点信息更新。 具体过程为：首先根据

公式 （ １１） ～ 公式 （ １５） 得到全局节点信息表示

Ｎｏｄｅｇｌｏｂａｌ， 然后将支持句节点表示和支持句邻接矩

阵 Ｍｓ 作为 Ｇａｔｅ －ＲＧＣＮ 的输入，按照公式（１８） －
（２０）对支持句节点进行更新，最后按照公式（２１）将
全局节点表示和支持句表示进行拼接通过注意力网

络得到最终的节点表示 Ｎｏｄｅｆｕｓｅ。

　 　 Ｎｏｄｅｓｕｐ （ ｌ ＋１）
ｉ ＝ σ（∑

ｒ∈Ｍｓ
∑
ｊ∈Ｎｉ

Ｗｓｕｐ Ｎｏｄｅｓｕｐ （ ｌ）
ｊ ＋

Ｗｓｕｐ
０ Ｎｏｄｅｓｕｐ （ ｌ）

ｊ ） （１８）
　 　 　 　 　 ｗ ｉ ＝ σ ｆｇａｔｅ Ｎｏｄｅｓｕｐ （ ｌ ＋１）

ｉ( )( ) （１９）
Ｎｏｄｅｓｕｐｉ ＝ ｗ ｉ 􀱋 ｔａｎｈ Ｎｏｄｅｓｕｐ （ ｌ ＋１）

ｉ( ) ＋ １ － ｗ ｉ( ) 􀱋
Ｎｏｄｅｓｕｐ （ ｌ）

ｉ （２０）
　 Ｎｏｄｅｆｕｓｅ ＝ Ａｔｔｅｎｔｉｏｎ （ Ｃｏｎｃａｔ （Ｎｏｄｅｇｌｏｂａｌ，

Ｎｏｄｅｓｕｐ （ ｌ ＋１））） （２１）

相关文档集
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连
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层

图 ５　 答案预测模型架构图

Ｆｉｇ． ５　 Ａｎｓｗｅｒ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 （４）输出模块。 该模块通过交互推理模块得到

更新后的整合文本表示 ＱＤ′， 以及更新后的节点表

示 Ｎｏｄｅｆｕｓｅ 进行问题答案的最终预测。 首先根据预

测的支持句集可以得到支持句集的标记 ＭＡＳＫｓｕｐ，
该标记将限定预测答案片段的始末位置只在支持句

集的范围内。 通过注意力网络对融合节点表示

Ｎｏｄｅｆｕｓｅ 的信息进行交互拓展，随后通过两层全连接

层网络 ｆｓｐａｎ（·） 得到相关文档集中每一个 ｔｏｋｅｎ基于

节点信息的得分 ｙｓｅｎｔ， 最后结合支持句的 ＭＡＳＫ 标

记得到最终的答案开始位置得分 ｙ^ｓｔａｒｔ 和结束位置得

分 ｙ^ｅｎｄ。 如公式（２２） ～公式（２４）所示。
ｙｓｅｎｔ ＝ ｆｓｐａｎ Ａｔｔｅｎｔｉｏｎ Ｎｏｄｅｆｕｓｅ，ＱＤ′( )( ) （２２）

ｙ^ｓｔａｒｔ ＝ ｆｓｐａｎ ＱＤ′( ) ＋ ｙｓｅｎｔ ＋ ＭＡＳＫｓｕｐ （２３）

ｙ^ｅｎｄ ＝ ｆｓｐａｎ ＱＤ′( ) ＋ ｙｓｅｎｔ ＋ ＭＡＳＫｓｕｐ （２４）

　 　 在训练时，通过公式（２５）计算答案范围预测的

损失 Ｌｓｐａｎ。 其中， ＣＥ（·） 是交叉熵损失函数。 在预

测时，通过 ｓｉｇｍｏｉｄ 激活函数得到答案起始位置的预

测概率值，如公式（２６）所示。

Ｌｓｐａｎ ＝ ＣＥ ｙ^ｓｔａｒｔ，ｙｓｔａｒｔ( ) ＋ ＣＥ ｙ^ｅｎｄ，ｙｅｎｄ( ) （２５）

Ｐｓｔａｒｔ，Ｐｅｎｄ ＝ σ ｙ^ｓｔａｒｔ，ｙ^ｅｎｄ( ) （２６）

３　 实验结果与分析

３．１　 实验环境

实验 使 用 的 编 程 语 言 是 Ｐｙｔｈｏｎ３． ８， 基 于

ＣＵＤＡ１０．２，Ｐｙｔｏｒｃｈ １．６．０ 框架搭建模型的实验环境；
服务器操作系统为 Ｕｂｕｎｔｕ１８． ０４，内存为 １２８ ＧＢ，
ＧＰＵ 为 １２ ＧＢ Ｎｖｉｄｉａ Ｔｉｔａｎ ＸＰ，模型在 ８ 块 ＧＰＵ 上

运行。 模型中的具体参数见表 １。

６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



表 １　 阅读推理模型参数

Ｔａｂｌｅ １　 Ｒｅａｄｉｎｇ ｃｏｍｐｒｅｈｅｎｓｉｏｎ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

参数 参数值

预训练模型 ＥＬＥＣＴＲＡ－Ｌａｒｇｅ
词嵌入维度 １ ０２４

拼接文本最大长度 ５１２
问题最大长度 ６４

一般隐藏层维度 １ ０２４
训练 ｂａｔｃｈ＿ｓｉｚｅ ３

验证、测试 ｂａｔｃｈ＿ｓｉｚｅ １２
初始学习率 １ × １０ －５

优化器 Ａｄａｍ
ａｄａｍ＿ｅｐｓｉｌｏｎ １ × １０ －８

ｎｏｉｓｅ＿ｌａｍｂｄａ ０．１５
支持句选择模型图卷积层数 ２
支持句选择模型预测阈值 ０．５０
答案预测模型图卷积层数 ３

训练轮次 ８

３．２　 实验数据

本模型采用了 ＨｏｔｐｏｔＱＡ 数据集 ｄｉｓｔｒａｃｔｏｒ 版本

进行实验设计。 数据集包含来自维基百科的超过

１０ 万个问答样本。 数据集中每个样例都是由（候选

文档，问题，支持事实，答案）四元组组成，与简单的

阅读理解数据集不同，该数据集不仅给出了答案标

签，还提供了支持句作为线索标签。 为此，还引入了

新的评价指标 ｓｕｐ＿Ｆ１ 和 ｓｕｐ＿ＥＭ， 用于评估多跳推

理模型找到正确支持证据的能力。 目前，大多数多

跳推理模型都是针对该数据集进行研究的。 表 ２ 为

ＨｏｔｐｏｔＱＡ 数据集的数据样例。 其中斜体字体为推

理链上的关键句子，加粗下划线字体为正确答案。
３．３　 实验结果

为了验证整体模型的性能，选择了 ４ 个有代表性

的基于图神经网络的阅读推理模型 （ ＤＦＧＮ［５］、
ＳＡＥ［６］、ＨＧＮ［２５］、ＡＭＧＮ［２６］ ）以及基线模型（Ｂａｓｅｌｉｎｅ
Ｍｏｄｅｌ［７］），在上述数据集的验证集上进行比较，整体

模型与其他模型在上述评价指标上的结果见表 ３。

表 ２　 ＨｏｔｐｏｔＱＡ 数据集数据样例

Ｔａｂｌｅ ２　 ＨｏｔｐｏｔＱＡ ｄａｔａｓｅｔ ｄａｔａ ｓａｍｐｌｅ

文档 １ ［１］ Ａｌｌｉｓｏｎ Ｂｅｔｈ ＂ Ａｌｌｉｅ＂ Ｇｏｅｒｔｚ （ｂｏｒｎ Ｍａｒｃｈ ２， １９９１） ｉｓ ａｎ Ａｍｅｒｉｃａｎ ｍｕｓｉｃｉａｎ．
［２］ Ｇｏｅｒｔｚ ｉｓ ｋｎｏｗｎ ｆｏｒ ｈｅｒ ｓａｔｉｒｉｃａｌ ｓｏｎｇｓ ｂａｓｅｄ ｏｎ ｖａｒｉｏｕｓ ｐｏｐ ｃｕｌｔｕｒｅ ｔｏｐｉｃｓ．
［３］ Ｈｅｒ ｖｉｄｅｏｓ ａｒｅ ｐｏｓｔｅｄ ｏｎ ＹｏｕＴｕｂｅ ｕｎｄｅｒ ｔｈｅ ｎａｍｅ ｏｆ Ｃｏｓｓｂｙｓｗｅａｔｅｒ．
［４］ Ｓｕｂｊｅｃｔｓ ｏｆ ｈｅｒ ｓｏｎｇｓ ｈａｖｅ ｉｎｃｌｕｄｅｄ ｔｈｅ ｆｉｌｍ ＂ Ｔｈｅ Ｒｏｏｍ＂ ， ｔｈｅ ｃｈａｒａｃｔｅｒ Ｍｉｌｈｏｕｓｅ ｆｒｏｍ ｔｈｅ ｔｅｌｅｖｉｓｉｏｎ ｓｈｏｗ ＂ Ｔｈｅ
Ｓｉｍｐｓｏｎｓ＂ ， ａｎｄ ｔｈｅ ｇａｍｅ Ｄｕｎｇｅｏｎｓ ＆ Ｄｒａｇｏｎｓ．
…

文档 ２ ［１］ Ｂａｒｔｈｏｌｏｍｅｗ ＪｏＪｏ ＂ Ｂａｒｔ＂ Ｓｉｍｐｓｏｎ ｉｓ ａ ｆｉｃｔｉｏｎａｌ ｃｈａｒａｃｔｅｒ ｉｎ ｔｈｅ Ａｍｅｒｉｃａｎ ａｎｉｍａｔｅｄ ｔｅｌｅｖｉｓｉｏｎ ｓｅｒｉｅｓ ＂ Ｔｈｅ Ｓｉｍｐｓｏｎｓ＂
ａｎｄ ｐａｒｔ ｏｆ ｔｈｅ Ｓｉｍｐｓｏｎ ｆａｍｉｌｙ．
［２］ Ｈｅ ｉｓ ｖｏｉｃｅｄ ｂｙ Ｎａｎｃｙ Ｃａｒｔｗｒｉｇｈｔ ａｎｄ ｆｉｒｓｔ ａｐｐｅａｒｅｄ ｏｎ ｔｅｌｅｖｉｓｉｏｎ ｉｎ ＂ Ｔｈｅ Ｔｒａｃｅｙ Ｕｌｌｍａｎ Ｓｈｏｗ＂ ｓｈｏｒｔ ＂ Ｇｏｏｄ Ｎｉｇｈｔ＂
ｏｎ Ａｐｒｉｌ １９， １９８７．
［３］ Ｃａｒｔｏｏｎｉｓｔ Ｍａｔｔ Ｇｒｏｅｎｉｎｇ ｃｒｅａｔｅｄ ａｎｄ ｄｅｓｉｇｎｅｄ Ｂａｒｔ ｗｈｉｌｅ ｗａｉｔｉｎｇ ｉｎ ｔｈｅ ｌｏｂｂｙ ｏｆ Ｊａｍｅｓ Ｌ． Ｂｒｏｏｋｓ＇ ｏｆｆｉｃｅ．
…

文档 ３ ［１］ Ｍｉｌｈｏｕｓｅ Ｍｕｓｓｏｌｉｎｉ ｖａｎ Ｈｏｕｔｅｎ ｉｓ ａ ｆｉｃｔｉｏｎａｌ ｃｈａｒａｃｔｅｒ ｆｅａｔｕｒｅｄ ｉｎ ｔｈｅ ａｎｉｍａｔｅｄ ｔｅｌｅｖｉｓｉｏｎ ｓｅｒｉｅｓ ＂ Ｔｈｅ Ｓｉｍｐｓｏｎｓ＂ ，
ｖｏｉｃｅｄ ｂｙ Ｐａｍｅｌａ Ｈａｙｄｅｎ， ａｎｄ ｃｒｅａｔｅｄ ｂｙ Ｍａｔｔ Ｇｒｏｅｎｉｎｇ ｗｈｏ ｎａｍｅｄ ｔｈｅ ｃｈａｒａｃｔｅｒ ａｆｔｅｒ Ｐｒｅｓｉｄｅｎｔ Ｒｉｃｈａｒｄ Ｎｉｘｏｎ′ｓ

ｍｉｄｄｌｅ ｎａｍｅ．
［２］ Ｌａｔｅｒ ｉｎ ｔｈｅ ｓｅｒｉｅｓ， ｉｔ ｉｓ ｒｅｖｅａｌｅｄ ｔｈａｔ Ｍｉｌｈｏｕｓｅ＇ｓ ｍｉｄｄｌｅ ｎａｍｅ ｉｓ ＂Ｍｕｓｓｏｌｉｎｉ．＂

… …

问题 Ｍｕｓｉｃｉａｎ ａｎｄ ｓａｔｉｒｉｓｔ Ａｌｌｉｅ Ｇｏｅｒｔｚ ｗｒｏｔｅ ａ ｓｏｎｇ ａｂｏｕｔ ｔｈｅ ＂ Ｔｈｅ Ｓｉｍｐｓｏｎｓ＂ ｃｈａｒａｃｔｅｒ Ｍｉｌｈｏｕｓｅ， ｗｈｏ Ｍａｔｔ Ｇｒｏｅｎｉｎｇ ｎａｍｅｄ
ａｆｔｅｒ ｗｈｏ？

支持事实 文档 １：１、２、３；文档 ３：１

答案 Ｐｒｅｓｉｄｅｎｔ Ｒｉｃｈａｒｄ Ｎｉｘｏｎ

　 　 由表 ３ 可见，在支持句的预测能力上，本模型与

目前基于图神经网络的模型中表现最好的 ＡＭＧＮ
模型相比，在 ＥＭ 值和 Ｆ１ 值上分别提升了 １．７８％和

０．５５％，表明相比于需要兼顾支持句选择和答案预

测的多任务模型，以提升支持句选择的精度作为模

型目标在支持句选择上更有优势。 而在答案片段的

预测能力上，本模型除了比 ＡＭＧＮ 模型在 ＥＭ 值和

Ｆ１ 值上分别降低了 ０．６７％和 ０．４９％外，相比于其他

模型都有一定的提升，充分说明了先提取支持句再

预测答案片段的分阶段模型存在可行性。 最后对比

７第 ８ 期 李君涛，等： 基于多阶段推理的多跳机器阅读理解



模型整体的联合评价效果，本模型相比于效果最好

的 ＡＭＧＮ 模型在 ＥＭ 值和 Ｆ１ 值上分别提升了

１．１６％和 ０．２６％，整体结果来看，本模型可以为处理

多跳阅读理解任务提供另一种解决思路。
表 ３　 模型各指标结果对比

Ｔａｂｌｅ ３　 Ｍｏｄｅｌ ｍｅｔｒｉｃ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ

模型
支持句

ＥＭ ／ ％ Ｆ１ ／ ％

答案片段

ＥＭ ／ ％ Ｆ１ ／ ％

联合

ＥＭ ／ ％ Ｆ１ ／ ％

Ｂａｓｅｌｉｎｅ ２０．３２ ６４．４９ ４５．６０ ５９．０２ １０．８３ ４０．１６

ＤＦＧＮ ５１．５０ ８１．６２ ５６．３１ ６９．６９ ３３．６２ ５９．８２

ＳＡＥ－ｌａｒｇｅ ６１．５３ ８６．８６ ６６．９２ ７９．６２ ４５．３６ ７１．４５

ＨＧＮ－ｌａｒｇｅ ６２．７６ ８８．４７ ６９．２２ ８２．１９ ４７．１１ ７４．２１

ＡＭＧＮ＋ ６３．５７ ８８．８３ ７０．５３ ８３．３７ ４７．７７ ７５．２４

本模型 ６５．３５ ８９．３８ ６９．８６ ８２．８８ ４８．８３ ７５．５０

３．４　 消融实验

为了验证支持句选择模型中阅读推理部分的网

络结构是否能够有效提升实验效果，在验证集上进

行消融实验，来验证交叉注意力网络和关系图卷积

网络是否能够有效提升模型的效果，实验结果见表

４。 由此可见，当实验去除了支持句选择模型交互推

理模块的交叉注意力网络，模型在验证集上支持句

的 ＥＭ 值和 Ｆ１ 值分别降低了 ０．８５％和０．６５％；当实

验去除了支持句选择模型交互推理模块的关系图卷

积网络，在验证集上支持句的 ＥＭ 值和 Ｆ１ 值分别降

低了 １．１４％和 ０．９７％，表明通过关系图卷积网络加

深文档中句子与句子之间、句子与问题之间的信息

融合，可以有效提升支持句预测模型的精度。
为了验证答案预测模型中输出、推理和输出中

的关键结构是否能够有效提升实验效果，在验证集

上进行消融实验来验证各结构的效果，实验结果见

表 ５。 可见，当实验去除了答案预测模型交互推理

模块的交叉注意力网络，模型在验证集上答案片段

的 ＥＭ 值和 Ｆ１ 值分别降低了 ０．７７％和 ０．６７％；当实

验去除了答案预测模型交互推理模块的多级关系图

卷积网络，模型在验证集上答案片段的 ＥＭ 值和 Ｆ１
值都呈现显著下降；当实验将 ＭＡＳＫ 标记操作替换

为直接将支持句集作为答案预测模型的初始输入，
即将任务转化为单跳阅读理解任务时，模型在验证

集上答案片段的 ＥＭ值和 Ｆ１ 值分别下降了１．９５％和

１．６９％，这表明直接将第一阶段支持句选择模型预

测得到的支持句集作为第二阶段答案预测模型的原

始输入并不可取。 原因在于文档中的前后句子间有

一定的承接关系，并且可能存在使用代词指代前面

出现过的名词的情况，损失语义信息，而通过 ＭＡＳＫ
标记的方式是在模型输出时对答案片段截取的范围

进行限制，不会存在上述问题。

表 ４　 支持句选择模型消融实验结果

Ｔａｂｌｅ ４ 　 Ｒｅｓｕｌｔｓ ｏｆ ｓｕｐｐｏｒｔｉｎｇ ｓｅｎｔｅｎｃｅ ｓｅｌｅｃｔｉｏｎ ｍｏｄｅｌ ａｂｌａｔｉｏｎ
ｅｘｐｅｒｉｍｅｎｔ

ＥＭ ／ ％ 浮动 Ｆ１ ／ ％ 浮动

支持句模型 ６５．３５ － ８９．３８ －

ａ）去除交叉注意力 ６４．５０ －０．８５ ８８．７３ －０．６５

ｂ）去除关系图卷积 ６４．２１ －１．１４ ８８．４１ －０．９７

表 ５　 答案预测模型消融和对比实验结果

Ｔａｂｌｅ ５ 　 Ｒｅｓｕｌｔｓ ｏｆ ａｎｓｗｅｒ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ａｂｌａｔｉｏｎ ａｎｄ
ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔｓ

ＥＭ ／ ％ 浮动 Ｆ１ ／ ％ 浮动

答案预测模型 ６９．８６ ８２．８８

ａ）去除交叉注意力 ６９．０８ －０．７８ ８２．２１ －０．６７

ｂ）去除多级关系图卷积网络 ６８．７７ －１．０９ ８１．９３ －０．９５

ｃ）替换ＭＡＳＫ标记为输入时提取支持句 ６７．９０ －１．９６ ８１．１７ －１．７１

３．５　 结果分析

本节对于模型在验证集上不同类别（ｃｏｍｐａｒｉｓｏｎ，
ｂｒｉｄｇｅ）和不同答案种类 （ｙｅｓ ／ ｎｏ，ｓｐａｎ）的数据，进行

了评价指标的比对，结果见表 ６。
从 Ｙａｎｇ 等［７］的分析可知，ｄｉｓｔｒａｃｔ 版本 ＨｏｔｐｏｔＱＡ

数据集中问题类别为 ｃｏｍｐａｒｉｓｏｎ 的数据样例占比

２０％，ｂｒｉｄｇｅ 类型的占 ８０％。 而从实验结果来看，模
型对样本量较少的 ｃｏｍｐａｒｉｓｏｎ 类型的问题表现更

好，而针对问题需要在不同文档中找到桥接词并进

行推导时，模型效果在各方面都表现一定程度的下

降，这说明模型还需要在更有效地提取文档中的承

接线索，以此对不同段落文档的数据中建立更准确

的联系。 从答案种类的角度看，对于 ｙｅｓ ／ ｎｏ 类别问

题，模型在答案片段预测的 ＥＭ 值和 Ｆ１ 值上分别达

到了 ９３．０４％和 ９３．１５％的高水平表现；而 ｓｐａｎ 类型

数据答案始末位置不确定，导致预测难度增大，模型

表现相较于 ｙｅｓ ／ ｎｏ 类别的问题存在较大差距。

８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



表 ６　 不同类别问题实验结果

Ｔａｂｌｅ ６　 Ｒｅｓｕｌｔｓ ｏｆ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ｄｉｆｆｅｒｅｎｔ ｃａｔｅｇｏｒｉｅｓ ｏｆ ｑｕｅｓｔｉｏｎｓ

类别
支持句

ＥＭ ／ ％ Ｆ１ ／ ％

答案片段

ＥＭ ／ ％ Ｆ１ ／ ％

联合

ＥＭ ／ ％ Ｆ１ ／ ％

问题类别 ｃｏｍｐａｒｉｓｏｎ ７７．３１ ９２．８７ ８０．０２ ８５．２６ ６３．０４ ７９．８８

ｂｒｉｄｇｅ ６２．３３ ８８．４９ ６７．３２ ８２．２７ ４５．２５ ７４．４０

答案种类 ｙｅｓ ／ ｎｏ ８２．３４ ９４．０８ ９３．０４ ９３．１５ ７７．７３ ８７．４５

ｓｐａｎ ６４．２４ ８９．０７ ６８．３８ ８２．２１ ４６．９６ ７４．７４

　 　 此外，本文还探究了模型预测答案的错误样例，
错误类型可以分为答案不全类、是否错误类、实体错

误类这 ３ 种，表 ７ 中列举了其统计结果和部分样例。
统计结果显示在数据集所有的错误结果中，答案预

测不全的错误类型占比最大，然而其大部分预测的

内容并不影响答案所表达的意思。 如样例所示，问
题的 标 准 答 案 为 “ Ｇｒｅｅｎｗｉｃｈ Ｖｉｌｌａｇｅ， Ｎｅｗ Ｙｏｒｋ
Ｃｉｔｙ”，而模型的预测结果为“Ｇｒｅｅｎｗｉｃｈ Ｖｉｌｌａｇｅ”，线

索支持句预测准确，在非严格限制回答格式的情况

下可以认为是正确答案。 但由于不完全一致，使得

ＥＭ 值降低，这也解释了评价指标中 ＥＭ 值和 Ｆ１ 值

相差较大的原因。 实体错误类占 ２５．４２％。 从样例

中可以看出虽然结果回答错误，但能预测到与标准

答案同属性的政府职位，而线索支持句的预测上 ３
个关键句子提取了其中 ２ 个，支撑线索不完全导致

最终预测结果出现偏差。

表 ７　 错误样例

Ｔａｂｌｅ ７　 Ｅｘａｍｐｌｅｓ ｏｆ Ｅｒｒｏｒ

类型 样例

答案不全类（７３．１４％） 问题：Ｔｈｅ ｄｉｒｅｃｔｏｒ ｏｆ ｔｈｅ ｒｏｍａｎｔｉｃ ｃｏｍｅｄｙ ＂ Ｂｉｇ Ｓｔｏｎｅ Ｇａｐ＂ ｉｓ ｂａｓｅｄ ｉｎ ｗｈａｔ Ｎｅｗ Ｙｏｒｋ ｃｉｔｙ？

预测答案：Ｇｒｅｅｎｗｉｃｈ Ｖｉｌｌａｇｅ　 　 　 　 　 　 　 　 　 　 　 标准答案：Ｇｒｅｅｎｗｉｃｈ Ｖｉｌｌａｇｅ， Ｎｅｗ Ｙｏｒｋ Ｃｉｔｙ

支持句 ＥＭ 比：２ ／ ２

是否错误类（１．４４％） 问题：Ａｒｅ Ｒａｎｄｏｍ Ｈｏｕｓｅ Ｔｏｗｅｒ ａｎｄ ８８８ ７ｔｈ Ａｖｅｎｕｅ ｂｏｔｈ ｕｓｅｄ ｆｏｒ ｒｅａｌ ｅｓｔａｔｅ？

预测答案：ｙｅｓ　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 标准答案：ｎｏ

支持句 ＥＭ 比：３ ／ ２

实体错误类（２５．４２％） 问题：Ｗｈａｔ ｇｏｖｅｒｎｍｅｎｔ ｐｏｓｉｔｉｏｎ ｗａｓ ｈｅｌｄ ｂｙ ｔｈｅ ｗｏｍａｎ ｗｈｏ ｐｏｒｔｒａｙｅｄ Ｃｏｒｌｉｓｓ Ａｒｃｈｅｒ ｉｎ ｔｈｅ ｆｉｌｍ Ｋｉｓｓ ａｎｄ Ｔｅｌｌ？

预测答案：Ｕｎｉｔｅｄ Ｓｔａｔｅｓ ａｍｂａｓｓａｄｏｒ　 　 　 　 　 　 　 　 标准答案：Ｃｈｉｅｆ ｏｆ Ｐｒｏｔｏｃｏｌ

支持句 ＥＭ 比：２ ／ ３

４　 结束语

本文提出一种处理多跳阅读理解任务的多阶段

模型结构。 基于逐步精炼信息的思路，通过基于

ＰＬＭ 的深度学习模型依次提取与问题有关的相关

文档集、支持句集以及最终的答案片段，并在答案预

测模型中提出多级关系图卷积网络对关键信息进行

充分交互。 在 Ｄｉｓｔｒａｃｔ 版本的 ＨｏｔｐｏｔＱＡ 数据集上进

行的实验表明，本文模型与基于图神经网络的其他

模型相比综合表现具有一定优势。 对最后的实验结

果进行分析，发现支撑线索不完全或冗余会影响最

终预测结果的准确性，针对此部分的问题将是后续

模型改进的重点方向。 在未来的工作中，本文将专

注于答案为片段式以及推理线索为桥连类型的问题

进行研究，使模型具备更加综合且全面的推理能力。
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