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基于混合 ＴＬＢＯ－ＤＥ 算法的图像去噪卷积神经网络

王小伟， 高　 明， 孙希霞

（南京邮电大学 物联网学院， 南京 ２１０００３）

摘　 要： 针对用于图像去噪的卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＣＮＮ）的超参数与结构难以确定的问题，本文提出

了一种基于混合教与学优化算法（Ｔｅａｃｈｉｎｇ－Ｌｅａｒｎｉｎｇ－Ｂａｓｅｄ Ｏｐｔｉｍｉｚａｔｉｏｎ， ＴＬＢＯ）和差分进化算法（Ｄｉｆｆｅｒｅｎｔｉａｌ Ｅｖｏｌｕｔｉｏｎ， ＤＥ）的
ＣＮＮ 网络并应用于图像去噪。 首先，建立了 ＣＮＮ 超参数与结构优化的数学模型；其次，提出了一种混合 ＴＬＢＯ－ＤＥ 算法，并将

其用于去噪 ＣＮＮ 超参数与结构的优化。 在该混合 ＴＬＢＯ－ＤＥ 算法的进化前期，种群以较大的概率采用 ＤＥ 算法的进化机制进

行进化，从而提高种群多样性；在进化后期，种群以较大的概率采用 ＴＬＢＯ 算法的“教”机制进行进化，从而提高算法收敛速度；最
后，在公共的医学图像数据集上对所提方法进行测试。 实验结果表明，与基于遗传算法、ＤＥ 和 ＴＬＢＯ 等算法的 ＣＮＮ 去噪方法相

比，本文所提方法具有更好的优化性能和图像去噪性能。 与目前去噪性能较好的块匹配滤波（Ｂｌｏｃｋ－Ｍａｔｃｈｉｎｇ ａｎｄ ３Ｄ ｆｉｌｔｅｒｉｎｇ，
ＢＭ３Ｄ）、去噪卷积神经网络（Ｄｅｎｏｉｓｉｎｇ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＤｎＣＮＮ）方法相比，本文所提方法具有更好的去噪性能。
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０　 引　 言

在医疗系统中，医学图像在各种疾病的诊断和

治疗方面发挥着不可替代的作用。 然而，医学图像

中往往含有复杂的噪声。 所以，在对医学图像进行

处理前要进行去噪处理，去除不必要的干扰信号，提
高图像的质量。

传统的图像去噪方式可分为空间域滤波和变换



域滤波两类。 空间域滤波算法有邻域平均法、中值

滤波、低通滤波等［１］。 变换域滤波算法有傅里叶变

换、沃尔什－哈达玛变换、余弦变换、Ｋ－Ｌ 变换以及

小波变换等［２］。 随着深度学习技术的不断发展，深
度神经网络因其适应性强等优点成为目前主流的图

像去噪方法，典型的图像去噪深度神经网络有卷积

神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＣＮＮ）、生
成对抗网络及循环神经网络等［３－４］。

ＣＮＮ 是目前最流行、研究最广的深度神经网络

之一。 Ｌｅｃｕｎ［４］在 １９９８ 年首次提出基于梯度学习的

ＣＮＮ ＬｅＮｅｔ［５］，并将其成功用于手写数字字符识别。
此后，学者们对 ＣＮＮ 进行不断地改进，Ｈｅ 等提出了

ＲｅｓＮｅｔ 结构［６］，在网络结构上增加了残差模块用于

解决网络过深引起的退化问题。
虽然 ＣＮＮ 在图像处理领域有着独特的优越性，

但 ＣＮＮ 的超参数与结构通常是基于经验知识和大量

的实验设置的，需要尝试超参数与结构的指数组合。
寻找到合适的参数设置方式需要花费大量的时间和

精力，超参数与网络结构的设置在本质上为优化问

题。 按照搜索方式的不同，优化算法可以划分为确定

性算法和随机性算法。 确定性算法有梯度下降法、牛
顿法、Ｆｒａｎｋ－Ｗｏｌｆｅ 算法等；与传统的确定性算法相

比，随机性算法更加适合于复杂优化问题的求解。
作为一类新型的随机性算法，进化算法具有自

组织、自适应、自学习的特性，能够不受问题性质的

限制，有效地处理传统优化算法难以解决的复杂问

题［７－８］。 越来越多的学者使用进化算法优化神经网

络的超参数与结构［７－１０］，Ｌｉｕ 等应用候选超参数集

对超参数进行初始化，应用遗传（Ｇｅｎｅ Ａｌｇｏｒｉｔｈｍ，
ＧＡ）算法对超参数进行优化［９］。 但 ＧＡ 的交叉及变

异算子往往是根据经验选取的，各种算子均有优缺

点和适用场景，难以选取最优算子。 此外，ＧＡ 不能

及时利用种群的反馈信息，导致算法的搜索速度较

慢。 Ｒａｊｅｓｈ 等［１０］ 采 用 差 分 进 化 （ Ｄｉｆｆｅｒｅｎｔｉａｌ
Ｅｖｏｌｕｔｉｏｎ，ＤＥ）算法对 ＣＮＮ 的超参数与结构进行优

化。 尽管 ＤＥ 算法具有鲁棒性强、收敛速度快、全局

搜索能力强等特点，但仍存在搜索易停滞等不足。
教 与 学 优 化 （ Ｔｅａｃｈｉｎｇ － Ｌｅａｒｎｉｎｇ － Ｂａｓｅｄ

Ｏｐｔｉｍｉｚａｔｉｏｎ， ＴＬＢＯ）算法是 Ｒａｏ 等于 ２０１０ 年提出

的一种较新的进化算法［１１］。 ＴＬＢＯ 算法具有收敛速

度快、所需参数少等优点。 现有研究表明，与粒子

群、ＤＥ 和 ＧＡ 等其他众所周知的进化算法相比，该
算法具有更强的优化性能［１２］。

ＴＬＢＯ 算法自提出以来，众多学者对其进行了

研究和改进。 改进机制主要围绕种群初始化方法、
学习因子及混合算法等方面。 Ｔａｎｇ 等提出了一种混

合 ＴＬＢＯ 算法，通过引入三层编码器和多种群初始化

策略解决分布式柔性车间调度问题［１３］；Ｋａｖｅｈ 等将

ＴＬＢＯ 的“教”阶段与量子计算相结合，通过定义量子

“教”阶段预测优化算法最优解可能的位置，有效地提

高了 ＴＬＢＯ 算法的稳定性和鲁棒性［１４］；Ｔｓａｉ 等在

“教”阶段引入 ８ 种新的变异策略，在“学”阶段引入 ４
种新的变异策略，以增强 ＴＬＢＯ 算法的搜索能力［１５］。
目前，ＴＬＢＯ 算法在车间调度等领域有着十分广泛的

应用［１６］。 但鲜有研究将 ＴＬＢＯ 算法应用于 ＣＮＮ 超参

数与结构的优化。 此外，传统 ＴＬＢＯ 算法及其相关改

进算法仍存在容易陷入局部极值等缺点。 因此，如何

对 ＴＬＢＯ 算法进行改进并将其应用于 ＣＮＮ 超参数与

结构的优化需要进一步研究。
本文提出了一种混合 ＴＬＢＯ－ＤＥ 算法，并将其

融合入 ＣＮＮ 网络，应用于医学图像去噪。 首先，建
立了 ＣＮＮ 超参数与结构优化的数学模型；其次，设
计了一种混合 ＴＬＢＯ－ＤＥ 算法，用于优化去噪 ＣＮＮ
的超参数与结构。 ＴＬＢＯ 算法具有较强的局部搜索

能力，但容易陷入局部极值，因此本文将 ＤＥ 算法引

入到 ＴＬＢＯ 中，以提高 ＴＬＢＯ 算法的全局搜索能力。
实验结果表明，与基于 ＧＡ、ＤＥ 和 ＴＬＢＯ 等算法的去

噪 ＣＮＮ 及目前去噪性能较好的块匹配滤波（Ｂｌｏｃｋ－
Ｍａｔｃｈｉｎｇ ａｎｄ ３Ｄ ｆｉｌｔｅｒｉｎｇ， ＢＭ３Ｄ）、去噪卷积神经网

络（Ｄｅｎｏｉｓｉｎｇ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＤｎＣＮＮ）
相比，本文所提网络具有更好的去噪性能。

１　 ＣＮＮ 超参数与结构优化模型

传统的图像去噪 ＣＮＮ 网络如图 １ 所示。 去噪

ＣＮＮ 是由多个卷积层、激活函数层以及批归一化层

连接而成。 卷积层的主要作用为提取图像特征；激
活函数的作用为引入非线性映射，让网络能够学习

更为复杂的数据；批归一层的作用是将数据的分布

转换为均值为 ０、方差为 １ 的正态分布，加快网络的

训练和收敛速度。

噪声图像 Co
nv
+A

ct
+B

N

Co
nv
+A

ct
+B

N

Co
nv
+A

ct
+B

N

去噪图像

图 １　 图像去噪 ＣＮＮ 示意图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ａｎ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ ＣＮＮ
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　 　 在本文中，ＣＮＮ 去噪网络由多个残差网络块或

者密集网络块串联而成。 残差网络和密集网络在结

构上具有相似性但又各自具有不同的特性如图 ２ 所

示。 残差网络块和密集网络块中包含基本的卷积层、
激活函数层以及批归一化层，残差网络块结构如图 ２
（ａ）所示。 残差网络可以在保留深层网络深度的同时

保留浅层网络特征优势，避免网络退化问题。 密集网

络块结构如图 ２（ｂ）所示，通过直接级联来自不同层

的特征图可以实现特征重用，以此提升效率［１７］。
输入 输入

相加
输出 输出

级联

（ａ） 残差网络块　 （ｂ） 密集网络块

图 ２　 残差网络块与密集网络块示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ ｂｌｏｃｋｓ ｖｅｒｓｕｓ ｄｅｎｓｅ
ｎｅｔｗｏｒｋ ｂｌｏｃｋｓ

　 　 构成 ＣＮＮ 的最为关键的超参数［１８］分别为：网络

块的类型 （ Ｔｙｐｅ Ｏｆ Ｂｌｏｃｋ， ＴＯＢ）、网络块的个数

（Ｎｕｍｂｅｒ Ｏｆ Ｂｌｏｃｋｓ， ＮＯＢ）、卷积层层数（Ｎｕｍｂｅｒ ｏｆ
Ｃｏｎｖ ｌａｙｅｒｓ， ＮＯＣ）、卷积核大小（Ｆｉｌｔｅｒ Ｓｉｚｅ， ＦＳ）、卷
积核 个 数 （ Ｎｕｍｂｅｒ Ｏｆ Ｆｉｌｔｅｒｓ， ＮＯＦ）、 激 活 函 数

（Ａｃｔｉｖａｔｉｏｎ， ＡＣＴ）、优化器（Ｏｐｔｉｍｉｚｅｒ， ＯＰＴ）、批归一

化处理（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ， ＢＮ）、学习率（Ｌｅａｒｎｉｎｇ
Ｒａｔｅ， ＬＲ）、损失函数（Ｌｏｓｓ Ｆｕｎｃｔｉｏｎ， ＬＦ）、批量大小

（Ｂａｔｃｈ Ｓｉｚｅ， ＢＳ）。 学习率控制网络模型的学习进

度［１９］；损失函数计算预测数值与真实数值的差异，即
损失值［２０］ ；批量大小为一次训练所抓取的数据样本

数量。 利用 １１ 维的向量 ［ＴＯＢ， ＮＯＢ， ＮＯＣ， ＦＳ，
ＮＯＦ， ＡＣＴ， ＯＰＴ， ＢＮ， ＬＲ， ＬＦ， ＢＳ］可以完整地表示

一个 ＣＮＮ 去噪网络，如图 ３ 所示。

Conv(8,[3*3])

ReLU

BN

Conv(8,[3*3])

ReLU

BN

图 ３　 实例向量表示的具体网络

Ｆｉｇ． ３　 Ｓｐｅｃｉｆｉｃ ｎｅｔｗｏｒｋ ｒｅｐｒｅｓｅｎｔｅｄ ｂｙ ｔｈｅ ｉｎｓｔａｎｃｅ ｖｅｃｔｏｒ
　 　 去噪 ＣＮＮ 的 １１ 个超参数的类型、范围及参数的

下标表示见表 １。 根据表 １，可以将一个网络块类型为

Ｒｅｓｉｄｕａｌ 即 ＴＯＢ［０］、网络块个数为 ２ 即 ＮＯＢ［０］、卷积

层层数为 １ 即 ＮＯＣ［０］、卷积核大小为 ３∗３ 即 ＦＳ［０］、
卷积核个数为 ８ 即 ＮＯＦ［０］、激活函数为 ＲｅＬＵ 即 ＡＣＴ
［０］、优化器为 Ａｄａｍ 即 ＯＰＴ［０］、批归一化处理为 Ｔｒｕｅ
即 ＢＮ［１］、学习率为 ０．１ 即 ＬＲ［０］、损失函数为（Ｍｅａｎ
Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ， ＭＡＥ）即 ＬＦ［０］、批量大小为 ８ 即 ＢＳ
［０］的网络结构用一个 １１ 维的实例向量Ｐ ＝ ［０， ０， ０，
０， ０， ０， ０， １， ０， ０， ０］表示。 例如，图 ３ 所表示的去噪

ＣＮＮ 由两个残差网络块组成。 残差网络块由 ８ 层卷积

层、激活函数层以及批归一化层组成，其中卷积核的大

小为 ３∗３。 所以，每个网络都可以由［ＴＯＢ， ＮＯＢ，
ＮＯＣ， ＦＳ， ＮＯＦ， ＡＣＴ， ＯＰＴ， ＢＮ， ＬＲ， ＬＦ， ＢＳ］这种形

式的向量表示。

表 １　 超参数的类型、范围及参数的下标表示

Ｔａｂｌｅ １　 Ｔｙｐｅ， ｓｃｏｐｅ， ａｎｄ ｓｕｂｓｃｒｉｐｔ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆ ｔｈｅ ｈｙｐｅｒｐａｒａｍｅｔｅｒｓ

超参数 超参数的选择范围 下标表示

网络结构类型 Ｒｅｄｉｓｕａｌ，Ｄｅｎｓｅ ＴＯＢ＝［０，１］

网络块个数 ２，３，４，５，６，７ ＮＯＢ＝［０，１，２，３，４，５］

卷积层层数 １，２，３，４ ＮＯＣ＝［０，１，２，３］

卷积核大小 ３∗３，５∗５，７∗７ ＦＳ＝［０，１，２］

卷积核个数 ８，１６，３２，６４，１２８ ＮＯＦ＝［０，１，２，３，４］

激活函数 ＲｅＬＵ，Ｔａｎｈ，Ｌｅａｋｙ ＲｅＬＵ ＡＣＴ＝［０，１，２］

优化器 Ａｄａｍ，Ａｄａｄｅｌｔａ，Ａｄａｍａｘ，ＳＧＤ，Ａｄａｇｒａｄ ＯＰＴ＝［０，１，２，３，４］

批归一化处理 Ｆａｌｓｅ，Ｔｒｕｅ ＢＮ＝［０，１］

学习率 ０．１，０．０１，０．００１ ＬＲ＝［０，１，２］

损失函数 ＭＡＥ，ＭＳＥ ＬＦ＝［０，１］

批量大小 ８，１６，３２，６４，９６ ＢＳ＝［０，１，２，３，４］
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２　 基于混合 ＴＬＢＯ－ＤＥ 的去噪 ＣＮＮ 超参数

与结构的优化

２．１　 ＴＬＢＯ 算法

构建具有最佳去噪能力的 ＣＮＮ 网络本质上为

寻找最佳 ＣＮＮ 超参数与结构的组合，即从给定超参

数与结构取值空间中寻找最优解，所以 ＣＮＮ 超参数

与结构的设置在本质上为最优化问题［２１］。
ＴＬＢＯ 算法作为一种较新的进化算法，与 ＤＥ 和

ＧＡ 等进化算法相比，具有参数少、求解速度快和精

度高等优点［１２］。 ＴＬＢＯ 算法通过模拟人类在学习过

程中的“教”和“学”两个阶段的学习方法，提高群体

中个体的能力。 然而，ＴＬＢＯ 算法的全局搜索能力

有限，容易陷入局部极值［１４］。
为进一步提高 ＴＬＢＯ 算法的全局搜索能力，本

文将 ＤＥ 引入 ＴＬＢＯ 算法，提出了一种混合 ＴＬＢＯ－
ＤＥ 算法，用于 ＣＮＮ 超参数与结构的优化。 在该算

法的进化前期，种群以较大的概率采用 ＤＥ 算法的

进化机制进行全局搜索；在进化后期，种群以较大的

概率采用 ＴＬＢＯ 的“教”阶段进行进化，从而提高进

化后期的收敛速度。
２．２　 混合 ＴＬＢＯ－ＤＥ 算法

混合 ＴＬＢＯ－ＤＥ 算法基本流程如图 ４ 所示。 首

先，基于精细向量参数集 θｄ 随机生成个体 Ｐ ｉ ＝
（Ｐ ｉ，１，Ｐ ｉ，２，…，Ｐ ｉ，ｄ）（ ｉ ＝ １，２，…，Ｎ）， 每个个体的适

应度值设置为该个体对应的 ＣＮＮ 用训练集进行训

练后获得的所有去噪图像与干净图像的峰值信噪比

（Ｐｅａｋ Ｓｉｇｎａｌ－ｔｏ－Ｎｏｉｓｅ Ｒａｔｉｏ，ＰＳＮＲ ）值的均值。
为平衡全局搜索和局部搜索，种群在进化过程

中分别以概率 ω ＝ ｔ ／ Ｔ 和 １ － ω 采用 ＴＬＢＯ 算法的

“教”和 ＤＥ 算法的进化机制进行进化， ｔ 和 Ｔ 分别

表示当前进化代数和最大进化代数。 当种群选择

ＤＥ 算法的进化机制进化时，个体的更新机制为：首
先，从种群中随机选出 ３ 个与当前个体 Ｐ ｉ（ ｉ ＝ １，２，
…，ＮＰ） 不同的 ３ 个个体 Ｐ ｉ１、Ｐ ｉ２、Ｐ ｉ３。 通过 Ｐ ｉ１、Ｐ ｉ２、
Ｐ ｉ３ 和常数因子 Ｆ 产生一个全新的个体 Ｖｉ（ ｉ ＝ １，２，
…，ＮＰ）， 如公式（１）所示：

Ｖｉ ＝ Ｐ ｉ１ ＋ Ｆ × （Ｐ ｉ２ － Ｐ ｉ３） （１）
　 　 其次，利用 Ｐ ｉ 和 Ｖｉ 生成个体 Ｕｉ ，如公式（２）所
示：

Ｕｉ，ｊ ＝
Ｐ ｉ， ｊ，　 Ｒｖ ≤ Ｃｒ 或 ｊ ＝ ｊ

－
， ｊ

－
＝ １，２，…，ｄ

Ｖｉ， ｊ，　 ｏｔｈｅｒｗｉｓｅ{ （２）

其中， ｄ 为 Ｐ ｉ 的维度； Ｒｖ 为 ０ 和 １ 之间的随机

数； Ｃｒ为交叉概率，用来控制由 Ｖｉ 生成 Ｕｉ 的概率； ｊ
－

为随机生成的索引。
如果 Ｕｉ 的适应度值大于 Ｐ ｉ 的适应度值，即

ｆ（Ｕｉ） ＞ ｆ（Ｐ ｉ）， 则用 Ｕｉ 更新 Ｐ ｉ； 否则，不更新 Ｐ ｉ。
根据此方法，更新种群中的每个个体。

当种群选择 ＴＬＢＯ 算法的“教”机制进行优化

时，个体的更新机制为：首先从种群中选出最优个体

Ｐ ｔ， 然后利用公式 （ ３） 计算种群 Ｐ 的均值向量

Ｍｅａｎ：

Ｍｅａｎ ＝ １
ＮＰ∑

ＮＰ

ｉ ＝ １
Ｐ ｉ （３）

　 　 对于群体中的个体 Ｐ ｉ（ ｉ ＝ １，２，…，ＮＰ），利用公

式（４）得到新个体 Ｐｎｅｗ：
Ｐｎｅｗ ＝ Ｐ ｉ ＋ ＴＦ × （Ｐ ｔ － ｒｏｕｎｄ（１ ＋ ＴＦ） × Ｍｅａｎ）

（４）
　 　 其中， ＴＦ 用于控制教学机制的参数，其大小由

随机函数 ＴＦ ＝ ｒｏｕｎｄ［１ ＋ ｒａｎｄ（０，１）］ 控制。
如果新个体 Ｐｎｅｗ 的适应度值大于原个体 Ｐ ｉ 的

适应度值，即 ｆ（Ｐｎｅｗ） ＞ ｆ（Ｐ ｉ）， 则用 Ｐｎｅｗ 更新 Ｐ ｉ； 否

则，不更新 Ｐ ｉ。 根据此方法，更新整个种群。

通过CNN去噪网络的在训练集上获得的PSNR评估
种群P的每个个体

初始化种群
P代数t=1

开始

t=t+1，w=t/T
生成随机数r

r＞w

通过DE产生新的
种群

通过TLBO“教”阶段
产生新的种群

通过CNN去噪网络在训练集上获得的
PSNR值评估种群P的每个个体

是 否

否

是

r＞T

结束

图 ４　 混合 ＴＬＢＯ－ＤＥ 算法的流程图

Ｆｉｇ． ４　 Ｆｌｏｗｃｈａｒｔ ｏｆ ｈｙｂｒｉｄ ＴＬＢＯ－ＤＥ ａｌｇｏｒｉｔｈｍ

３　 实验结果与分析

３．１　 数据集及参数设置

采用公开可用的医学图像数据集 ＭＲＩ 对所提

基于混合 ＴＬＢＯ－ＤＥ 算法的去噪 ＣＮＮ 进行训练、测
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试和验证，ＭＲＩ 数据集由１ ２５０张像素大小为 ２５６×
２５６ 的图像组成，６０％设置为训练集、２０％为测试集、
２０％为验证集。 由于实际医学图像中噪声的产生方

式过于复杂，所以用标准偏差 σ ＝ ２０ 的高斯噪声模

拟医学图像中的噪声。
本文实验运行环境为 Ｕｂｕｎｔｕ ２０．０４．３ ＬＴＳ 操作

系统，ＣＰＵ 为 Ｉｎｔｅｌ（Ｒ） Ｘｅｏｎ（Ｒ） Ｓｉｌｖｅｒ ４２１４ ＣＰＵ ＠
２． ２０ ＧＨｚ， 内 存 为 ３２ Ｇ ＲＡＭ， 显 卡 为 ＮＶＩＤＩＡ
Ｃｏｒｐｏｒａｔｉｏｎ ＧｅＦｏｒｃｅ ＲＴＸ ２０８０ Ｔｉ， 算 法 使 用

ＴｅｎｓｏｒＦｌｏｗ 框架在 Ｖｉｓｕａｌ Ｓｔｕｄｉｏ Ｃｏｄｅ 软件上运行

１０ 小时。
为验证所提基于混合 ＴＬＢＯ－ＤＥ 算法的去噪

ＣＮＮ 的性能，将其与基于 ＧＡ、ＤＥ、 ＴＬＢＯ 的去噪

ＣＮＮ 及去噪性能较好的 ＢＭ３Ｄ、ＤｎＣＮＮ 进行对比实

验。 基本参数设置如下：种群大小 ＮＰ 设置为 ２０，进
化代数 Ｔ 设置为 １０。 初始精细基因集 θｄ 设置：网络

块的类型为［Ｒｅｄｉｓｕａｌ，Ｄｅｎｓｅ］、网络块个数为［３， ４，
５］、卷积层层数为 ［２， ３］、卷积核大小为 ［ ３ × ３，
５×５］、卷积核个数为 ［ １６， ３２， ６４］、激活函数为

［ＲｅＬＵ， Ｔａｎｈ］、优化器为［Ａｄａｇｒａｄ， Ａｄａｍ， ＳＧＤ］、
批归一化处理为 ［ Ｆａｌｓｅ， Ｔｒｕｅ］、学习率为 ［ ０． １，
０．０１］、损失函数为 ［ＭＳＥ，ＭＡＥ］、 批量大小为［１６，
３２］。 ＧＡ 的保留率设置为 ０．４，交叉率设置为 ０．３，
变异率设置为 ０．１［９］。 ＤＥ 的交叉率 Ｃｒ 设置为 ０．７，
常数 Ｆ 设置为 ０．５［１０］。 ＢＭ３Ｄ 和 ＤｎＣＮＮ 采用公开

代码，参数设置与原文保持一致。 鉴于进化算法的

随机性，基于 ＴＬＢＯ－ＤＥ、ＴＬＢＯ、ＤＥ 及 ＧＡ 的去噪

ＣＮＮ 分别在 ＭＲＩ 数据集上独立运行 １０ 次。
３．２　 评价指标

峰值 信 噪 比 （ Ｐｅａｋ Ｓｉｇｎａｌ － ｔｏ － Ｎｏｉｓｅ Ｒａｔｉｏ，
ＰＳＮＲ） 是一种衡量图像质量的指标。 本文将单个

去噪 ＣＮＮ 的适应度值定义为该网络在训练集上训

练结束后获得的所有去噪图像与干净图像的 ＰＳＮＲ
值的均值。 峰值信噪比的计算方法如公式（５）所

示：

ＰＳＮＲ ＝ １０ × ｌｏｇ１０（
（２ｎ － １） ２

ＭＳＥ
） （５）

　 　 其中， ＭＳＥ 为原始图像与去噪后的图像之间的

均方误差。
ＰＳＮＲ 取值范围为 ２０～４０ ｄＢ， ＰＳＮＲ 值越大，图

片质量越好。
结构相似性（ Ｓｔｒｕｃｔｕｒａｌ Ｓｉｍｉｌａｒｉｔｙ， ＳＳＩＭ） 分别

从亮度、对比度、结构三方面度量图像相似性。 均

值作为亮度的估计，标准差作为对比度的估计，协方

差作为结构相似程度的度量。 ＳＳＩＭ 取值范围［０，
１］，值越大，表示图像失真越小，越相似。 ＳＳＩＭ 的计

算方法如公式（６） 所示：

ＳＳＩＭ（ｘ，ｙ） ＝
（２μｘμｙ ＋ Ｃ１）（２σｘｙ ＋ Ｃ２）

（μ２
ｘ ＋ μ２

ｙ ＋ Ｃ１）（σ２
ｘ ＋ σ２

ｙ ＋ Ｃ２）
（６）

　 　 其中， Ｃ１ 和 Ｃ２ 为常数； μｘ 和 μｙ 分别为图像 ｘ和
ｙ 的均值； σｘ 和 σｙ 分别为图像 ｘ 和 ｙ 的方差； σｘｙ 为

图像 ｘ 和 ｙ 的协方差。
３．３　 实验结果对比分析

为了验证本文所提出的基于 ＴＬＢＯ－ＤＥ 的去噪

ＣＮＮ 的性能，与基于 ＧＡ、ＤＥ、ＴＬＢＯ 的去噪 ＣＮＮ 及

ＢＭ３Ｄ 和 ＤｎＣＮＮ 进行性能对比，从主观和客观两个

角度对实验结果进行评价。
为了客观地评估网络的去噪质量，本文实验使

用 ＰＳＮＲ 和 ＳＳＩＭ 对 ６ 种不同的去噪网络进行评价。
由于每种网络在训练集、验证集和测试集上获

得的 ＰＳＮＲ 和 ＳＳＩＭ 较为一致，所以本文仅展示 ６ 种

网络在测试集上获得的ＰＳＮＲ和 ＳＳＩＭ。 ６ 种网络在

用训练集进行训练后在测试集上获得的所有去噪图

像与原始干净图像的 ＰＳＮＲ 和 ＳＳＩＭ 的均值见表 ２，
括号中的值为基于 ＤＥ、ＧＡ、ＴＬＢＯ、ＴＬＢＯ－ＤＥ 的去

噪 ＣＮＮ 在 １０ 次实验中获得的 ＰＳＮＲ 和 ＳＳＩＭ 的标

准差。 由于 ＢＭ３Ｄ 和 ＤｎＣＮＮ 算法并不是随机算

法，所以表 ２ 没有给出基于 ＢＭ３Ｄ 和 ＤｎＣＮＮ 算法获

得的 ＰＳＮＲ 和 ＳＳＩＭ 的标准差。
表 ２　 噪声等级 σ＝２０ 时，不同网络的平均 ＰＳＮＲ 和 ＳＳＩＭ

Ｔａｂｌｅ ２ 　 Ａｖｅｒａｇｅ ＰＳＮＲ ａｎｄ ＳＳＩＭ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋｓ ｗｈｅｎ
ｎｏｉｓｅ ｌｅｖｅｌ σ＝２０

模型
指标

ＰＳＮＲ ＳＳＩＭ

ＢＭ３Ｄ ２０．８３６ ５ｄＢ ０．２８０ ５

ＤｎＣＮＮ ２６．７５６ ６ｄＢ ０．７８５ ５

ＤＥ ３１．９９１ ６ｄＢ（０．５７８ ５） ０．８７４ ４（０．０５７ １）

ＧＡ ３０．６８５ ８ｄＢ（１．５２４ ８） ０．８１５ ９（０．１１４ ２）

ＴＬＢＯ ３１．０９９ ７ｄＢ（０．６８５ ５） ０．８１４ ５（０．０６２ ８）

ＴＬＢＯ－ＤＥ ３２．１９０ ７ｄＢ（０．４５６ ９） ０．８８５ ８（０．０５１ ９）

　 　 由表 ２ 可以看出，本文方法在两个指标上均取

得最优值，说明本文方法具有更好的去噪性能。 此

外，与基于 ＤＥ、ＧＡ 及 ＴＬＢＯ 算法的去噪 ＣＮＮ 相比，
本文基于混合 ＴＬＢＯ－ＤＥ 算法的去噪 ＣＮＮ 的 ＰＳＮＲ
和 ＳＳＩＭ的标准差最小，说明本文方法具有更好的稳

定性。
　 　 ４ 种基于不同的进化算法的去噪 ＣＮＮ 在训练

集上获得的 ＰＳＮＲ 的均值在 １０ 次实验中的平均收

６０１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



敛曲线如图 ５ 所示，横坐标表示进化代数（在 ＴＬＢＯ
算法中，种群按照“教”或“学”阶段完成一次更新即

认为种群进化一代），纵坐标表示 １０ 次实验中峰值

信噪比的均值。 由图 ５ 可以看出，ＤＥ 的收敛精度较

高，其全局搜索能力较强；ＴＬＢＯ 算法的局部搜索能

力较强而全局搜索能力较差，其收敛精度低于 ＤＥ
的收敛精度；本文将 ＴＬＢＯ 的局部搜索能力和 ＤＥ
的全局搜索能力进行结合，混合 ＴＬＢＯ－ＤＥ 算法能

够更好地平衡全局搜索和局部搜索，具有更高的收

敛精度和稳定性。
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图 ５　 基于 ４ 种进化算法的去噪 ＣＮＮ 的 ＰＳＮＲ 收敛曲线

Ｆｉｇ． ５　 ＰＳＮＲ ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅ ｏｆ ｄｅｎｏｉｓｉｎｇ ＣＮＮ ｂａｓｅｄ ｏｎ ｆｏｕｒ
ｅｖｏｌｕｔｉｏｎａｒｙ ａｌｇｏｒｉｔｈｍｓ

　 　 ６ 种算法对 ＭＲＩ 测试集中的两幅典型的图像的

去噪结果如图 ６ 所示。 由图 ６ 可以看出，与 ＢＭ３Ｄ
及 ＤｎＣＮＮ 去噪后的图像相比，经过 ＴＬＢＯ－ＤＥ 的去

噪 ＣＮＮ 网络去噪后的图像具有更为明显的轮廓，更
强的亮度，更少的噪声和更为清晰的纹理。

(e)DE (f)GA (g）TLBO (h)TLBO-DE

(a)原始图像 (b)噪声图像 (c）BM3D (d)DnCNN

图 ６　 噪声水平 σ＝２０ 时，ＭＲＩ数据集脑图 １ 和 ２ 的视觉结果

Ｆｉｇ． ６　 Ｖｉｓｕａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ＭＲＩ ｄａｔａｓｅｔ ｂｒａｉｎ ｍａｐ １， ２ ｗｈｅｎ ｎｏｉｓｅ

ｌｅｖｅｌ σ＝２０

４　 结束语

针对 ＣＮＮ 超参数与结构难以确定的问题，本文

提出了一种混合 ＴＬＢＯ－ＤＥ 算法，并将其应用于去

噪 ＣＮＮ 超参数与结构的优化。 该算法将 ＤＥ 算法

引入到 ＴＬＢＯ 算法，提高了算法的全局优化能力和

稳定性。 实验结果表明与 ＢＭ３Ｄ、ＤｎＣＮＮ 以及基于

ＤＥ、ＧＡ、ＴＬＢＯ 算法的去噪 ＣＮＮ 相比，本文所提出

的基于混合 ＴＬＢＯ－ＤＥ 算法的去噪 ＣＮＮ 具有更优

的图像去噪效果。
本文模型仍存在着一些不足，如容易陷入局部

极值等，今后将结合鲸鱼算法等进化算法对所提算

法进一步改进，以提高其优化能力和去噪性能。 此

外，本文所提算法需要将每个个体对应的 ＣＮＮ 网络

在整个训练集上训练，计算复杂度较高。 今后将使

用迁移学习等技术，将在小型图像数据集上训练获

得的有效去噪网络模型应用于大型数据集的去噪任

务中，从而降低算法计算复杂度。
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