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摘　 要： 传统基于数据分析的投资组合构建方法使用简单的统计学模型，不仅难以发现市场规律，且在处理大量数据时效率

不高。 而深度强化学习算法具备强大的数据处理和分析能力，能够通过学习自适应调整策略，从海量金融数据中提取出有效

信息，处理复杂多变市场环境并为投资决策提供科学建议。 针对金融资产价格具有非平稳特点和各资产间具有相互依赖性

的问题，本文基于深度强化学习中的深度确定性策略梯度 ＤＤＰＧ 算法，设计了一种并行投资组合特征提取网络 ＰＰＦＮｅｔ 作为

策略网络用于构建投资组合。 实验结果表明，ＰＰＦＮｅｔ 相较于其他主流投资组合构建方法，取得了最优的收益效益，且表现出

良好的稳定性。
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０　 引　 言

随着信息科技进步，深度学习在金融科技领域

广泛应用。 大多数金融市场的深度学习方法，将预

测价格的波动曲线或运动趋势作为目标［１－２］，将历

史价格指标作为输入，模型可输出对应预测值，据此

做出相应投资行为。 但这种做法的性能很大程度上

是依赖于预测的准确性，且预测价格本身并不是市

场行为，将其转化为市场中的投资行动需要额外的

逻辑转换。 如果这种转换是通过人工手动编码实

现，那么结果不具有稳定性和扩展性［３］。
近年来，在电子竞技［４］和棋类游戏［５］中，深度

强化学习表现突出。 如果把金融市场看作是一个不

断进化的环境，那么强化学习的方法可以很好地应

用在量化交易这一领域［６］，可以提供一个与金融市

场更为贴合的决策方案［７］。
齐岳等［８］在中证 １００ 指数中随机选取 １６ 只股

票作为数据集，将深度强化学习中的 ＤＤＰＧ 算法构

建的投资组合与等权重投资组合进行收益价值对

比。 结果表明，在各阶段 ＤＤＰＧ 算法构建组合表现



均更优。 王康等［９］利用 ＴＤ３和 ＰＧ两种深度学习算

法进行投资组合管理，在国内 ５ 只成交量最大的股

票上进行实验，其测试集的结果显示，年收益率分别

达到了 ８４．７１％和 ５５．０６％。 Ｊａｎｇ 等［１０］将深度学习

技术和传统的金融理论结合，使其投资组合可以根

据市场行情动态调整投资权重的同时，在夏普比率、
年化收益率和最大回撤方面上的表现优于其他主流

方法。 Ｙｕｅ等［１１］提出了一种基于深度强化学习的

抗风险投资组合交易方法，通过大量实验结果表明，
该方法优于道琼斯工业平均指数和主流最先进的方

法。
尽管相关工作已使得模型策略大致符合真实市

场行情，但仍有部分问题需要解决。 其一，资产价格

序列的非平稳使得特征学习表示困难，平稳化会阻

碍模型预测能力，不同序列产生不可区分时间注意

力。 金融时序数据具有噪声、跳跃和振荡，时变均

值、方差和协方差［１２］，深度学习模型学习特征表示

难度大。 手工特征方法［１３］泛化能力差，且平稳化限

制模型预测能力，无法捕捉事件时间依赖性［１４］。 其

二，金融资产间是相互依赖的，同一行业间的股票往

往会一起波动［１５］。 若忽略这一点，可能会导致构建

投资组合过程中面临高风险的问题。
为此，本文基于深度强化学习中的深度确定性

策 略 梯 度 （ Ｄｅｅｐ Ｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ，
ＤＤＰＧ）算法，设计了一种并行投资组合特征提取网

络 （ Ｐａｒａｌｌｅｌ Ｐｏｒｔｆｏｌｉｏ Ｆｅａｔｕｒｅ Ｅｘｔｒａｃｔｉｏｎ Ｎｅｔｗｏｒｋ，
ＰＰＦＮｅｔ）作为策略网络，用于构建投资组合。 在

ＰＰＦＮｅｔ中，一方面引入了非平稳 Ｔｒａｎｓｆｏｒｍｅｒｓ（Ｎｏｎ－
ｓｔａｔｉｏｎａｒｙ Ｔｒａｎｓｆｏｒｍｅｒｓ）解决金融时序序列非平稳性

导致特征难以表示问题；另一方面使用图卷积网络

（Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，ＧＣＮ）提取资产间依

赖性特征，避免投资组合中出现高风险状况，最终将

两部分特征进行融合做出决策。

１　 问题描述

投资组合构建指的是根据当前市场条件，将资

金按照一定比例分配到一系列金融资产的过程，在
最大化收益的同时约束资产组合的整体风险。 这种

决策过程可以通过马尔科夫决策过程进行描述，即
Ｍ ＝ ＜ Ｓ，Ａ，Ｐ，Ｒ ＞ ，其中 Ｓ 为状态空间， Ａ 为动作空

间。 其执行过程为：发生某个交易动作 ａｔ∈Ａ，则当

前状态 ｓｔ 按照以下转移分布发生变化：
ｓｔ ＋１ ～ Ｐ ｓｔ ＋１∣ｓｔ，ａｔ( ) （１）

　 　 其中， Ｐ（·） 为状态概率分布函数。
得到新状态 ｓｔ ＋１ 后，计算得到当前的收益值：

ｒｔ ＝ Ｒ ｓｔ ＋１，ｓｔ，ａｔ( ) （２）
　 　 其中， Ｒ（·） 为奖励函数，通常以组合收益进行

定义。
若投资组合中包含 ｎ 种资产，在 ｔ 时刻，投资组

合向量 ｗｔ 可描述为

ｗｔ ＝ ［ｗ１，ｔ，ｗ２，ｔ，…，ｗｎ，ｔ］ Ｔ ∈ＲＲｎ×１，∑
ｎ

ｉ ＝ １
ｗ ｉ，ｔ ＝ １ （３）

假定使用 ｃｌｏｓｅｔ ∈ＲＲ１
×ｍ 表示资产的收盘价格序

列， ｍ 表示序列窗口大小。 对应收盘价变化量 ｐｔ 可

以表示为

ｐｔ ＝
ｃｌｏｓｅｔ
ｃｌｏｓｅｔ －１

（４）

　 　 经过 Ｔ 个周期后，投资组合的资产总价值可以

表示为

Ｗｎ ＝ Ｗ０ ΠＴ
ｔ ＝ １ ｗｔ ｐｔ １ － ｃｔ( ) （５）

　 　 其中，Ｗ０为初始资产总价值， ｃｔ 为交易费比例。

２　 模型架构

本文基于深度强化学习中的 ＤＤＰＧ 算法，设计

了一种并行特征提取网络 ＰＰＦＮｅｔ 作为策略网络用

于构建投资组合，模型的整体架构如图 １所示。
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图 １　 投资组合构建模型整体架构
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　 　 首先，根据资产原始数据 Ｓｔｏｃｋ Ｄａｔａ 和因子集

合 Ｆａｃｔｏｒ Ｓｅｔ，构建一个大小为 ｎ × ｍ × ｋ 的张量作为

ＰＰＦＮｅｔ模型输入数据。 其中 ｎ 表示资产数量， ｍ 表

示窗口大小， ｋ 为通道数，表示共有 ｋ 种因子。 输入

价格序列数据 Ｘ ｔ，分别通过时间序列信息模块和依

赖性信息模块进行特征提取，得到 Ｘ ｔｅｍｐ 和 Ｘｄｅｐ，两者

进行合并生成 Ｘａｓｓｅｔ。 在投资决策模块中，将 Ｘａｓｓｅｔ 和

上一轮迭代的投资组合权重结果 ｗ ｔ －１ 共同用于计算

本次迭代的投资组合向量 ｗｔ。
２．１　 时间序列信息提取模块

本文引入非平稳 Ｔｒａｎｓｆｏｒｍｅｒｓ （ Ｎｏｎ － ｓｔａｔｉｏｎａｒｙ
Ｔｒａｎｓｆｏｒｍｅｒｓ，ＮｓＴ）作为资产时序信息提取框架，与
传统的 Ｔｒａｎｓｆｏｒｍｅｒ相比，其在架构上加入了序列标

准化和反标准化模块，使数据在标准化后，仍可以恢

复原始数据的非平稳时间依赖关系，具体架构见

图 ２。
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图 ２　 资产时间序列信息提取模块架构图

Ｆｉｇ． ２　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｉｍｅ ｓｅｒｉｅｓ ｉｎｆｏｒｍａｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ ｍｏｄｕｌｅ

　 　 对于每个资产时序数据 ｘ ＝ ［ｘ１，ｘ２，…，ｘｍ］Ｔ ∈
ＲＲｍ×ｋ，标准化后的数据 ｘ′ ＝ ［ｘ′

１，ｘ′
２，…，ｘ′

ｍ］ Ｔ∈ＲＲｍ×ｋ 可

以表示为

ｘ′
ｉ ＝
１
σ
☉（ｘｉ － μ） （６）

　 　 其中，μ ＝ １
ｍ∑

ｍ

ｉ ＝ １
ｘｉ，σ２ ＝

１
ｍ∑

ｍ

ｉ ＝ １
（ｘｉ － μ）２分别表示

原始资产价格序列的均值和方差，☉表示哈达玛积。
经过标准化后，使得模型不受到各资产原始数

据的统计差异影响。 当传统模型 输出结果 ｙ′ ＝
［ｙ′１，ｙ′２，…，ｙ′ｔ］Ｔ∈ＲＲｍ×ｋ 后，将其与初始的 μ 和σ 进行反

标准化操作，得到最终结果 ｙ ＝ ［ｙ１，ｙ２，…，ｙｔ］Ｔ∈ＲＲｍ×ｋ，
其中 ｔ 表示预测长度。 具体公式表示如下：

ｙ′ ＝ （ｘ′）
ｙｉ ＝ σ☉（ｙ′

ｉ ＋ μ）{ （７）

　 　 除增添额外两个标准化模块外，ＮｓＴ 对于传统

的自注意力计算方式进行了改进，以获取到资产数

据的时间依赖性。 原始的自注意力计算公式为

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ Ｓｏｆｔｍａｘ
ＱＫＴ
　 ｄｋ

æ

è
ç

ö

ø
÷ Ｖ （８）

　 　 其中， Ｑ，Ｋ，Ｖ∈ＲＲｍ×ｄｋ 分别是长度为 ｍ，维度为

ｄｋ 的查询、键和值。 假设嵌入层和前馈层 ｆ（·） 保持

线性特性，且每个资产序列 ｘ 的方差相同均为 σ。
经过标准化后，对于 Ｑ ＝ ［ｑ１，ｑ２，…，ｑｍ］ Ｔ，根据

ｘ′ ＝
ｘ － Ｅμｘ

Ｔ

σ
ｑｉ ＝ ｆ（ｘｉ） （９）

　 　 其中， Ｅ∈ＲＲｍ×１ 为全 １向量。 可以得到标准化

后的 Ｑ′：

Ｑ′ ＝
Ｑ － ＥμＱ

Ｔ

σ
（１０）

　 　 同理可得， Ｋ′ ＝
Ｋ － Ｅ〛μＫ

Ｔ

σ
， Ｖ′ ＝

Ｖ － Ｅμ Ｖ
Ｔ

σ
。 因

此标准化后可以得到如下等式：

Ｓｏｆｔｍａｘ
ＱＫＴ
　 ｄｋ

æ

è
ç

ö

ø
÷ ＝ Ｓｏｆｔｍａｘ

σ ２Ｑ′Ｋ′ Ｔ ＋ Ｅμ ＴＱＫＴ
　 ｄｋ

æ

è
çç

ö

ø
÷÷ （１１）

　 　 从等式（１１）中可以看出，计算注意力分数时需要

用到原始资产序列中的方差σ、Ｑ和Ｋ。 令去稳定因子

τ ＝ σ２， Δ ＝ Ｋ μＱ，则改进后的注意力计算公式为
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Ａｔｔｅｎｔｉｏｎ（Ｑ′，Ｋ′，Ｖ′，τ，Δ）＝ Ｓｏｆｔｍａｘ
τＱ′Ｋ′Ｔ ＋ΔＴ

　 ｄｋ

æ

è
ç

ö

ø
÷ Ｖ′ （１２）

　 　 其中： ｌｏｇ τ ＝ ＭＬＰ（σ，ｘ）， Δ ＝ ＭＬＰ（μ ｘ，ｘ），
ＭＬＰ（·） 为多层感知机模型。 通过将原始序列中具

有非平稳表现的数学特征融合到反标准模块中，可
以恢复对原始序列的非平稳特性。 对于每个资产分

别通过各自的 ＮｓＴ模型进行特征提取，再将得到的

各资产特征值进行合并得到 Ｘｔｅｍｐ。
２．２　 资产间依赖信息提取模块

对于单个资产而言，其价格序列具有一定的波

动性。 但从市场整体来看，资产行业的整体表现更

能够反映一定的经济形式和未来的走势情况。 为了

提取资产间的依赖性信息，通过 ＧＣＮ对输入的资产

价格序列进行建模，进行资产间相互作用关系学习。
对于输入的 ｎ × ｍ × ｋ 大小的资产价格张量数

据，按照特征维度将数据进行重构，得到 ｋ 个图。 每

个图都可以通过一个邻接矩阵 Ａ 进行表示，即

Ａ ＝

ａ１，１
ａ２，１

ａ１，２
ａ２，２

…
…

ａ１，ｎ
ａ２，ｎ

︙ ⋱ ︙
ａｎ，１ ａｎ，２ … ａｎ，ｎ

é

ë

ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú

∈ＲＲｎ×ｎ （１３）

ａｉ，ｊ ＝ １ － ｃｏｒｒ Ｘ ｉ， Ｘ ｊ( ) （１４）
　 　 其中， ｃｏｒｒ（Ｘ ｉ，Ｘ ｊ） 表示资产 ｉ 和资产 ｊ 之间的

相关性，本模块的网络架构如图 ３所示。
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图 ３　 资产间依赖信息提取模块架构图

Ｆｉｇ． ３　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ａｓｓｅｔ ｄｅｐｅｎｄｅｎｃｙ ｉｎｆｏｒｍａｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ ｍｏｄｕｌｅ

　 　 ｋ 个通道的邻接矩阵 Ａ首先通过三层图卷积层

进行局部领域内资产节点信息的学习，以此来更新

当前资产节点的内容。 如果将多个图卷积层进行叠

加，则可表示为

Ｈ（ ｌ ＋１） ＝ σ Ｄ － １２ Ａ Ｄ － １２ Ｈ（ ｌ）Ｗ（ ｌ）( ) （１５）

　 　 其中，Ｈ（ｌ） 表示第 ｌ层节点的特征矩阵； Ａ ＝ Ａ ＋ Ｉ

表示图的邻接矩阵Ａ加上自连接；Ｄ 表示 Ａ 的度矩阵；
Ｗ（ｌ） 表示第 ｌ 层的权重矩阵； σ（·） 表示激活函数。

经过 ＧＣＮ后，再通过两个二维卷积层对各特征

维度上的图进行卷积操作，即对每个节点的特征向

量进行加权平均，最终得到 ｋ 个资产间依赖信息特

征 Ｘｄｅｐ，具体过程见算法 １。
算法 １　 资产间依赖信息提取模块算法

输入　 原始资产价格序列 Ｘ
输出　 资产间依赖信息特征 Ｘｄｅｐｅｎｄｅｎｃｙ
１ ｃａｌｃｕｌａｔｅ ｔｈｅ ａｄｊａｃｅｎｃｙ ｍａｔｒｉｘ： Ａ
ａｉ，ｊ ＝ １ － ｃｏｒｒ（Ｘ ｉ，Ｘ ｊ）

２ ｃａｌｃｕｌａｔｅ ｔｈｅ ｄｅｇｒｅｅ ｍａｔｒｉｘ Ｄ ｏｆ Ａ ， Ｄ ｏｆ Ａ

Ａ ＝ Ａ ＋ Ｉ，Ｄ ｉｉ ＝∑
ｊ

Ａ ｉｊ ，Ｄｉｉ ＝∑
ｊ
Ａｉｊ

３ ｃａｌｃｕｌａｔｅ ｔｈｅ ｇｒａｐｈ Ｌａｐｌａｃｉａｎ： Ｌ ＝ Ｄ － Ａ

４ ｄｅｆｉｎｅ ｔｈｅ ｗｅｉｇｈｔ ｋｅｒｎｅｌ： Ｗ ＝∑
Ｋ

ｋ ＝ ０
θ ｋ Λｋ， ｗｈｅｒｅ

ｋ ｉｓ ｔｈｅ ｆｅａｔｕｒｅ ｄｉａｇｏｎａｌ ｍａｔｒｉｘ ｏｆ Ｌ

５ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎ：Ｈ（ｌ＋１） ＝ σ（Ｄ － １２ Ａ Ｄ － １２ Ｈ（ｌ） Ｗ（ｌ））
６ ２Ｄ－ｃｏｎｖｏｌｕｔｉｏｎ： ＸｄｅｐＣｏｎｖ２Ｄ（Ｈ）

２．３　 基于深度强化学习的投资决策模块

为避免本轮决策与上轮差异过大，在决策模块

中将上轮决策 ｗ ｔ －１ 合并到特征中，可在交易中减小

交易费用、降低交易风险。 最后对整合后的特征使

用 Ｓｏｆｔｍａｘ函数进行向量归一化，产生本次的投资

组合权重向量 ｗｔ。 每一次的交易过程可由图 ４ 进

行表示。

Pt+1′

wt+1′Xt+1wt

PtPt

wt

′

′

μt

Xt buy

sell

Pt-1

wt-1

t-1 tPeriodt Periodt+1 t+1

图 ４　 ｔ 时期到 ｔ＋１ 时期的交易转化过程

Ｆｉｇ． ４　 Ｔｒａｄｉｎｇ ｔｒａｎｓｆｏｒｍａｔｉｏｎ ｐｒｏｃｅｓｓ ｆｒｏｍ ｐｅｒｉｏｄ ｔ ｔｏ ｐｅｒｉｏｄ ｔ＋１

　 　 在 ｔ 时刻，会对资产进行买入或卖出操作，则对

应投资组合权重由 ｗ′
ｔ 变为 ｗ ｔ 。 交易过程产生的交

易费会导致投资组合价值由原来的 Ｐ′
ｔ 变为 Ｐ ｔ， 其

交易剩余系数为 μｔ ∈ （０，１］。
２．３．１　 环境和智能体

在公式（４）中，令 ｃｌｏｓｅｔ ＝ ｖ，则：

８８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４卷　



　 　 　 ｐｔ ∶＝
ｖｔ

ｖｔ －１

＝
ｖ１，ｔ
ｖ１，ｔ －１

，
ｖ２，ｔ
ｖ２，ｔ －１

，…，
ｖｍ，ｔ
ｖｍ，ｔ －１

æ

è
ç

ö

ø
÷

Ｔ

（１６）

在图 ４中， ｗ′
ｔ 和 ｗｔ－１ 二者的关系可由下式表示：

ｗ′
ｔ ＝

ｙｔ☉ｗｔ －１

ｙｔ·ｗｔ －１
（１７）

　 　 可理解为，在 ｔ 阶段最初时的投资权重向量为

ｗｔ －１，由于 ｔ 时段末时市场上资产的价格相较于 ｔ 时
刻初时发生了波动，则投资权重会发生相应的转变。

在 ｔ ＋ １阶段的买卖交易受到上一时段中投资

组合权重 ｗ′
ｔ 和 ｗｔ 影响，又因 ｗｔ －１ 已知，由公式（１７）

得 ｗ′
ｔ 已知，故 ｔ ＋ １时的投资只受到 ｗｔ 影响。 可将 ｔ

时刻的动作描述为投资权重 ｗｔ，即
ａｔ ＝ ｗｔ （１８）

　 　 从图 ４中可以看出，在做出投资决策时，会受到

上一阶段的权重 ｗｔ －１ 影响，本文将其视为环境的一

部分对智能体加以约束。 因此，在 ｔ 时刻的状态可

以通过价格序列 Ｘｔ 和上阶段投资权重 ｗｔ －１ 表示，即
ｓｔ ＝ （Ｘｔ， ｗｔ －１） （１９）

２．３．２　 奖励函数

对于大多数研究，都采用对数收益作为回报函

数。 假设交易费为 ｃｔ， 则奖励函数可以通过对数收

益的期望进行表示。

Ｒ ＝ ＥＥ｛ｌｏｇｒｔ × （１ － ｃｔ）｝ ＝
１
Ｔ∑

Ｔ

ｔ ＝１
ｌｏｇ ｒｔ × （１ － ｃｔ） （２０）

　 　 其中， Ｔ 表示交易迭代总数。 此奖励函数仅以

收益单方面进行约束，忽略了交易后投资组合面临

高风险的问题。 若令 ｒ′ｔ ＝ ｌｏｇｒｔ × （１ － ｃｔ），将 ｒ′ｔ 的方

差 σ ２（ ｒ′ｔ） 定义为投资组合风险价值，则此时奖励函

数表示为

Ｒ ＝ １
Ｔ∑

Ｔ

ｔ ＝ １
ｒ′ｔ － θσ２（ ｒ′ｔ） （２１）

　 　 由图 ４可知，在 ｔ 时刻时会将投资权重由 ｗ′
ｔ 调

整为 ｗｔ，这会对整体收益产生影响，因此需要将单

位交易成本 ｃｔ 加入到奖励函数中。
２．３．３　 确定性策略梯度算法

在金融市场中，连续的投资构建可以通过奖励

函数获取即时的收益。 因此，可以通过梯度下降算

法对奖励函数进行优化来获取最优策略。 对于采取

的策略，通过一组参数 θ 进行描述，对于每次采取的

投资策略，如设策略对应描述为 π：Ｓ→Ａ，则根据当

前市场环境可有：
ａｔ ＝ πθ（ ｓｔ） （２２）

　 　 对于策略 π的性能优劣评价，可以通过相应时

间段 ［０，Ｔ］ 内的奖励函数进行比较，即根据投资组

合的收益大小来评判策略的好坏，公式描述为

Ｆ（πθ） ＝ Ｒ （２３）
　 　 因此，若模型的学习率为 η，则参数更新规则为

θ➝θ ＋ η ÑθＦ（πθ） （２４）
　 　 该规则会在每轮迭代中触发，更新 ＰＰＦＮｅｔ 中
的各个网络参数。

３　 实验

３．１　 数据集

本文参照 Ｍ６竞赛［１６］给出的资产池，选取实验

数据为从 ２０１９－０６－１０ 至 ２０２２－０６－１０，共有 ８８ 个

资产的 ６９９ 条数据作为本文的实验数据。 其中将

９０％的数据用于训练，剩余 １０％的数据用于测试。
对于因子集，选取了基本的开盘价、最高价、最

低价、收盘价和交易量行情数据。 上述所有数据均

下载自 Ｗｉｎｄ金融终端。
３．２　 评价标准

对于投资组合在一段时间内的收益效果，通常

采用最直接的累计投资组合价值 （ＡＰＶ） 作为评价

标准，其定义如下：
ＡＰＶ ＝ Ｗｎ ＝ Ｗ０ΠＴｔ ＝ １ｗｔｘｔ（１ － ｃｔ） （２５）

　 　 其中， ｘｔ 为资产收盘价的变化量； ｃｔ 为交易费

比例； Ｗ０ ＝ １为初始投资组合价值。
使用 ＡＰＶ 评价仅仅是对于最终收益表现进行

了量化，忽略对风险的考虑。 对于那些关注交易过

程的投资者，投资组合风险调整后的收益是十分重

要的［１７］。 夏普比率 （ＳＲ） 正是用来评估这一方面

的指标，含义为在承受每一单位风险的情况下，投资

组合能带来的多少超额收益。

ＳＲ ＝
ＡＰＶ － Ｒ ｆ

σｐ
（２６）

　 　 其中， Ｒ ｆ 为无风险资产的收益率， σ ｐ 为投资组

合日收益率的年化标准差。 此外，对于下行波动的

评估通常使用最大回撤 （ＭＤＤ） 进行表示：

ＭＤＤ ＝ Ｍａｘ
τ ＞ ｔ

Ｗｔ － Ｗτ

Ｗｔ
（２７）

　 　 其中， Ｗｔ 为收益最大值， Ｗτ 为 ｔ 时刻后的收益

最小值。 在 ＡＰＶ 和 ＭＤＤ 的基础上，卡玛比率

（ ＣＲ ）进一步给出了投资组合收益与最大回撤之间

的关系，即：

ＣＲ ＝ ＡＰＶ
ＭＤＤ

（２８）

３．３　 实验结果

在实验中，将本文模型 ＰＰＦＮｅｔ与目前的常用方法
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进行了比较，包括 ＥＩＩＥ［３］、ＲＭＲ［１８］、ＷＭＡＭＲ［１９］以及统

一买入并持有 （ＵＢＡＨ）和平均连续再平衡投资

（ＵＣＲＰ）策略。 具体实验对比详细结果见表 １。
表 １　 不同模型的表现对比结果

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

Ｍｏｄｅｌ ＡＰＶ ＳＲ ＣＲ

ＵＢＡＨ １．４３ ０．０４０ １．０９
ＵＣＲＰ １．２３ ０．０３８ ０．９８
ＲＭＲ ５．３６ ０．０６５ ９．７４
ＷＭＡＭＲ ２．６１ ０．０８３ １７．４５
ＥＩＩＥ ２０．１２ ０．０７５ ２２．２４
ＰＰＦＮｅｔ ８０．３５ ０．１０１ ２６４．１９

　 　 在使用到的基准模型当中，ＲＭＲ和ＷＭＡＲＭ均

为基于均值回归理论研发的模型，ＵＢＡＨ 和 ＵＣＲＰ
则是量化投资中的常见策略，而 ＥＩＩＥ 和 ＰＰＦＮｅｔ 方
法则是基于强化学习构建投资组合。

可以看出，基于强化学习的方法在各指标中均

优于其他基准模型，本文的方法 ＰＰＦＮｅｔ 优于基准

的 ＥＩＩＥ模型，说明 ＰＰＦＮｅｔ 中的各模块提取的特征

信息更利于构建有效的投资组合策略。
除对比实验外，本文还设计了消融实验，以验证

各模块的效果，效果见表 ２。
表 ２　 消融实验对比结果

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

Ｍｏｄｅｌ ＡＰＶ ＳＲ ＣＲ

ＰＰＦＮｅｔ－ｕｐ ６６．３５ ０．０７２ １７１．１７
ＰＰＦＮｅｔ－ｄｏｗｎ ４７．７６ ０．０８１ ５４．９３
ＰＰＦＮｅｔ ８０．３５ ０．１０１ ２６４．１９

　 　 其中，ＰＰＦＮｅｔ－ｕｐ 表示只使用时间序列信息模

块，ＰＰＦＮｅｔ－ｄｏｗｎ 为只是用资产依赖信息模块。 从

表 ２ 中可以看出，在 ＡＰＶ 上 ＰＰＦＮｅｔ 比 ＰＰＦＮｅｔ－ｕｐ
高出约 １７％，但 ＣＲ 却高出了约 ３５％，说明资产依赖

性信息提取模块起到了控制风险的作用。 同时，从
ＰＰＦＮｅｔ－ｄｏｗｎ 与 ＰＰＦＮｅｔ 的对比来看，ＰＰＦＮｅｔ 表现

出更佳的收益效果。

４　 结束语

本文基于深度强化学习中的 ＤＤＰＧ算法，设计了

一种并行特征提取网络 ＰＰＦＮｅｔ作为策略网络用于构

建投资组合。 通过与其他投资组合构建方法进行对

比分析，证明了本文方法具有良好的收益效果。 在接

下来的工作中，可以将文本信息对资产价格序列的影

响考虑到模型设计当中，使模型的泛化性能更佳。
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