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摘　 要： 视频边缘计算架构将视频任务部分或全部卸载至靠近网络的边端进行处理，为实时视频处理提供了一个解决方案。
为加速视频处理，本文搭建了一个视频边缘计算系统。 针对具体的疵点检测视频任务，考虑视频处理的实时性和准确度要

求，对计算卸载问题进行建模；为使卸载策略更好地适应动态的网络环境，将问题转换为马尔可夫决策过程，提出了一种基于

深度强化学习和队列预测的视频计算卸载策略。 实验结果表明，该卸载策略相较于基准策略能够在保证准确度的情况下，最
大程度地降低系统时延。
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０　 引　 言

智能制造、智慧城市等概念的迅速推进，使得各

类摄像头、移动设备和可穿戴设备遍布各地，产生了

数以亿计的视频数据亟待处理［１－２］。 基于深度学习

的工业质检算法以其高效、准确等优势被引入工厂，
推动智能制造的发展，同时也对通信技术与终端设

备提出了挑战［３－５］。 以织物疵点检测为例，在织物

的织造、印染加工等生产工序中对织物疵点进行自

动化检测时，工业摄像头通常会产生大量视频数据，
且视频数据需要实时处理，及时发现疵点，但此类终

端设备通常受到自身硬件条件限制，难以实时处理

视频任务。
传统的云计算架构将视频传输至云服务器集中

处理，由于视频任务的爆炸式增长，常常会出现网络

拥塞、任务队列堆积过大等问题，无法满足任务实时

性要求，且由于云计算中心与移动设备存在一定传输

距离，无法保证数据在传输时的安全性。 移动边缘计

算（Ｍｏｂｉｌｅ Ｅｄｇｅ Ｃｏｍｐｕｔｉｎｇ，ＭＥＣ）作为一种新型计算

架构，将任务卸载至网络边缘端处理，能够很好地解

决云计算架构中高延迟和数据安全问题［６－８］。
目前，视频边缘计算相关研究多围绕视频分析

处理、自适应视频流等问题。 Ｒａｎ 等［９］提出一个用

于边缘视频分析的深度学习框架 ＤｅｅｐＤｅｃｉｓｉｏｎ，能



够在云、边缘或本地远程执行深度学习，并考虑了模

型精度、视频质量和网络条件等因素确定卸载策略；
Ｃｈｅｎ等［１０］提出了一个基于边缘计算的智能视频监

控系统，将深度学习网络部署在边缘计算环境之中，
将计算工作负载从网络中心迁移至网络边缘，以减

少网络通信开销。
上述研究均涉及视频分析处理领域，考虑了深

度模型部署问题，其卸载策略通常采用粗粒度的二

进制卸载策略，即本地处理或完全卸载处理。 而自

适应视频流计算卸载研究通常使用部分卸载策略。
视频流具有边传输边播放的流式传输特点，常常应

用于视频播放、视频会和在线直播等系统中。 这类

研究主要提高用户视频观看体验，有些用户偏向于

视频清晰度更高，有些用户能够容忍视频的低清晰

度，但无法容忍视频卡顿。 自适应视频流能够按照

用户偏好来决定编码方式，满足不同用户需求。
Ｔｒａｎ等［１１］研究了 ＭＥＣ中自适应比特率视频缓

存与处理问题，提出了一种联合协作缓存和处理框

架，将视频缓存和请求调度问题转换成整数线性规

划问题，目的是最小化视频检索的延迟成本，同时提

出了启发式自适应码率 （ Ａｄａｐｔｉｖｅ Ｂｉｔｒａｔｅ Ｖｉｄｅｏ
Ｓｔｒｅａｍｉｎｇ，ＡＢＲ）感知主动缓存放置算法以及在线低

复杂度视频请求调度算法来寻求最优解。 Ｗａｎｇ
等［１２］考虑到动态网络条件，提出了一种基于边缘计

算范式的自适应无线视频转码框架，并提出了带宽

调整算法，以提高带宽利用率；Ｌｉｕ等［１３］则针对基于

区块链的视频流边缘计算系统，设计了一种激励机

制，提出了一种基于区块链的视频流块大小自适应

方案；Ｚｈｏｕ 等［１４］ 则针对 ３Ｄ 视频流的问题，结合

ＭＥＣ和软件定义网络提出了一种新的网络架构，同
时提出一种基于 ＡＣ（Ａｃｔｏｒ－Ｃｒｉｔｉｃ）的深度强化学习

（Ｄｅｅｐ Ｒｅｉｎｆｏｒｃｅｍｅｎｔ Ｌｅａｒｎｉｎｇ， ＤＲＬ）算法用于体验

质量优化，并引入长短期记忆递归神经网络（Ｌｏｎｇ
Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ）进行带宽预测。 综上，现
有视频计算卸载系统主要以加速视频编解码任务为

主。 在用于加速视频分析任务的视频计算卸载系统

中，卸载方案为二进制卸载策略，相较于部分卸载，
处理效率不高，无法保证系统实时性要求，同时未考

虑视频检测中准确度的影响。
本文针对视频计算卸载的特定场景，考虑检测

准确度对卸载决策所带来的影响，对计算卸载问题

进行建模，并提出了一种基于深度强化学习和队列

预测的计算卸载策略，以满足实时性和准确度的需

求；在所提策略中，加入了准确度奖励和额外奖励引

导智能体做出更优的决策；为避免智能体追求高准

确度而不断向服务器卸载任务，在双延迟深度确定

性策略梯度（Ｔｗｉｎ Ｄｅｌａｙｅｄ Ｄｅｅｐ Ｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ
Ｇｒａｄｉｅｎｔ，ＴＤ３）算法的基础上加入时序信息，预测边

缘服务器的任务队列拥塞程度，给予智能体一定的

时序信息，使其更好的感知周围环境以优化卸载策

略。 实验表明，所提卸载策略相较于其他卸载策略，
能够在保证系统准确度的前提下，最大程度地降低

系统时延。

１　 视频任务边缘计算卸载系统模型

为了加快视频处理速度，本文搭建了一个视频

边缘计算系统，如图 １所示。
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边缘
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图 １　 视频边缘计算系统

Ｆｉｇ． １　 Ｖｉｄｅｏ ｅｄｇｅ ｃｏｍｐｕｔｉｎｇ ｓｙｓｔｅｍ

　 　 该系统由多个终端设备、边缘设备 （ Ｅｄｇｅ
Ｄｅｖｉｃｅｓ，ＥＤｓ）以及边缘服务器（Ｅｄｇｅ Ｓｅｒｖｅｒｓ，ＥＳｓ）
组成。 终端设备生成并发送视频任务至 ＥＤｓ；ＥＤｓ
接收待处理视频任务后，可将其分割成多个时长相

同的视频块部分卸载至 ＥＳｓ 进行处理；最终 ＥＤｓ 将
结果发送至 ＥＳｓ，将结果存储至服务器，以方便用户

调取。 假设现有 Ｎ 个边缘设备 ｎ ＝ ｛１，２，…，Ｎ｝ 以

及 Ｍ 个边缘服务器 ｍ ＝ ｛１，２，…，Ｍ｝，在每个时隙

ｔ ＝｛１，２，…，Ｔ｝ 开始时， 边缘设备 ｎ 接收视频任务

Ｖｎ（ ｔ） 并将其分割成 Ｄｎ （ｔ）个等长的视频块；边缘设

备 ｎ 根据卸载策略 Ａ ＝ ｛αｎ（ ｔ），ｍ｝，αｎ（ ｔ） ∈ ［０，１］，
确定卸载服务器以及卸载视频块数量。

待卸载视频块数量：
ＮＯ

ｎ（ ｔ） ＝ 「Ｄｎ（ ｔ） × αｎ（ ｔ）⌉ （１）
　 　 其中， 「·⌉ 表示向上取整。

本地处理视频块数量：
ＮＬ

ｎ（ ｔ） ＝ Ｄｎ（ ｔ） － ＮＯ
ｎ（ ｔ） （２）

１．１　 本地处理模型

本地处理的视频块需要编解码，将格式转换为

ＲＧＢ格式，再进行视频推理，编解码的速率取决于边

缘设备的计算能力，将 ｆ ｅ
ｃｐｕ 表示边缘设备的 ＣＰＵ 频

率，则其对于边缘设备 ｎ在本地处理的第 ｉ个视频块，
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其编解码时延如式（３）所示：

ＬｅＲＴＲ
ｎ，ｉ （ ｔ） ＝

Ｑｅ，ＲＴＲ
ｎ （ ｔ）
ｆ ｅ
ｃｐｕ

Ｃｅ，ＲＴＲ ＋ ｉ
ｆ ｅ
ｃｐｕ

Ｃｅ，ＲＴＲ （３）

　 　 其中， Ｑｅ，ＲＴＲ
ｎ （ ｔ） 表示在时隙 ｔ 时编解码队列长

度，Ｃｅ，ＲＴＲ 表示单个视频块进行编解码操作所需的计

算资源。
视频块完成视频编解码后，进入至视频推理队

列，对于本地处理的第 ｉ 个视频块，在完成视频编解

码后，需等待推理队列中排在之前的任务完成推理

后，才能开始推理。 因此对于边缘设备 ｎ 在本地处

理的第 ｉ 视频块，其处理时延如式（４）所示：

Ｌｅ，Ｉｎｆ
ｎ，ｉ （ ｔ） ＝ ｍａｘ Ｌｅ，ＲＴＲ

ｎ，ｉ （ ｔ），Ｌｅ，Ｉｎｆ
ｎ，ｉ －１（ ｔ）( ) ＋ ＣＩｎｆ

ｆ ｅ
ｇｐｕ

（４）

其中， ｆ ｅ
ｇｐｕ 表示边缘设备视频推理处理频率。

视频处理结果上传至服务器的时延忽略不计，
则任务 Ｖｎ（ ｔ） 在本地处理的总时延即第 ＮＬ

ｎ（ ｔ） 个视

频块在本地处理完成后的时延，如式（５）所示：

Ｌｅ
ｎ（ｔ） ＝ Ｌｅ，Ｉｎｆ

ｎ，ＮＬｎ（ｔ）（ｔ） ＝ ｍａｘ（Ｌ
ｅ，ＲＴＲ
ｎ，ＮＬｎ（ｔ）（ｔ），Ｌ

ｅ，Ｉｎｆ
ｎ，ＮＬｎ（ｔ）（ｔ）） ＋ ＣＩｎｆ

ｆ ｅ
ｇｐｕ

（５）
１．２　 卸载处理模型

卸载至边缘服务器处理的视频块，需要进行编解

码，将格式转换为流媒体格式，传输至服务器后，再进

行视频推理。 在时隙 ０时，边缘设备生成编解码队列

以及传输队列，边缘服务器生成视频推理队列。
在时隙 ｔ时，编解码队列以及传输队列长度分

别为 Ｑｅ，ＲＴＦ
ｎ （ ｔ） 和 ＱＴｒａｎｓｎ （ ｔ），此时对于边缘设备 ｎ 卸

载处理的第 ｉ 视频块，其编解码时延，如式（６）所示：

Ｌｅ，ＲＴＨ
ｎ，ｉ （ ｔ） ＝

Ｑｅ，ＲＴＦ
ｎ （ ｔ）
ｆｅｃｐｕ

Ｃｅ，ＲＴＦ ＋ ｉ
ｆｅｃｐｕ

Ｃｅ，ＲＴＦ （６）

视频块完成视频编解码可进行视频传输。 边缘

设备通过无线链路将视频块上传至服务器，传输时

延由视频数据量以及传输时延决定。 在时隙 ｔ 时，
终端设备与边缘服务器的无线传输速率 τ（ ｔ） 表示

为式（７）：

τ（ ｔ） ＝ Ｂ（ ｔ） ｌｏｇ２ １ ＋ Ｐ·ｈ（ ｔ）
σ２

æ

è
ç

ö

ø
÷ （７）

　 　 其中， σ２ 表示噪声功率； Ｐ 表示发射功率；
Ｂ（ ｔ） 和 ｈ（ ｔ） 分别表示时隙 ｔ 的边缘服务器和终端

设备之间的上行带宽和信道增益。
针对卸载处理的 Ｎｏ

ｎ（ ｔ） 个视频块，每个视频块

按帧进行传输，因此无需等待编解码完全完成，只需

视频块开始编解码产生了一定量的帧数据后，视频

块便可开始传输，因此，单个视频块的传输时延如式

（８）所示：

Ｌｅ，ｔｒａｎｓ ＝ ｍａｘ Ｃｅ，ＲＴＦ

ｆｅｃｐｕ
，

Ｖｎ（ ｔ）
Ｄｎ（ ｔ）τ（ ｔ）

æ

è
ç

ö

ø
÷ （８）

　 　 其中，
Ｖｎ（ ｔ）

Ｄｎ（ ｔ）τ（ ｔ）
表示传输单个已编解码完毕

的视频块所需的传输耗时。
由于视频块可以边解码边传输，因此其传输时

延由其编解码速率和传输速率决定。 如编解码速率

较慢，则传输速率更快，其传输时延主要由编解码速

率决定；同理，如传输速率更慢，则传输时延主要由

传输速率决定，因此第 ｉ 个视频块的传输时延如式

（９）所示：
Ｌｔｒａｎｓｎ，ｉ （ ｔ） ＝ Ｌｗａｉｔｎ，ｉ （ ｔ） ＋ Ｌｅ，ｔｒａｎｓ （９）

　 　 其中， Ｌｗａｉｔｎ，ｉ （ ｔ） 表示视频块的等待时延。
视频块需在自身开始编码后且前 ｉ － １个视频块

已被传输后才开始传输，其等待时延可表示为式（１０）：
Ｌｗａｉｔｎ，ｉ （ ｔ） ＝ ｍａｘ（Ｌｔｒａｎｓｎ，ｉ －１（ ｔ），Ｌｅ，ＲＴＦ

ｎ，ｉ －１（ ｔ）） （１０）
　 　 视频块传输至服务器后，其在服务器中的编解

码时延较小且处理速度稳定，可忽略不计。 在时隙 ｔ
时，第 ｍ 个服务器的推理队列长度为 Ｑｓ，Ｉｎｆ

ｍ （ ｔ） ，因此

当前时隙 ｔ 时服务器中的视频推理队列中的剩余任

务完成时延 Ｌｓ，ｉｎｆ
ｍ，０（ ｔ） 可表示为式（１１）：

Ｌｓ，ｉｎｆ
ｍ，０（ ｔ） ＝

Ｑｓ，Ｉｎｆ
ｍ （ ｔ）·ＣＩｎｆ

ｆｓｇｐｕ
（１１）

　 　 其中， ｆ ｓ
ｇｐｕ 表示边缘服务器视频推理处理频率。

在编解码之后，视频块进入视频推理队列，则第

ｉ 个视频块的处理时延，式（１２）：

Ｌｓ，Ｉｎｆ
ｍ，ｉ （ ｔ） ＝ ｍａｘ Ｌｔｒａｎｓｎ，ｉ （ ｔ），Ｌｓ，Ｉｎｆ

ｍ，ｉ －１（ ｔ）( ) ＋ ＣＩｎｆ

ｆ ｓ
ｇｐｕ

（１２）

因此任务 Ｖｎ（ ｔ） 卸载处理的总时延即第 ＮＯ
ｎ（ ｔ） 个视

频块在服务器处理完成后的时延，式（１３）：
Ｌｓ
ｍ（ｔ） ＝ Ｌｓ，Ｉｎｆ

ｍ，ＮＯｎ（ｔ）（ｔ） ＝ ｍａｘ Ｌｔｒａｎｓｎ，ＮＯｎ（ｔ）（ｔ），Ｌ
ｓ，Ｉｎｆ
ｍ，ＮＯｎ（ｔ） －１（ｔ）( ) ＋

ＣＩｎｆ

ｆ ｓ
ｇｐｕ

（１３）

　 　 综上，任务 Ｖｎ（ ｔ） 的总处理时延如公式（１４）所
示：

Ｌｎ（ ｔ） ＝ ｍａｘ Ｌｌ
ｎ（ ｔ），Ｌｓ

ｍ（ ｔ）( ) （１４）
１．３　 视频处理准确度模型

在视频检测任务中，准确度是衡量是否正确完

成检测任务的指标［１５］。 模型参数越复杂，其准确度

相对越高。 部署复杂模型需要较多的计算资源和存

储资源，边缘设备的计算和存储资源有限，一般无法

４３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４卷　



部署过大的模型来满足较高准确度的需求，而边缘

服务器通常具备足够的资源部署较大的模型［１６］。
复杂模型的处理时延相对更长，在一定程度上会对

卸载决策产生影响。 本文将平均精度均值（Ｍｅａｎ
Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， ｍＡＰ） 作为模型性能的衡量指

标。 假设边缘设备中所部署的视频处理模型 ｍＡＰ
为ａｅ，边缘服务器端部署的模型 ｍＡＰ 为ａｓ， 则单个

边缘设备的平均精度可表示为公式（１５）：
ｍＡＰｎ（ ｔ） ＝ ｔ × ａｓ ＋ （１ － α（ ｔ）） × ａｅ （１５）

１．４　 问题模型

根据时延模型，整个系统成本可表示为式（１６）：

Ｃ（ ｔ） ＝ ｍａｘ（Ｌ（ ｔ）） （１６）

　 　 其中， Ｌ（ ｔ） ＝ ｍａｘ（Ｌ１（ ｔ），Ｌ２（ ｔ），…，ＬＮ（ ｔ））。
为了保证实时性，应使系统时延更小。 因此该

系统优化问题可表述为 ａｒｇ ｍｉｎ
Ａ（ ｔ）

Ｃ（ ｔ）， Ａ（ ｔ） 表示各

终端设备做出的卸载决策的集合， ｔ ∈｛１，…，Ｔ｝，ａ
表示系统的目标准确度， ｍＡＰｍ ≥ ａ，ａ∈［０，１］。

２　 基于 ＴＤ３ 和队列预测的计算卸载策略

２．１　 马尔科夫决策过程

为了使用强化学习算法来求解计算卸载决策问

题，需要将该问题转化为马尔可夫决策过程（Ｍａｒｋｏｖ
Ｄｅｃｉｓｉｏｎ Ｐｒｏｃｅｓｓ， ＭＤＰ）模型［１７］。 常见的 ＭＤＰ 模型

由一个四元组 ｛Ｓ，Ａ，Ｒ，Ｐ｝构成， Ｓ代表状态， Ａ代表动

作， Ｒ 代表奖励， Ｐ 为状态转移方程，即 Ｐ（Ｓ（ｔ ＋ １） ｜
Ｓ（ｔ），Ａ（ｔ））。

系统的状态空间由任务数量、带宽信息以及边

缘服务器和边缘设备的队列信息组成。 系统的状态

空间如式（１７）所示：
　 ｓ（ ｔ） ＝ Ｂ（ ｔ），Ｑｅ，ＲＴＲ（ ｔ），Ｑｅ，ＲＴＨ（ ｔ），Ｑｅ，Ｉｎｆ（ ｔ）{ ，

Ｑｔｒａｎｓ（ ｔ），Ｑｓ，Ｉｎｆ（ ｔ），Ｑｓ，Ｉｎｆ（ ｔ）} （１７）

其中， Ｑｓ，Ｉｎｆ（ ｔ） 表示预测的服务器队列信息，由
ＬＳＴＭ网络给出。

预测服务器队列在下一时刻的拥塞状态，智能

体可根据预测的队列趋势做出相对应的选择。
整体动作空间由边缘设备的卸载决策组成，即

卸载率 αｎ（ ｔ） 以及服务器的选择 ｍｎ（ ｔ）， 因此动作

空间可以被定义为式（１８）：

Ａ（ ｔ） ＝

α１（ ｔ），ｍ１（ ｔ）( ) ，
α２（ ｔ），ｍ２（ ｔ）( ) ，

…，
αＮ（ ｔ），ｍＮ（ ｔ）( )

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

（１８）

　 　 其中， αｎ（ ｔ） ∈ ［０，１］，ｍｎ（ ｔ） ∈ ｛１，２，…，Ｍ｝。
智能体的目标为最大化长期奖励，而在该问

题中，优化目标为最小化系统时延，因此智能体的奖

励函数可被定义为系统成本的负相关函数，如式

（１９）所示：
ｒ（ ｔ） ＝ － Ｃ（ ｔ） （１９）

　 　 由于智能体要满足视频处理的准确率要求，因
此需要给定准确率奖励，即式（２０）：

ｒｍＡＰ（ ｔ） ＝
ｃ，　 ｍＡＰ（ ｔ） ≥ ａ
－ ｃ， ｍＡＰ（ ｔ） ＜ ａ{ （２０）

　 　 其中， ａ 表示要求的准确率大小， ｃ 为常数值。
当智能体达到视频处理的准确率要求时，给予

ｃ 的奖励；反之，则给予惩罚。
２．２　 基于 ＬＳＴＭ 的服务器队列预测

ＬＳＴＭ 是 循 环 神 经 网 络 （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＲＮＮ）的一种，可以充分保留时序信息，解
决长期依赖问题［１８］。 长期依赖问题是指 ＲＮＮ 在进

行长时间序列数据分析时，只能处理上下文较接近

的情况，并常常出现梯度消失或梯度爆炸的问题。
而 ＬＳＴＭ可以有效保存长时间序列中的信息以及其

中的有效信息，使其不被遗忘。
本文随机采样了连续 ４００ 个时隙，随机策略下

的服务器队列长度如图 ２ 所示，可发现服务器队列

数量随着时隙变化而变化，每隔一段时间后会迎来

一个高峰。
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图 ２　 连续 ４００ 个时隙下的服务器队列长度

Ｆｉｇ． ２　 Ｑｕｅｕｅ ｌｅｎｇｔｈ ｆｏｒ ｓｅｒｖｅｒｓ ｗｉｔｈ ４００ ｔｉｍｅ ｓｌｏｔｓ

２．３　 基于 ＬＳＴＭ 与 ＴＤ３ 的计算卸载策略

深度强化学习通过智能体与环境交互以优化自

身的 动 作 策 略。 深 度 确 定 性 策 略 梯 度 （ Ｄｅｅｐ
Ｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ， ＤＤＰＧ）算法可以解决

连续动作控制问题，但该算法会累积误差，使其偏离

最优策略［１９］。 ＴＤ３ 算法在 ＤＤＰＧ 的基础上提出了

双重 Ｃｒｉｔｉｃ网络以及延迟更新，有效地解决了高偏

置问题［２０］。

５３第 ８期 周陈静， 等： 基于深度强化学习的实时视频边缘卸载策略



本文在 ＴＤ３的基础之上加入 ＬＳＴＭ网络以预测

服务器队列信息，提出了基于 ＬＳＴＭ 和 ＴＤ３ 的计算

卸 载 策 略 （ ＬＳＴＭ ａｎｄ ＴＤ３ ｂａｓｅｄ ｃｏｍｐｕｔａｔｉｏｎａｌ
ｏｆｆｌｏａｄｉｎｇ ｓｔｒａｔｅｇｙ， ＬＳＴＭ －ＴＤ３），过程如算法 １ 所

示。 在算法开始时，初始化网络并设置超参数；在每

一个时间步中，ＬＳＴＭ 网络会根据当前的服务器状

况预测下一时刻的服务器队列数量；智能体将根据

环境状态和预测信息做出动作；环境将根据智能体

的动作进入下一个状态并给予奖励以及额外奖励；
将这一步获得的经验存储至经验回放池中，并根据

经验回放池中的信息更新 Ｃｒｉｔｉｃ 网络；当训练达到

一定步数时，更新 Ａｃｔｏｒ 网络和目标网络，直到训练

结束。
算法 １　 输入　 视频任务信息 Ｄ（ ｔ），所有队列

状态 Ｑｅ，ＲＴＲ（ ｔ）， Ｑｅ，ＲＴＨ（ ｔ）， Ｑｅ，Ｉｎｆ（ ｔ）， Ｑｔｒａｎｓ（ ｔ）， Ｑｓ，Ｉｎｆ，
带宽信息 Ｂ（ ｔ）

输出　 边缘设备卸载决策集合

１ 初始化 Ｃｒｉｔｉｃ 网络 Ｑθ１、 Ｑθ２ 权重θ１、 θ２ 以及

Ａｃｔｏｒ网络 πω 权重 ω
２ 初始化目标网络 Ｑθ′１、Ｑθ′２ 权重 θ′

１ ＝ θ１、θ′
２ ＝ θ２

和 Ａｃｔｏｒ目标网络 πω′ 权重 ω′ ＝ ω
３ 初始化经验回放池 Ｂ、软更新系数 τ、学习率

α、衰减因子 γ、探索噪声 μ、策略探索噪声 􀆠
４ Ｆｏｒ ｅａｃｈ ｅｐｉｓｏｄｅ ｄｏ：
５　 　 ｓｔ􀲓 ｓｔ ＋ ＬＳＴＭ（Ｑｓ

ｔ）
６　 　 Ａｃｔｏｒ网络根据状态 Ｓ（ ｔ） 输出动作并给

予噪声 Ａ（ ｔ） ＝ πω（Ｓ（ ｔ）） ＋ μ
７　 　 执行动作 Ａ（ ｔ），获取环境奖励 Ｒ（ ｔ） 和下

一时刻状态 Ｓ（ ｔ ＋ １）
８　 　 将 （Ｓ（ ｔ），Ａ（ ｔ），Ｒ（ ｔ），Ｓ（ ｔ ＋ １）） 存入经

验回放池

９　 　 从经验回放池随机采样 Ｎ个样本 （Ｓ ｊ（ ｔ），
Ａ ｊ（ ｔ），Ｒ ｊ（ ｔ），Ｓ ｊ（ ｔ ＋ １））， ｊ ＝ １，２，…，Ｎ

１０　 　 给目标动作加入噪声 Ａｊ
 （ｔ） ＝ πω′（Ｓ（ｔ））

＋ 􀆠， 􀆠 ～ ｃｌｉｐ（Ｎ（０，σ）， － ｃ，ｃ）
１１　 Ｃｒｉｔｉｃ网络 Ｑθ１、Ｑθ２ 分别计算 Ｑ１、Ｑ２，并取

最小值作为目标 Ｑ 值ｙ ｊ：

ｙ ｊ ＝ Ｒ ｊ（ ｔ） ＋ γ ｍｉｎ
ｉ ＝ １，２

Ｑθ′ｉ（Ｓ（ ｔ ＋ １），ａ
 ）

１２　 　 通过均方差损失函数更新 Ｃｒｉｔｉｃ 网络权

重：

θｉ ＝
１
ｍ∑

ｍ

ｊ ＝ １
ｙ ｊ － Ｑθｉ Ｓ ｊ（ ｔ），Ａ ｊ（ ｔ）( )( ) ２

１３　 　 Ｉｆ ｔ％ 延迟更新步长 ＝ １：

１４　 　 　 　 通过损失函数更新 Ａｃｔｏｒ 网络权重

ω：

Ｊ θ( ) ＝ － １
ｍ∑

ｍ

ｊ ＝ １
Ｑθ１ Ｓ ｊ（ ｔ），Ａ ｊ（ ｔ）( )

１５　 　 　 　 更新 Ａｃｔｏｒ目标网络， ω′← τω ＋ （１
－ τ） ω′

１６　 　 　 　 更新 Ｃｒｉｔｉｃ目标网络， θ′
ｉ← τ θｉ ＋ （１

－ τ） θ′
ｉ

１７　 　 Ｉｆ Ｓ（ ｔ ＋ １） 为终止状态：
１８　 　 　 　 Ｅｎｄ ｆｏｒ

３　 仿真实验与结果

３．１ 参数设置

本文使用 Ｐｙｔｈｏｎ 和 Ｐｙｔｏｒｃｈ 进行仿真实验，使
用 ＮＶＩＤＩＡ Ｊｅｔｓｏｎ Ｎａｎｏ Ｂ０１ （４ ＧＢ）作为边缘设备，
边缘服务器配备 Ｉｎｔｅｌ Ｃｏｒｅ ｉ７－１２７００ＫＦ 和 ＮＶＩＤＩＡ
ＧｅＦｏｒｃｅ ＧＴＸ ３０６０。 ＭＥＣ 系统基于 Ｐｙｔｈｏｎ ３． ７ 在

Ｕｂｕｎｔｕ １８．０４ ＬＴＳ 上实现，ＤＲＬ 算法基于 ＰｙＴｏｒｃｈ
１．７．０进行训练。 在该计算卸载系统中，边缘设备部

署的模型准确度在数据集上表现为 ０．４８９，服务器部

署的模型准确度为 ０．６０５。 在该实验中，将用户所要

求的准确率设定为 ０． ５５。 每个视频块数据量为

２．４ Ｍｂ，假设每个时隙到达的视频块数量为 １－６个，
增加实验的随机性。 其余模拟环境参数见表 １。

表 １　 视频计算卸载模拟环境参数

Ｔａｂｌｅ １　 Ｖｉｄｅｏ ｃｏｍｐｕｔｉｎｇ ｏｆｆｌｏａｄ ｓｉｍｕｌａｔｉｏｎ ｅｎｖｉｒｏｎｍｅｎｔ

ｐａｒａｍｅｔｅｒｓ

参数 值

系统时间步长 Ｔ ５０

系统时隙间隔 Δ ／ Ｓｅｃ ２０

单位视频块数据量 Ｂｎ（ ｔ） ／ Ｍｂ ，∀ｎ∈ Ｎ，∀ｔ∈ Ｔ ２．４

单位视频块数量 Ｄｎ（ ｔ） ／ Ｓｅｃ ，∀ｎ∈ Ｎ，∀ｔ∈ Ｔ １ ～ ６

单位视频块 ＲＴＲ转码所需计算资源 Ｃｅ，ＲＴＲ ／ Ｃｙｃｌｅ ３．６ × １０９

单位视频块 ＲＴＦ转码所需计算资源 Ｃｅ，ＲＴＦ ／ Ｃｙｃｌｅ ７．２ × １０９

单位视频块推理所需计算资源 ＣＩｎｆ ／ Ｃｙｃｌｅ １．３ × １０９

边缘设备 ＣＰＵ处理频率 ｆｅｃｐｕ ／ ＧＨｚ １．０９

边缘设备 ＧＰＵ处理频率 ｆｅｇｐｕ ／ ＭＨｚ ９００

ＭＥＣ服务器 ＧＰＵ处理频率 ｆｓｇｐｕ ／ ＭＨｚ １３ ０００

　 　 本文将 Ａｃｔｏｒ－Ｃｒｉｔｉｃ 网络学习率（Ｌｅａｒｎｉｎｇ ｒａｔｅ，
ｌｒ）设置为１０－４，均含有一层 ５１２个神经元的隐藏层。

６３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４卷　



网络参数采用 Ａｄａｍ 优化器更新，更新参数时批处

理大小为 ２５６。 其余参数见表 ２。
表 ２　 算法参数

Ｔａｂｌｅ ２　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ

参数 值

网络学习率 １０ －４

隐藏层神经元 ５１２

批处理大小 ２５６

经验回放池 １０ ０００

衰减因子 ０．９９０

探索噪声 ０．２００

策略噪声 ０．１００

目标网络软更新程度 ０．００５

３．２　 结果分析

首先对算法的收敛性进行了探索和实验。 训练

数据为 ４５０组网络带宽序列，验证集为 ５０组网络带

宽序列。 算法在不同网络学习率下的收敛曲线图如

图 ３所示。 可以看出，当学习率为１０－２与１０－６时，算
法无法收敛；当学习率为１０－４和１０－３时，相较于１０－５，
其收敛速度更快且效果较好；学习率为１０－３，在训练

后期奖励曲线缓慢下降，出现过拟合现象。 因此，在
后续实验中选择了１０－４作为算法的学习率。
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图 ３　 不同学习率下算法收敛图

Ｆｉｇ． ３ 　 Ｃｏｎｖｅｒｇｅｎｃｅ ｇｒａｐｈ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ ａｔ ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ

ｒａｔｅｓ

　 　 为评估所提算法的有效性，本文设置如下 ５ 种

卸载策略作为基线策略，并将所提卸载策略与其进

行了比较：全本地处理策略（Ａｌｌ Ｌｏｃａｌ）、全卸载处理

策略（Ａｌｌ Ｏｆｆｌｏａｄ）、随机卸载策略（Ｒａｎｄｏｍ）、基于

ＤＤＰＧ的卸载策略（ＤＤＰＧ）、基于 ＴＤ３ 的卸载策略

（ＴＤ３）。
将系统准确度定义为边缘设备的平均准确度，

如式（２１）所示：

ｍＡＰｓｙｓ ＝
１
Ｔ∑

Ｔ

ｔ ＝ １

１
Ｎ∑

Ｎ

ｎ ＝ １
ｍＡＰｎ（ ｔ） （２１）

　 　 在不同规模的卸载系统下，每种卸载策略的系

统准确度见表 ３和表 ４， Ｎ 表示边缘设备数量，Ｓ 表

示边缘服务器数量。 不难看出，全本地处理卸载策

略所得到的系统准确度最小，全卸载策略获得的系

统准确率最大，分别代表系统准确度的上限和下限。
基于 ＤＲＬ的卸载策略的系统准确度虽不如全卸载

策略，但几乎都能高于规定的系统准确度。 而本地

策略和随机卸载策略，均达不到系统准确度要求。
表 ３　 不同设备数量（Ｎ＝５ ／ １０）下系统准确度对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｙｓｔｅｍ ａｃｃｕｒａｃｙ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ
ｄｅｖｉｃｅｓ （Ｎ＝５ ／ １０）

卸载策略
系统准确度

Ｎ５Ｓ１ Ｎ５Ｓ２ Ｎ５Ｓ３ Ｎ１０Ｓ１ Ｎ１０Ｓ２ Ｎ１０Ｓ３

ＬＳＴＭ－ＴＤ３
（本文）

０．５７４ ０．５６９ ０．５７２ ０．５７４ ０．５７３ ０．５７０

ＴＤ３ ０．５６３ ０．５６７ ０．５６８ ０．５６６ ０．５８０ ０．５８１

ＤＤＰＧ ０．５５８ ０．５７２ ０．５６８ ０．５５０ ０．５９５ ０．５７８

Ｒａｎｄｏｍ ０．５４７ ０．５４６ ０．５４７ ０．５４６ ０．５４８ ０．５４７

Ａｌｌ Ｌｏｃａｌ ０．４８９ ０．４８９ ０．４８９ ０．４８９ ０．４８９ ０．４８９

Ａｌｌ Ｏｆｆｌｏａｄ ０．６０５ ０．６０５ ０．６０５ ０．６０５ ０．６０５ ０．６０５

表 ４　 不同设备数量（Ｎ＝２０ ／ ２５）下系统准确度对比

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｙｓｔｅｍ ａｃｃｕｒａｃｙ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ
ｄｅｖｉｃｅｓ （Ｎ＝２０ ／ ２５）

卸载策略
系统准确度

Ｎ２０Ｓ１ Ｎ２０Ｓ２ Ｎ２０Ｓ３ Ｎ２５Ｓ１ Ｎ２５Ｓ２ Ｎ２５Ｓ３

ＬＳＴＭ－ＴＤ３
（本文）

０．５５２ ０．５５０ ０．５４６ ０．５５２ ０．５７５ ０．５７３

ＴＤ３ ０．５４４ ０．５６５ ０．５６２ ０．５２６ ０．５６２ ０．５６０

ＤＤＰＧ ０．５４９ ０．５８７ ０．５７８ ０．５１８ ０．５８６ ０．５７３

Ｒａｎｄｏｍ ０．５４６ ０．５４７ ０．５４７ ０．５４６ ０．５４７ ０．５４７

Ａｌｌ Ｌｏｃａｌ ０．４８９ ０．４８９ ０．４８９ ０．４８９ ０．４８９ ０．４８９

Ａｌｌ Ｏｆｆｌｏａｄ ０．６０５ ０．６０５ ０．６０５ ０．６０５ ０．６０５ ０．６０５

　 　 不同规模的卸载系统下，不同卸载策略下系统

时延大小如图 ４～图 ７所示。 可见，随着边缘设备的

增多，系统时延也随之增大。 如图 ５ ～图 ７ 所示，随
机策略下的系统时延相对更短，但其无法保证系统

准确度的要求。 而在 ＤＲＬ算法中，为了保证系统准

确度，智能体会选择牺牲部分系统时延去达到系统

准确度的要求。 相较于 ＤＤＰＧ、ＴＤ３ 策略，本文所提

的卸载策略能够明显降低系统时延，尤其是在服务

器数量增多，环境更复杂的情况下。 当服务器数量

大于 １时，所提卸载策略下的系统时延明显降低。
在图 ５和图 ６中，所提策略相较于 ＤＤＰＧ和 ＴＤ３，系
统时延几乎都有所下降，当 Ｓ ＝ ２和 Ｓ ＝ ３时，所提策

略下的系统时延下降了约 １０％ ～ ４０％左右，说明所

７３第 ８期 周陈静， 等： 基于深度强化学习的实时视频边缘卸载策略



提卸载策略能够有效感知周围复杂环境，做出较优

决策，更适用于复杂的计算卸载环境。
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图 ４　 不同卸载策略下的系统时延成本（Ｎ＝５）
Ｆｉｇ． ４　 Ｓｙｓｔｅｍ ｃｏｓｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｏｆｆｌｏａｄｉｎｇ ｓｔｒａｔｅｇｉｅｓ （Ｎ＝５）
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图 ５　 不同卸载策略下的系统时延成本（Ｎ＝１０）
Ｆｉｇ． ５　 Ｓｙｓｔｅｍ ｃｏｓｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｏｆｆｌｏａｄｉｎｇ ｓｔｒａｔｅｇｉｅｓ （Ｎ＝１０）
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图 ６　 不同卸载策略下的系统时延成本（Ｎ＝２０）
Ｆｉｇ． ６　 Ｓｙｓｔｅｍ ｃｏｓｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｏｆｆｌｏａｄｉｎｇ ｓｔｒａｔｅｇｉｅｓ （Ｎ＝２０）
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图 ７　 不同卸载策略下的系统时延成本（Ｎ＝２５）
Ｆｉｇ． ７　 Ｓｙｓｔｅｍ ｃｏｓｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｏｆｆｌｏａｄｉｎｇ ｓｔｒａｔｅｇｉｅｓ （Ｎ＝２５）

　 　 综上，所提的 ＬＳＴＭ－ＴＤ３ 卸载策略在较小规模

（Ｎ ＜ １０）的视频计算卸载系统下，其系统时延明显

小于其他基本策略，与随机策略相比，系统时延约减

小了 ２６％～３２％左右。 但在较大规模的视频计算卸

载系统下，为满足系统准确率要求，系统时延会有一

定程度地增加。 与其他基于 ＤＲＬ 的卸载策略相比，
所提算法的系统时延约减少了 １４％ ～３４％左右。 在

某些情况下，如 Ｎ ＝ ２０，Ｓ ＝ ２ 时，其时延约减少了

４７％。 说明本文所提出的卸载算法能够在满足系统

准确率的要求下，节省系统时延和成本，以加速系统

处理。

４　 结束语

本文考虑动态网络环境以及视频卸载场景中准

确度要求，提出了一个基于深度强化学习的视频计

算卸载策略方法。 基于真实的视频计算卸载场景进

行建模，并将其转换成马尔可夫决策过程模型。 考

虑系统准确度要求，设置准确度奖励以引导智能体

探索较优卸载策略，同时提出了一个基于深度强化

学习的卸载方案，使 ＭＥＣ系统在满足系统准确度的

要求下最小化系统成本。 在 ＴＤ３ 算法基础上，加入

了 ＬＳＴＭ网络预测服务器处理队列的未来拥塞状

况，以避免智能体不断向服务器卸载任务造成系统

拥堵。 仿真实验表明，所提算法能有效优化卸载策

略，节省系统时延，与其他卸载策略相比，能够在保

证准确率的前提下最大程度地节省系统时延。
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